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Wykaz oznaczeŒ i skr·t·w 

2D ï Two Dimensional image (obraz dwuwymiarowy), 

3D ï Three Dimensional image (obraz tr·jwymiarowy), 

AB ï Anchor Box (czworokŃtna, ortogonalna ramka, stanowiŃca adnotacjň propozycji detekcji 

obiekt·w na obrazie), 

AI ï Artificial Inteligence (sztuczna inteligencja), 

ANN ï Artificial Neural Network (sztuczna sieĺ neuronowa), 

ANPR ï Automatic Number Plate Recognition (automatyczne rozpoznawanie numer·w tablic 

rejestracyjnych), 

API ï Application Programming Interface (interfejs programistyczny aplikacji), 

ASIC ïApplication-Specific Integrated Circuit (specjalizowany ukğad scalony), 

BB ï Bounding Box (czworokŃtna, ortogonalna ramka, stanowiŃca jednŃ z metod adnotacji 

prawdziwych detekcji obiekt·w na obrazie), 

BSD ï Berkeley Software Distribution Licenses (jedna z popularnych licencji programistycznych 

typu open-source), 

CCTV ï Closed Circuit Television (monitoring przemysğowy), 

CIoU ï Complete Intersection over Union (domyŜlna funkcja strat w uŨywana procesie uczenia 

modelu YOLO v4 tiny), 

CNN ï Convolutional Neural Network (konwolucyjna sieĺ neuronowa), 

CPU ï Central Processing Unit (procesor gğ·wny), 

CSP ï Cross Stage Partial connections (technika projektowania sieci neuronowych), 

CUDA ï Compute Unified Device Architecture (uniwersalna architektura procesor·w 

wielordzeniowych GPU), 

cuDNN ï CUDA Deep Neural Network (biblioteka programistyczna zaprojektowana w celu 

przyspieszania operacji zwiŃzanych z uŨyciem gğňbokich sieci neuronowych na procesorach 

GPU),  

CV ï Computer Vision (widzenie komputerowe), 

DL ï Deep Learning (uczenie maszynowe gğňbokie), 

DNN ï Deep Neural Network (gğňboka sieĺ neuronowa), 

DPM ï Deformable Part-based Model (detektor obiekt·w na obrazie), 

EPTZ ï Electronic Pan-Tilt -Zoom (typ kamery monitoringowej umoŨliwiajŃcy programowŃ 

zmianň kŃta widzenia i zbliŨenia), 

FFN ï Feed Forward Neural Network, 

FHD ï Full High Definition (rozdzielczoŜĺ obrazu 1920 x 1080 px), 

FPGA ï Field-Programmable Gate Array (programowalny ukğad logiczny), 
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FPN ï Feature Pyramid Network (sztuczna sieĺ piramidy cech), 

GAN ï Generative Adversarial Networks (generatywne sieci przeciwstawne), 

GNU GPL ï Gnu General Public License (licencja wolnego i otwartego oprogramowania), 

GPU ï Graphics Processing Unit (procesor graficzny), 

GUI ï Graphical User Interface (graficzny interfejs uŨytkownika), 

HAR ï Human Activity Recognition (rozpoznawanie aktywnoŜci czğowieka), 

HOG ï Histogram of Oriented Gradients (histogram gradient·w zorientowanych), 

HPE ï Human Pose Estimation (estymacja sylwetki czğowieka), 

ILSVRC ï ImageNet Large Scale Visual Recognition Challenge (popularny konkurs z dziedziny 

przetwarzania obraz·w), 

IP ï Internet Protocol address (adres protokoğu internetowego), 

IPT ï Image Processing Toolbox (moduğ przetwarzania obraz·w dostňpny w Ŝrodowisku 

MATLAB),  

IR ï Infrared (Ŝwiatğo podczerwone),  

IVSS ï Intelligent Video Surveillance System (inteligentny system nadzoru wideo), 

LAB ï nazwa przestrzeni barw, 

LSTM ï Long Short-Term Memory (typ rekurencyjnej sztucznej sieci neuronowej), 

LUT ï Look-Up Table (struktura danych zawierajŃca zdefiniowane pary wejŜĺ i wyjŜĺ w celu 

przyspieszenia operacji obliczeniowych), 

MDA ï Mosaic Data Augmentation (technika augmentacji zbioru danych uczŃcych), 

ML ï Machine Learning (uczenie maszynowe), 

MOT ï Multiple Object Tracking (Ŝledzenie wielu obiekt·w), 

MPPE ï Multi Person Pose Estimation (estymacja wielu sylwetek czğowieka), 

MS-COCO ï Microsoft Common Objects in Context (popularna baza danych z dziedziny CV), 

MSIM ï Multi Stage Identity Matching (moduğ wielostopniowego dopasowania identyfikacji), 

NMS ï Non Maximum Suppression (mechanizm eliminacji redundantnych detekcji), 

OCR ï Optical Character Recognition (optyczna klasyfikacja znak·w alfanumerycznych), 

OS ï Operating System (system operacyjny), 

PGA ï Pose Guided Alignment (moduğ dopasowania sylwetek), 

P-NMS ï Pose Non-Maximum-Suppression (mechanizm eliminacji redundantnych detekcji 

sylwetek os·b), 

PSM ï Page Segmentation Mode (lista tryb·w segmentacji strony silnika Tesseract OCR), 

PTZ ï Pan-Tilt -Zoom (typ kamery monitoringowej umoŨliwiajŃcy mechanicznŃ zmianň kŃta 

widzenia i zbliŨenia), 

RCNN ï Regjon-based Convolutional Neural Network (konwolucyjna sieĺ neuronowa oparta na 

rejonach), 
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RNN ï Recurent Neural Network (rekurencyjna sieĺ neuronowa), 

ROI ï Region Of Interest (obszar obrazu objňty analizŃ), 

RPN ï Region Proposal Network (sztuczna sieĺ obszaru propozycji), 

SAT ï Self Adversarial Training (technika augmentacji zbioru danych uczŃcych), 

SIKR ï Symmetric Integral Keypoint Regression (regresja symetryczna punktu kluczowego), 

SPE ï Spatial Pyramid Pooling (nazwa warstwy sieci neuronowej), 

SPPE ï Single Person Pose Estimation (estymacja pojedynczej sylwetki czğowieka), 

SPPNET ï Spatial Pyramid Pooling Network (dwustopniowy detektor obiekt·w oparty na DL), 

SSD ïSingle Shot MultiBox Detector (jednostopniowy detektor obiekt·w oparty na DL), 

SVM ï Support Vector Machine (maszyna wektor·w noŜnych), 

TL ï Transfer Learning (uczenie transferowe), 

TPU ï Tensor Processing Unit (procesor tensorowy), 

VAE ï Variational Autoencoder (autoenkodery wariacyjne),  

VJ ï Viola Jones Detector (detektor obiekt·w opracowany przez Viola Jonesôa), 

VOC ï Visual Object Classes (popularny zbi·r danych w dziedzinie CV), 

VSS ï Video Surveillance System (system nadzoru wideo), 

Wi-Fi ï Wireless Fidelity (grupa standard·w radiowej sieci bezprzewodowej), 

YOLO ï You Only Look Once (rodzina jednostopniowych detektor·w obiekt·w). 
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Wykaz zmiennych 

A ï Accuracy (wskaŦnik dokğadnoŜci), 

a, b, c, d ï wsp·ğczynniki funkcji automatycznej korekty jasnoŜci obrazu, 

AP ï Average Precision (Ŝrednia precyzja dla jednej klasy obiekt·w), 

Ar ï rzeczywisty obszar lokalizacji BB obiektu na obrazie, 

AR ï stosunek szerokoŜĺ i wysokoŜĺ obrazu, 

AUC ï Area Under the Curve (pole powierzchni pod krzywŃ ROC), 

BBh ï wysokoŜĺ BB, 

BBw ï szerokoŜĺ BB, 

Bp ï obszar BB generowanego w procesie predykcji, 

C ï punkt gğ·wny kamery, 

Ch ï wysokoŜĺ montaŨu kamery nad pğaszczyznŃ podğoŨa, 

cx, cy ï wsp·ğrzňdne punktu gğ·wnego obrazu, 

D ï liczba wszystkich Ŝledzonych os·b i pojazd·w (Do + Dp), 

d1 ï odlegğoŜci od punktu P1ô do punktu C, 

d2 ï odlegğoŜci od punktu P2ô do punktu C, 

d3 ï odlegğoŜci od punktu P3ô do punktu C, 

dcalc ï obliczona odlegğoŜĺ w 3D pomiňdzy punktami Pd1 oraz Pd2,  

Df ï liczba wszystkich detekcji ognia, 

dist1 ï odlegğoŜĺ analizowanej osoby od kamery,  

dist2 ï odlegğoŜĺ pomiňdzy dwoma osobami,  

Dk ï liczba wszystkich Ŝledzonych os·b z zapisanymi modelami szkieletowymi, 

Dmm ï przekŃtna sensora optycznego kamery w mm, 

Do ï liczba wszystkich Ŝledzonych os·b, 

Dp ï liczba wszystkich detekcji pojazd·w, 

dreal ï rzeczywista odlegğoŜĺ w przestrzeni 3D pomiňdzy punktami Pd1 oraz Pd2, 

Dt ï liczba wszystkich detekcji tablic rejestracyjnych, 

Dz ï liczba wszystkich detekcji zwierzŃt, 

EOF ï znacznik koŒca wektora, 

f ï wartoŜĺ ogniskowej kamery, 

F1 ï Ŝrednia harmoniczna Pr oraz R, 

Fa ï flaga aktywnoŜci funkcji analizy tğumu,  

Fb ï flaga aktywnoŜci funkcji detekcji biegu, 

Fg ï flaga przekroczenia linii wirtualnej, 

FN ï False Negative (klasyfikacja fağszywie negatywna),  
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FP ï False Positive (klasyfikacja fağszywie pozytywna),  

FPR ï False Positive Rate (wskaŦnik negatywnych detekcji), 

FPS ï Frames Per Second (szybkoŜĺ przetwarzania danych wizyjnych, wyraŨana w obrazach na 

sekundň), 

Fw ï flaga wejŜcia (wyjŜcia) osoby ze strefy, 

fx, fy ï wartoŜci ogniskowej kamery w osiach x oraz y macierzy obrazu, 

H ï liczba element·w wektora historii Ŝledzonej osoby, 

height ï wysokoŜĺ obrazu, 

Hmm ï wysokoŜci czujnika optycznego kamery, 

i ï licznik pňtli iteracyjnych,  

IoU ï Intersection over Union (wsp·ğczynnik podobieŒstwa Jaccarda), 

j ï wartoŜĺ Ŝredniej jasnoŜci obrazu w danym ujňciu, 

jm ï wartoŜĺ wzorcowa Ŝredniej jasnoŜci obrazu, 

K ï macierz kamery, 

k ï wsp·ğczynnik korekty Dmm, 

k1, k2, k3 ï wsp·ğczynniki znieksztağceŒ radialnych kamery, 

Kp ï liczba punktor·w szkieletu Ŝledzonej osoby,  

kr ï dğugoŜĺ krňgosğupa,  

L1 ï licznik kolejnych negatywnych detekcji sabotaŨu, 

L2 ï licznik pozytywnych detekcji pojazdu w ROI, 

L3 ï licznik pozytywnych detekcji wejŜcia (wyjŜcia) osoby ze strefy, 

L4 ï licznik biegnŃcych os·b, 

L5 ï licznik pozytywnych detekcji wğ·czňgostwa,  

L6 ï licznik pozytywnych detekcji upadku,  

L7 ï licznik pozytywnych detekcji kradzieŨy, 

L8 ï licznik pozytywnych detekcji przemocy, 

Lk ï liczba pikseli niezerowych maski tğa obiektu zainteresowania (algorytm detekcji kradzieŨy), 

lp ï dğugoŜĺ lewego podudzia,  

Lp ï liczba pikseli niezerowych maski tğa (algorytm detekcji sabotaŨu kamery),  

lu ï dğugoŜĺ lewego uda,  

mAP ï Mean Average Precision (Ŝrednia precyzja dla wszystkich klas obiekt·w), 

n ï liczba klas, 

N ï Negatives (klasyfikacja negatywna), 

O ï obszar przemieszczania siň osoby na obrazie,  

Oô ï obszar przemieszczania siň osoby w przestrzeni rzeczywistej,  

P ï Positives (klasyfikacja pozytywna), 
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P0 ï punkt poczŃtkowy globalnego ukğadu wsp·ğrzňdnych (algorytm kalibracji sceny),  

P1, P2, P3 ï punkty referencyjne oznaczane na obrazie, 

p1, p2, ï wsp·ğczynniki znieksztağceŒ stycznych kamery, 

P1ô, P2ô, P3ô ï rzuty punkt·w referencyjnych P1, P2 oraz P3 na podğoŨu obserwowanej sceny, 

P1ò, P2ò, P3ò ï wsp·ğrzňdne globalne punkt·w koŒc·w linii rzutowania, 

pa ï liczba wszystkich pikseli skğadajŃcych siň na zaznaczonŃ strefň,  

Pd1, Pd2 ï punkty testowe oznaczane na obrazie, 

Pf ï punkt przeciňcia ogniskowej z pğaszczyznŃ obrazowania, 

Pg ïpunkt uzyskany w procesie rzutowania, 

ph ïwysokoŜĺ pojedynczego piksela obrazu, 

Pl ïpunkt w lokalnym ukğadzie pğaszczyzny obrazowania,  

pp ï dğugoŜĺ prawego podudzia,  

PPV ïPositive Predictive Value (wartoŜĺ predykcyjna dodatnia), 

Pr ï Precision (wskaŦnik precyzji), 

Pr ï punkt przeciňcia linii rzutu z nowŃ pğaszczyznŃ podğoŨa (Rz), 

Ps ï punkt gğ·wny obrazu (Ŝrodek geometryczny), 

pu ï dğugoŜĺ prawego uda,  

PV ï Ŝrednia szybkoŜĺ zmian zestaw·w kŃt·w,  

pw ï szerokoŜĺ pojedynczego piksela obrazu, 

R ï Recall (wskaŦnik czuğoŜci), 

R1 ï licznik stref wirtualnych (algorytm identyfikacji pojazd·w), 

R2 ï licznik stref wirtualnych (algorytm detekcji nielegalnego parkowania), 

R3 ï licznik granic wirtualnych (algorytm detekcji wejŜcia (wyjŜcia) ze strefy), 

R4 ï licznik granic wirtualnych (algorytm detekcji naruszenia wirtualnej granicy), 

R5 ï licznik stref wirtualnych (algorytm detekcji naruszenia wirtualnej strefy), 

R6 ï licznik stref wirtualnych (algorytm detekcji kradzieŨy), 

ROC ï Receiver Operating Characteristic (krzywa ilustrujŃca dziağanie klasyfikatora), 

Rz ï r·wnanie pğaszczyzny rzutowania, 

s1, s2, s3, s4 ï wsp·ğczynniki znieksztağceŒ pryzmatycznych kamery,  

sabotaŨ ï flaga detekcji zdarzenia sabotaŨu,  

sensor_size ï przekŃtna sensora optycznego kamery w calach, 

sn ï Ŝrednia dğugoŜĺ n·g,  

T ï Total measurements (cağkowita liczba pomiar·w rzeczywistych), 

Th ï maksymalna odlegğoŜĺ tablicy rejestracyjnej od kamery w poziomie, 

TN ï True Negative (klasyfikacja fağszywie negatywna), 

TP ï True Positive (klasyfikacja prawdziwie pozytywna),  
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TPR ï True Positive Rate (wskaŦnik klasyfikacji pozytywnie prawdziwych), 

tr ï maksymalna wartoŜĺ procentowa zmian w zaznaczonej strefie, 

Tv ï maksymalna odlegğoŜĺ tablicy rejestracyjnej od kamery w pionie, 

Tɗ ï wektor miar kŃt·w, 

V ï szybkoŜĺ przemieszczania siň osoby, 

Vɗ ï wektor szybkoŜci zmian kŃt·w,  

W1 ï wartoŜĺ progowa maksymalnej liczby okluzji obiektu, 

W10 ï wartoŜĺ progowa obszaru przemieszczania siň osoby,  

W11 ï wartoŜĺ progowa szybkoŜci przemieszczania siň osoby (algorytm detekcji wğ·czňgostwa),  

W12 ï wartoŜĺ progowa liczby element·w wektora historii Ŝledzonej osoby,  

W13 ï wartoŜĺ progowa pozytywnych detekcji wğ·czňgostwa,  

W14 ï wartoŜĺ progowa stosunku dğugoŜci krňgosğupa do dğugoŜci n·g,  

W15 ï wartoŜĺ progowa liczby pozytywnych detekcji upadku osoby,  

W16 ï wartoŜĺ progowa szybkoŜci przemieszczania siň osoby (algorytm detekcji upadku), 

W17 ï wartoŜĺ progowa liczby pikseli niezerowych (algorytm detekcji kradzieŨy),  

W18 ï wartoŜĺ progowa liczby pozytywnych detekcji kradzieŨy, 

W19 ï wartoŜĺ progowa odlegğoŜci osoby od kamery,  

W2 ï wartoŜĺ progowa zmiany jasnoŜci obrazu, 

W20 ï wartoŜĺ progowa szybkoŜci zmiany kŃt·w,  

W21 ï wartoŜĺ progowa dystansu pomiňdzy osobami,  

W22 ï wartoŜĺ progowa liczby pozytywnych detekcji przemocy, 

W3 ï wartoŜĺ progowa liczby pikseli niezerowych (algorytm detekcji sabotaŨu kamery), 

W4 ï wartoŜĺ progowa liczby negatywnych detekcji sabotaŨu, 

W5 ï wartoŜĺ progowa IoU, 

W6 ï wartoŜĺ progowa liczby pozytywnych detekcji pojazdu w okreŜlonym obszarze ROI, 

W7 ï wartoŜĺ progowa liczby os·b, 

W8 ï wartoŜĺ progowa szybkoŜci przemieszczania siň osoby (algorytm detekcji biegu), 

W9 ï wartoŜĺ progowa dopuszczalnej liczby biegnŃcych os·b, 

WBB ï wektor nowych detekcji BB,  

width ï szerokoŜĺ obrazu, 

Wmm ï szerokoŜĺ czujnika optycznego kamery, 

Ws ï wektor Ŝledzonych obiekt·w, 

Zn ï wektor wskaŦnik·w znieksztağceŒ kamery, 

Ŭ, ɓ, ‎ ï wsp·ğczynniki korekty jasnoŜci obrazu, 

ŭ ï kŃt nutacji (nachylenia kamery do pğaszczyzny podğoŨa), 

ɚ ï maksymalny kŃt widzenia tablicy rejestracyjnej w osi pionowej, 
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ɛ ï maksymalny kŃt widzenia tablicy rejestracyjnej w osi poziomej,  

ů1, ů2 ï wyznaczniki oceny jakoŜci algorytmu kalibracji sceny, 

Űx, Űy ï wsp·ğczynniki znieksztağceŒ perspektywicznych kamery, 

ɣ ï kŃt obrotu wğasnego kamery (wzglňdem gğ·wnej osi optycznej), 

ῳj ï wartoŜĺ zmiany Ŝredniej jasnoŜci obrazu w danym ujňciu. 
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1 Wprowadzenie 

Systemy nadzoru wizyjnego VSS [1] ewoluowağy technicznie przez cztery generacje. 

PoczŃtki pierwszej generacji datowane sŃ na p·Ŧne lata 40. ubiegğego wieku, kiedy to 

wprowadzono analogowe systemy telewizji przemysğowej CCTV. Stan ·wczesnej technologii 

ograniczağ pewne moŨliwoŜci, zwğaszcza w zakresie proces·w nagrywania i dystrybucji obrazu. 

Problemy te zostağy rozwiŃzane w drugiej generacji, kiedy to w latach 70. zaczňto realizowaĺ 

nagrywanie film·w z monitoringu, gğ·wnie przy uŨyciu kaset magnetycznych. Z koŒcem lat 80. 

nastŃpiğa ewolucja obrazowania cyfrowego, przeksztağcajŃc systemy VSS do poziomu trzeciej 

generacji i oferujŃc dwie gğ·wne innowacje. Po pierwsze, kompresja i dystrybucja obrazu stağy siň 

bardziej efektywne i ekonomiczne. Po drugie, do system·w monitoringu wprowadzono algorytmy 

widzenia komputerowego, oferujŃc funkcje p·ğautomatyczne, takie jak rozpoznawanie i Ŝledzenie 

obiekt·w. EfektywnoŜĺ system·w VSS jest silnie skorelowana ze zdolnoŜciŃ analizy obraz·w w 

czasie rzeczywistym, co byğo trudne do osiŃgniňcia z uwagi na ciŃgle rosnŃcŃ liczbň instalowanych 

kamer. Wyniki badaŒ [2] wskazujŃ, Ũe po zaledwie dwudziestu minutach obserwacji obrazu z 

pojedynczej kamery, przeciňtny operator monitoringu traci 95% zdolnoŜci koncentracji. Jest to 

spowodowane naturalnym znuŨeniem i zmňczeniem operatora, kt·re prowadzi do obniŨenia jego 

czujnoŜci, wymaganej do prawidğowej klasyfikacji aktywnoŜci na scenie. W celu przetwarzania 

danych ze wszystkich kamer w czasie rzeczywistym oraz wyeliminowania wpğywu zmňczenia 

operatora, rozpoczňto implementowanie w peğni automatycznych algorytm·w analizy obrazu, 

kt·re sŃ oparte na technikach ML. W rezultacie, od roku 2010, m·wi siň o rozwoju czwartej 

generacji system·w IVSS [1]. W tym wydaniu systemy automatycznie realizujŃ detekcjň zdarzeŒ 

potencjalnie niebezpiecznych i sygnalizujŃ je operatorowi, celem podjňcia ostatecznej decyzji i 

dziağaŒ. 

Przedmiotem badaŒ niniejszej rozprawy jest synteza istniejŃcych, zaawansowanych technik 

przetwarzania i analizy obrazu w celu opracowania inteligentnej aplikacji komputerowej, 

realizujŃcej automatyczne wykrywanie wybranych zdarzeŒ alarmowych. Poprzez definicje 

zdarzeŒ alarmowych naleŨy rozumieĺ szczeg·lne przypadki akcji i/lub interakcji os·b oraz 

wybranych klas zwierzŃt i obiekt·w, mogŃcych stanowiĺ potencjalne zagroŨenie bezpieczeŒstwa 

ludzi i d·br materialnych, znajdujŃcych siň w monitorowanej przestrzeni publicznej. Projektowany 

system IVSS bňdzie przeznaczony do detekcji piňtnastu zdarzeŒ alarmowych: identyfikacja 

pojazd·w (ANPR), sabotaŨ kamery, niepoŨŃdana obecnoŜĺ zwierzŃt, nielegalne parkowanie, 

analiza wejŜcia (wyjŜcia) ze strefy, naruszenie wirtualnej granicy, przeludnienie, bieg, analiza 

aktywnoŜci tğumu, wğ·czňgostwo, naruszenie wirtualnej strefy, poŨar, upadek, kradzieŨ oraz 

przemoc. OsiŃgniňcie poŨŃdanych rezultat·w bňdzie moŨliwe poprzez dob·r, parametryzacjň, 

dopasowanie i integracjň algorytm·w realizujŃcych zadania z zakresu detekcji, klasyfikacji, 



1 | Wprowadzenie 

 

2 

 

Ŝledzenia oraz analizy zachowaŒ os·b, a takŨe wybranych klas zwierzŃt i obiekt·w, znajdujŃcych 

siň w polu widzenia kamery. WdroŨony system ma umoŨliwiĺ komunikacjň z operatorem poprzez 

intuicyjny w obsğudze GUI. Praktyczne zastosowanie opracowanej aplikacji, bňdzie moŨliwe 

dziňki osiŃgniňciu przetwarzania danych wizyjnych w czasie rzeczywistym. SkutecznoŜĺ 

opracowanego algorytmu zostanie zweryfikowana przy uŨyciu symulacji 3D, jak r·wnieŨ w 

procesie badaŒ empirycznych przeprowadzonych w warunkach ustalonych. 

PowyŨszy zakres prac wiŃŨe siň z postawionymi w rozprawie tezami gğ·wnymi:  

1. MoŨliwe jest opracowanie metody syntezy zaawansowanych technik widzenia 

komputerowego opartych na modelach uczenia maszynowego, w celu stworzenia 

cağoŜciowego i skutecznego systemu nadzoru przestrzeni publicznych, zdolnego do 

automatycznej detekcji i klasyfikacji wybranych zdarzeŒ alarmowych w 

Ŝrodowisku rzeczywistym, z wykorzystaniem sygnağu z konwencjonalnych kamer 

monitoringu wizyjnego. 

2. Opracowane algorytmy przetwarzania danych wizyjnych, ekstrakcji cech, 

identyfikacji, klasyfikacji oraz Ŝledzenia umoŨliwiajŃ efektywne wykrywanie i 

raportowanie kluczowych z punktu widzenia bezpieczeŒstwa publicznego 

aktywnoŜci zwiŃzanych z zachowaniem i interakcjami os·b oraz wybranych klas 

zwierzŃt i obiekt·w. 

Ukğad treŜci rozprawy jest nastňpujŃcy: przeglŃd zaawansowanych technik analizy sygnağu 

wizyjnego przedstawiono w rozdziale drugim. Rozdziağ ten ukierunkowany jest na zagadnienia 

zwiŃzane z pozyskiwaniem i wstňpnŃ analizŃ obrazu, a takŨe zawiera przeglŃd rozwiŃzaŒ 

stosowanych do detekcji i klasyfikacji obiekt·w, estymacji sylwetki czğowieka, Ŝledzenia 

obiekt·w w polu widzenia kamery oraz analizy zachowaŒ os·b, a takŨe odniesienie do najczňŜciej 

stosowanych kryteri·w oceny jakoŜci w dziedzinie CV. Rozdziağ trzeci zawiera odniesienie do 

istoty i problematyki inteligentnych system·w nadzoru wizyjnego oraz szczeg·ğowy przeglŃd 

istniejŃcych system·w IVSS, nazywanych dalej systemami referencyjnymi. W rozdziale 

czwartym om·wiono gğ·wne aspekty projektowanego systemu, kt·re dotyczŃ schematu 

przepğywu informacji w warstwie aplikacji, parametryzacji stanowiska badawczego pod kŃtem 

sprzňtowym oraz programowym, a takŨe typ·w Ŧr·değ sygnağu wizyjnego, stosowanych w celu 

realizacji badaŒ. Rozdziağ piŃty przedstawia szczeg·ğowy opis implementacji algorytm·w 

wstňpnego przetwarzania obrazu, opracowanych przez autora, w celu realizacji zadaŒ z zakresu 

kalibracji kamery, kalibracji sceny, korekty jasnoŜci obrazu, detekcji, klasyfikacji oraz Ŝledzenia 

obiekt·w. W oparciu o zestawione elementy wiedzy, w rozdziale sz·stym przedstawiono 

szczeg·ğowy opis piňtnastu algorytm·w detekcji zdarzeŒ alarmowych opracowanych przez autora, 

w tym przyjňte cele i zağoŨenia, zastosowanŃ logikň operacyjnŃ, testy oraz wyniki 
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przeprowadzonych badaŒ, jak r·wnieŨ odniesienie do istniejŃcych tego typu rozwiŃzaŒ w 

literaturze. Ponadto rozdziağ ten zawiera szczeg·ğowe informacje dotyczŃce metody syntezy 

algorytm·w w warstwie aplikacji, z uwzglňdnieniem aspekt·w wielowŃtkowoŜci oraz wynikami 

test·w wydajnoŜciowych systemu pracujŃcego w konfiguracji wielozadaniowej. Rozdziağ si·dmy 

zawiera podsumowanie niniejszej rozprawy, w kt·rym autor okreŜla stopieŒ realizacji zadaŒ 

badawczych, przedstawia osiŃgniňte rezultaty, odnosi siň do tez gğ·wnych, jak r·wnieŨ wskazuje 

wprowadzone rozwiŃzania oryginalne. 
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2 Zaawansowane techniki analizy sygnağu wizyjnego 

Istota dziedziny CV [3] polega na dŃŨeniu do realizacji procesu inŨynierii odwrotnej. Proces 

ten polega na opisie istniejŃcego Ŝwiata materialnego, poprzez odtworzenie jego istotnych 

wğaŜciwoŜci wizualnych (np. ksztağty, kolory) w postaci cyfrowej. Zastosowane do tego celu 

algorytmy programistyczne oraz narzňdzia i architektury sprzňtowe umoŨliwiajŃ wizualnŃ 

percepcjň rzeczywistoŜci w spos·b zbliŨony do dziağania zmysğu wzroku czğowieka.  

Geneza dziedziny CV [4] stanowi zğoŨony proces ewolucji, w kt·rego centrum znajdujŃ siň 

interdyscyplinarne poğŃczenia miňdzy naukami matematycznymi, informatycznymi oraz naukami 

neurobiologicznymi, odnoszŃcymi siň do definicji zmysğu wzroku. PoczŃtki tej dziedziny siňgajŃ 

lat 60. ubiegğego wieku, kiedy to pojawiğy siň pr·by automatycznego analizowania i 

interpretowania obraz·w cyfrowych przy uŨyciu komputer·w. Jednym z kamieni milowych w tym 

procesie byğo opracowanie pierwszej technologii komputerowego skanera obrazu, 

umoŨliwiajŃcego digitalizacjň zdjňĺ. W kolejnych latach rozw·j CV znaczŃco przyspieszyğ dziňki 

postňpowi w obszarze uczenia maszynowego, kt·re obecnie stanowi integralnŃ czňŜĺ szeregu 

aplikacji, poczŃwszy od wizyjnych system·w identyfikacji biometrycznej po inteligentne systemy 

stosowane w pojazdach autonomicznych.  

Z uwagi na przyjňte cele badawcze oraz przeznaczenie projektowanego systemu (zob. rozdziağ 

1), autor rozprawy postanawia ograniczyĺ rozpoznanie literaturowe tylko do obszar·w zastosowaŒ 

zwiŃzanych z przetwarzaniem danych wizyjnych, rejestrowanych przy uŨyciu stacjonarnych, 

konwencjonalnych kamer monitoringowych 2D.  

2.1 Wstňpne przetwarzanie obraz·w 

Pozyskiwanie danych wizyjnych przy uŨyciu cyfrowych rejestrator·w obraz·w 2D odgrywa 

kluczowŃ rolň w dziedzinie CV. Proces pozyskiwania cyfrowego obrazu 2D na podstawie 

obserwowanej sceny rzeczywistej 3D czňsto opisywany jest przy uŨyciu modelu 

perspektywicznego kamery, znanego r·wnieŨ modelem kamery otworkowej, kt·rego graficznŃ 

reprezentacjň przedstawiono na Rys. 2.1. Model otworkowy kamery [5,6] opiera siň na zasadzie 

rzutowania perspektywicznego, gdzie wszystkie linie projekcji (wirtualne linie ğŃczŃce punkty 

sceny z punktem obserwacji na obrazie) przecinajŃ siň w jednym punkcie zwanym Ăotworkiem 

kameryò. W modelu tym, obiekty znajdujŃce siň dalej od kamery sŃ reprezentowane jako mniejsze, 

co odzwierciedla zjawisko perspektywy, wystňpujŃce w rzeczywistym Ŝwiecie. Punkty sceny 3D 

sŃ transformowane do 2D za pomocŃ macierzy projekcji, kt·ra uwzglňdnia takie parametry jak: 

ogniskowa obiektywu, orientacja przestrzenna kamery, kŃt widzenia oraz proporcje obrazu.  

Dane pozyskane z kamery cyfrowej najczňŜciej sŃ dostarczane w postaci zapisanych 

wczeŜniej plik·w wideo lub streamingu wideo w czasie rzeczywistym. Takie formy danych 
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wymagajŃ przeprowadzenia procesu wstňpnego przetwarzania obraz·w [7]. Proces ten odnosi siň 

przede wszystkim do dekompozycji wideo na obrazy poklatkowe. Ponadto obejmuje szereg 

operacji majŃcych na celu poprawň interpretowalnoŜci obrazu przy zastosowaniu narzňdzi: 

filtracji, usuwania szum·w i zakğ·ceŒ, normalizacji, transformacji oraz selekcji ROI. Analiza 

technik wstňpnego przetwarzania obraz·w pozwala wskazaĺ kilka popularnych bibliotek 

programistycznych, w kt·rych narzňdzia te zostağy zaimplementowane. MoŨna tu wyr·Ũniĺ m.in.: 

Intel Integrated Performance Primitives [8], Vision-something-Libraries [9], Numerical 

Algorithms Group's Library of Technical Intelligence [10], VLFeat [11] czy CImg [12]. Obecnie, 

do najbardziej popularnych bibliotek programistycznych zalicza siň OpenCV, Scikit-image i 

MATLAB  IPT.  

Biblioteka OpenCV [13] zostağa zaimplementowana w kilku jňzykach programowania, w tym 

C++, Python oraz Java, co sprawia, Ũe jest uniwersalna i dostňpna dla wielu uŨytkownik·w. 

Posiada wsparcie dla technologii CUDA i OpenCL umoŨliwiajŃc uŨycie akceleracji GPU i 

efektywne przyspieszenie przetwarzania obraz·w. Zaimplementowany moduğ DNN zawiera 

narzňdzia do realizacji gğňbokiego uczenia, co czyni bibliotekň atrakcyjnŃ dla projekt·w z obszaru 

DL. OpenCV oferuje szereg funkcji, poczŃwszy od podstawowych narzňdzi edycji obrazu (np. 

Rys. 2.1 Klasyczny model kamery otworkowej [5] 
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skalowanie, rotacja, operacje morfologiczne) po zaawansowane techniki analityczne (np. detekcja 

krawňdzi, Ŝledzenie obiekt·w). Biblioteka cieszy siň duŨŃ spoğecznoŜciŃ, co przekğada siň na 

obszernŃ dokumentacjň oraz aktywne fora uŨytkownik·w, uğatwiajŃce rozwiŃzywanie problem·w 

i wymianň doŜwiadczeŒ. Biblioteka OpenCV jest rozpowszechniana na licencji BSD, co sprawia, 

Ũe moŨna jŃ swobodnie uŨywaĺ w projektach komercyjnych i niekomercyjnych. 

Biblioteka Scikit-image [14] jest zaimplementowana w jňzyku Python, co sprawia, Ũe jest 

ğatwa w integracji z ekosystemem tego jňzyka. Nie posiada ona wbudowanego wsparcia dla 

akceleracji GPU, co moŨe byĺ ograniczeniem w przypadku projekt·w wymagajŃcych duŨych 

zasob·w obliczeniowych. Scikit-image skupia siň gğ·wnie na tradycyjnych algorytmach 

przetwarzania obraz·w, przez co jej uŨytecznoŜĺ w obszarze DL jest ograniczona. Posiada dobrŃ 

dokumentacjň, choĺ spoğecznoŜĺ uŨytkownik·w moŨe byĺ mniejsza niŨ w przypadku OpenCV. 

Biblioteka Scikit-image jest rozpowszechniana na licencji BSD umoŨliwiajŃc swobodne 

korzystanie i modyfikowanie opracowanego algorytmu w projektach komercyjnych i 

niekomercyjnych. 

Moduğ MATLAB IPT [15] zostağ zaimplementowany w jňzyku M, ponadto zawiera narzňdzia 

umoŨliwiajŃce tğumaczenie kodu do jňzyk·w C/C++. MATLAB IPT oferuje ograniczone wsparcie 

dla GPU, co moŨe wpğywaĺ na wydajnoŜĺ w projektach wymagajŃcych intensywnego 

przetwarzania obraz·w. Posiada narzňdzia do pracy z DL, choĺ to nie jest gğ·wny obszar 

funkcjonalnoŜci moduğu IPT. Zapewnia korzystanie z zaawansowanych funkcji przetwarzania 

obrazu i dobrŃ dokumentacjň, natomiast wsparcie i aktualizacje zaleŨŃ od firmy MathWorks. 

SpoğecznoŜĺ uŨytkownik·w skupiona wok·ğ IPT jest mniejsza w por·wnaniu do bibliotek 

otwartych. Jest to oprogramowanie komercyjne. 

KaŨda z tych bibliotek posiada unikalne cechy, kt·re wpğywajŃ na wydajnoŜĺ, skalowalnoŜĺ 

i elastycznoŜĺ proces·w przetwarzania. W Tab. 2.1 zamieszczono opracowane przez autora 

por·wnanie bibliotek OpenCV, Scikit-image oraz MATLAB IPT ze wzglňdu na ich przydatnoŜĺ 

w projektowanym systemie IVSS.  

Tab. 2.1 Por·wnanie wybranych bibliotek wstňpnego przetwarzania danych wizyjnych 

Por·wnanie przeprowadzono z uŨyciem szeŜciu kryteri·w. Pierwsze dotyczy moŨliwoŜci 

implementacji bibliotek w wybranym jňzyku programowania, jakim jest C++. SpoŜr·d wybranych 

Biblioteka 
Jňzyk 

implementacji 

Akceleracja 

GPU 

Wsparcie 

DL 

Zakres 

dostňpnych 

funkcjonalnoŜci 

(skala 1ï5) 

Dokumentacje 

i wsparcie 

spoğecznoŜci 

(skala 1ï5) 

Licencja 

OpenCV 
C++, Python, 

Java 
Tak Tak 5 5 

Otwarta 

BSD 

Scikit-image Python Nie Nie 3 4 
Otwarta 

BSD 

MATLAB 

IPT 
M Tak Tak 4 4 Komercyjna 
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bibliotek tylko OpenCV speğnia to kryterium. Drugie kryterium dotyczy zdolnoŜci bibliotek do 

korzystania z akceleracji sprzňtowej z uŨyciem GPU, natomiast trzecie kryterium dotyczy 

implementacji funkcji, umoŨliwiajŃcych realizacjň proces·w zwiŃzanych z DL. Kryteria 2 oraz 3 

speğniajŃ biblioteki OpenCV oraz MATLAB IPT. Czwarte oraz piŃte kryterium dotyczŃ zakresu 

dostňpnych funkcjonalnoŜci oraz dostňpnoŜci dokumentacji technicznych i moŨliwoŜci uzyskania 

wsparcia wŜr·d spoğecznoŜci uŨytkownik·w. Kryteria 4 oraz 5 zostağy okreŜlone na podstawie 

subiektywnej oceny autora, opartej na jego doŜwiadczeniach zwiŃzanych z uŨyciem 

analizowanych bibliotek i wskazujŃ na przewagň OpenCV. Ostatnim kryterium por·wnawczym 

jest typ licencji, na kt·rej warunkach biblioteki sŃ udostňpniane. W tym przypadku zar·wno 

OpenCV jak i Scikit-image udostňpniane sŃ na warunkach licencji BSD, co stanowi o ich 

kluczowym atucie ekonomicznym.  

Z przedstawionej analizy wynika, iŨ OpenCV naleŨy do najlepszych bibliotek wstňpnego 

przetwarzania obraz·w w przedmiotowym systemie IVSS. Oferuje wszechstronnoŜĺ, wsparcie 

spoğecznoŜci uŨytkownik·w, oraz rozbudowany zestaw funkcji, w tym wsparcie dla DL i 

akceleracji obliczeŒ realizowanych przy uŨyciu GPU. OpenCV umoŨliwia implementacjň kodu w 

jňzyku C++, co korzystnie wpğywa na wydajnoŜĺ opracowanej aplikacji. Licencja BSD dodatkowo 

umoŨliwia elastyczne zastosowanie biblioteki w projektach komercyjnych i niekomercyjnych. 

2.2 Kamery monitoringowe 

Obecnie, w systemach IVSS uŨywa siň r·Ũnego rodzaju kamer, co umoŨliwia 

przeprowadzenie wielostopniowej kategoryzacji [16]. Jednym z kryteri·w podziağu jest czuğoŜĺ 

na Ŝwiatğo, kt·re definiuje moŨliwoŜĺ pracy kamery w trybie dziennym lub dziennym i nocnym 

(praca w sztucznym Ŝwietle podczerwieni). Innym kryterium jest odpornoŜĺ kamery na warunki 

atmosferyczne definiujŃce przeznaczenie kamery do pracy wewnŃtrz lub na zewnŃtrz budynku. 

Kolejnym kryterium jest odpornoŜĺ kamery na akty wandalizmu, definiujŃce urzŃdzenia o 

zwiňkszonej odpornoŜci na uszkodzenia mechaniczne. Kryterium typu transmisji danych 

wizyjnych dzieli kamery na przewodowe oraz bezprzewodowe (kamery IP).  

Na Rys. 2.2 przedstawiono przykğady kamer najczňŜciej stosowanych w systemach IVSS [16]. 

Kamery statyczne oraz tubowe umoŨliwiajŃ obserwacjň stağego obszaru sceny. Kamery PTZ 

zapewniajŃ moŨliwoŜĺ fizycznego obracania siň (Pan), pochylania (Tilt) oraz zoomowania (Zoom) 

obiektywu, pozwalajŃc na dynamicznŃ zmianň kŃta widzenia i zbliŨenia na interesujŃce obiekty. 

Innym przykğadem sŃ kamery EPTZ umoŨliwiajŃce symulowane (programowe) Ăprzesuwanieò i 

ĂzbliŨanieò obrazu, bazujŃc na danych wizyjnych o wysokiej rozdzielczoŜci, bez uŨycia 

fizycznych mechanizm·w kontroli pozycjonowania kadru. Kamery kopuğowe i wieŨyczkowe sŃ 

podobne konstrukcyjnie oraz funkcjonalnie. UmoŨliwiajŃ zdalnŃ regulacjň kŃt·w widzenia oraz 

montaŨ zar·wno w pionie (na Ŝcianie) jak i poziomie (na suficie). Gğ·wnŃ r·ŨnicŃ jest 
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zastosowanie kopuğy, utrudniajŃcej rozpoznanie aktualnego ustawienia obiektywu, 

uniemoŨliwiajŃc potencjalnym przestňpcom oszacowanie tzw. martwych stref monitoringu. 

Niestety, konstrukcja kopuğowa moŨe powodowaĺ odbijanie siň Ŝwiatğa podczerwonego 

emitowanego w warunkach nocnych, zbytnio naŜwietlajŃc obiektyw. Ten problem nie wystňpuje 

w kamerach wieŨyczkowych, gdyŨ ich konstrukcja jest pozbawiona kopuğy. 

W celu realizacji test·w systemu, autor postanowiğ uŨyĺ kamerň wieŨyczkowŃ TP-Link Tapo 

C500 [17]. Wyb·r tej kamery uzasadnia kompromis ceny do jakoŜci pozyskiwanego sygnağu 

wizyjnego zar·wno wewnŃtrz budynku, jak i na zewnŃtrz, a takŨe w trudnych warunkach 

oŜwietleniowych (automatyczny tryb doŜwietlania IR). Kamera umoŨliwia zapis oraz transmisjň 

sygnağu wideo w rozdzielczoŜci FHD przy maksymalnej czňstotliwoŜci klatkowania 15 FPS w 

popularnym formacie MP4. Ponadto, kamera umoŨliwia komunikacjň bezprzewodowŃ Wi-Fi, 

oraz zdalnie sterowany mechanizm obrotu przetwornika, umoŨliwiajŃcy precyzyjne kadrowanie 

obrazu.  

Realizacja test·w w r·Ũnych Ŝrodowiskach docelowych i przy r·Ũnych konfiguracjach 

montaŨu kamery stanowi powaŨny problem, gdyŨ wymaga odpowiedniego przygotowania 

logistycznego i przeprowadzenia prac monterskich, czňsto o charakterze inwazyjnym. Autor 

rozprawy postanowiğ rozwiŃzaĺ ten problem uŨywajŃc mobilnego statywu studyjnego z 

amortyzacjŃ powietrznŃ W809 [18]. Teleskopowy mechanizm rozkğadania statywu umoŨliwia 

pğynnŃ regulacjň wysokoŜci montaŨu kamery w zakresie 1.18ï4.40 m, ponadto lekka i zwarta 

konstrukcja zapewnia ğatwe umiejscowienie i zorientowanie kamery w dowolnej aranŨacji sceny. 

Rys. 2.2 Typy kamer stosowane w systemach IVSS: a) statyczna, b) PTZ (zewnňtrzna), c) PTZ (wewnňtrzna),                

d) tubowa, e) kopuğowa, f) wieŨyczkowa [16] 
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2.3 Kalibracja kamer  

Pomimo zastosowania zaawansowanychĿ technologicznie proces·w wytwarzania urzŃdzeŒ z 

zakresu optyki cyfrowej, niezwykle trudne jest cağkowite wyeliminowanie bğňd·w i 

niedokğadnoŜci produkcyjnych oraz montaŨowych. Powstağe w konsekwencji znieksztağcenia 

wpğywajŃ niekorzystnie na pozyskiwane dane wizyjne. W konwencjonalnych kamerach 2D 

wystňpujŃ trzy gğ·wne rodzaje znieksztağceŒ [5]: radialne, styczne, pryzmatyczne i 

perspektywiczne. Znieksztağcenia radialne [5] sŃ jednym z najczňŜciej wystňpujŃcych rodzaj·w 

znieksztağceŒ kamer. PowodujŃ zakrzywienie obrazu, szczeg·lnie w pobliŨu brzeg·w obrazu 

wskutek nieliniowego ksztağtu soczewek kamery. Znieksztağcenia styczne [5] wynikajŃ z 

niedoskonağoŜci montaŨu soczewek kamery, kt·re powodujŃ, Ũe osie optyczne soczewek nie sŃ 

idealnie prostopadğe do pğaszczyzny obrazu. Znieksztağcenia pryzmatyczne [5] powstajŃ, gdy 

soczewki kamery nie ogniskujŃ r·Ũnych dğugoŜci fal Ŝwiatğa w tym samym punkcie, co powoduje 

wystŃpienie efektu rozszczepienia kolor·w. Nieco innym przykğadem znieksztağceŒ 

geometrycznych (nie zwiŃzanych z konstrukcjŃ kamery) sŃ znieksztağcenia perspektywiczne [5] 

wynikajŃce z wzajemnej orientacji kamery i obserwowanej sceny lub obiektu. Znieksztağcenia te 

mogŃ powodowaĺ nierzeczywiste odwzorowanie przedmiot·w oddalonych od kamery zar·wno 

pod wzglňdem ksztağtu, jak i rozmiaru. Znieksztağcenia perspektywiczne mogŃ r·wnieŨ 

wprowadzaĺ niejednorodnoŜĺ rozkğadu gğňbi ostroŜci w przypadku gdy obserwowana pğaszczyzna 

obiektu lub sceny jest nier·wnolegğa do pğaszczyzny obrazowania, co szczeg·ğowo opisuje reguğa 

Scheimpfluga [5]. Na Rys. 2.3 przedstawiono graficznŃ reprezentacjň r·Ũnych rodzaj·w 

znieksztağceŒ kamery.  

Rys. 2.3 Przykğady znieksztağceŒ kamery: a) wzorzec idealny, b)ïc) znieksztağcenia radialne, d)ïe) znieksztağcenia 

styczne, f) znieksztağcenia pryzmatyczne, g)ïh) znieksztağcenia perspektywiczne [5] 
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Kolorem niebieskim oznaczono wzorce idealne (bez znieksztağceŒ), natomiast kolorem 

czerwonym efekty wpğywu znieksztağceŒ na geometriň wzorca idealnego. Do opisu parametr·w 

znieksztağceŒ stosuje siň nastňpujŃce wsp·ğczynniki [5]: dla znieksztağceŒ radialnych: k1, k2 oraz 

k3, dla znieksztağceŒ stycznych: p1 oraz p2, dla znieksztağceŒ pryzmatycznych: s1, s2, s3 oraz s4 i 

dla znieksztağceŒ perspektywicznych: Űx oraz Űy. 

Kalibracja kamery [5] ma na celu zidentyfikowanie i skorygowanie znieksztağceŒ przy uŨyciu 

dedykowanych metod analitycznych. Proces kalibracji wymaga zestawu obraz·w wzorcowych 

(np. szachownicy), na podstawie kt·rych optymalizowane sŃ parametry modelu kalibracyjnego, 

minimalizujŃc r·Ũnicň miňdzy obserwowanymi a przewidywanymi poğoŨeniami punkt·w na 

obrazie. W celu przeprowadzenia procesu kalibracji kamery w projektowanym systemie IVSS, 

autor postanowiğ uŨyĺ narzňdzi analitycznych zaimplementowanych w bibliotece OpenCV. Proces 

korekty zostanie zrealizowany z uŨyciem dedykowanej funkcji cv::CalibrateCamera().  

2.4 Detekcja i klasyfikacj a obiekt·w 

Detekcja i klasyfikacja obiekt·w peğniŃ kluczowŃ rolň w dziedzinie CV. Detekcja obiekt·w 

[19] to proces umoŨliwiajŃcy okreŜlenie obecnoŜci i lokalizacji obiektu na analizowanym obrazie 

w odniesieniu do wsp·ğrzňdnych macierzy pikseli. Klasyfikacja obiekt·w [19] jest procesem 

nadawania tzw. etykiet, kt·re stanowiŃ o przynaleŨnoŜci obiektu do konkretnych kategorii lub 

klas. Na Rys.2.4 przedstawiono r·Ũne przykğady detekcji i klasyfikacji obiekt·w na obrazie.  

W praktyce, detekcja i klasyfikacja sŃ czňsto ğŃczone w jednŃ operacjň. Przy takim podejŜciu, 

najpierw identyfikuje siň obiekty na obrazie, a nastňpnie przypisuje siň je do odpowiednich 

kategorii lub klas.  

Rys. 2.4 Przykğady detekcji i klasyfikacji obiekt·w na obrazie [19] 
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2.4.1 Adnotacja obiekt·w 

W celu graficznego oznaczenia obiektu, na obrazie uŨywane sŃ r·Ũne typy adnotacji [19]. 

Ramka BB jest jednym z najczňŜciej uŨywanych typ·w adnotacji. Graficzna reprezentacja BB to 

czworokŃtna, ortogonalna ramka, wewnŃtrz kt·rej zawiera siň cağy oznaczany obiekt. Segmentacja 

semantyczna to adnotacja pikselowa, w kt·rej kaŨdy piksel skğadajŃcy siň na obiekt tworzy obszar 

oznaczenia. Linie i splajny to kolejne typy adnotacji, kt·re umoŨliwiajŃ precyzyjne oznaczanie 

struktur ciŃgğych, takich jak kontury, krawňdzie czy granice obiekt·w. 

2.4.2 Detektory obiekt·w w ujňciu historycznym 

Powszechnie przyjmuje siň, Ũe rozw·j technik detekcji i klasyfikacji obiekt·w dzieli siň na 

dwa okresy historyczne [20]: rozw·j technik tradycyjnych (do 2012 r.) i rozw·j technik opartych 

na DL (od 2012 r.). Rozw·j technik detekcji i klasyfikacji obiekt·w w ujňciu historycznym 

przedstawiono na Rys.2.5.  

W zakresie tradycyjnych technik detekcji i klasyfikacji obiekt·w stosowano gğ·wnie metody 

analityczne. Ze wzglňdu na brak skutecznych technik reprezentacji obrazu w tamtym czasie, 

autorzy projektowali wyrafinowane reprezentacje cech, ğŃczŃc je z r·Ũnorodnymi technikami 

optymalizacji. Tradycyjne techniki detekcji i klasyfikacji obiekt·w posiadağy pewne ograniczenia, 

takie jak duŨa liczba generowanych propozycji, z kt·rych wiele byğo zbňdnych, a kt·re czňsto 

dawağy wiele wynik·w fağszywie pozytywnych.  

Rozw·j technik opartych na gğňbokim uczeniu maszynowym zaowocowağ opracowaniem 

konwolucyjnych sztucznych sieci neuronowych (CNN). Architektura CNN umoŨliwiğa realizacjň 

ekstrakcji cech obrazu na poziomie nieosiŃgalnym przy uŨyciu technik tradycyjnych, zwiňkszajŃc 

jednoczeŜnie szybkoŜĺ i skutecznoŜĺ detekcji obiekt·w. W rezultacie, od 2012 r. metody 

wykrywania obiekt·w zaczňğy ewoluowaĺ z niespotykanŃ dotŃd szybkoŜciŃ. W erze metod DL 

wyr·Ũnia siň dwie podgrupy detektor·w [20]: dwustopniowe i jednostopniowe.  

Rys. 2.5 Rozw·j technik detekcji i klasyfikacji obiekt·w w ujňciu historycznym [20] 
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2.4.3 Detektory tradycyjne oparte na technikach analitycznych 

W klasie detektor·w tradycyjnych opartych na technikach analitycznych, moŨna wyr·Ũniĺ 

kilka gğ·wnych rozwiŃzaŒ. Jednym z nich jest detektor VJ [21,22], kt·rego dziağanie polega na 

kaskadowym skanowaniu obrazu przy uŨyciu techniki Ăprzesuwne oknaò (ang. sliding windows). 

Kaskada przesuwnych klasyfikator·w (Ăokienò) bazuje na cechach Haara, reprezentujŃcych 

zmiany intensywnoŜci pikseli. Ponadto, zastosowanie techniki kaskadowego odrzucania 

umoŨliwia szybkŃ eliminacjň obszar·w niezawierajŃcych obiektu.  

Innym przykğadem jest detektor HOG [23]. W pierwszym etapie detektor HOG realizuje 

normalizacjň obrazu wejŜciowego pod kŃtem redukcji wpğywu zmian oŜwietlenia. Nastňpnie, na 

podstawie zmiany intensywnoŜci lub koloru pikseli obliczane sŃ gradienty obrazu, kt·re 

dostarczajŃ informacji o kierunku i sile potencjalnych krawňdzi obiektu. W kolejnym kroku 

realizowane jest gğosowanie na histogramy orientacji gradient·w. Gğosy sŃ waŨone wielkoŜciŃ 

gradientu, co wzmacnia wpğyw pikseli z wyraŦnymi krawňdziami. Histogramy, opracowane w 

procesie gğosowania, sŃ normalizowane i kompilowane do postaci deskryptor·w. Deskryptory sŃ 

nastňpnie uŨywane jako wektory cech w procesie uczenia klasyfikator·w obiekt·w. W detektorze 

HOG czňsto stosowanymi klasyfikatorami sŃ maszyny wektor·w noŜnych (SVM).  

Detektor DPM [24] bazuje na piramidzie cech HOG. Na wyŨszych poziomach piramidy 

reprezentowane sŃ bardziej og·lne cechy, podczas gdy na niŨszych reprezentowane sŃ cechy o 

wyŨszej rozdzielczoŜci. Detektor DPM skğada siň z filtru gğ·wnego (ang. root filter) obejmujŃcego 

cağy obiekt oraz dodatkowych filtr·w czňŜci, kt·re reprezentujŃ mniejsze czňŜci obiektu. 

Zastosowany model deformacji pozwala na elastyczne dopasowanie filtru gğ·wnego i filtr·w 

czňŜci, uwzglňdniajŃc moŨliwe odksztağcenia obiekt·w. Detektor DPM stosuje podejŜcie 

kaskadowego skanowania obrazu przy uŨyciu techniki Ăprzesuwne oknaò, gdzie kaŨde okno 

analizuje obraz pod kŃtem obecnoŜci obiektu. Wynik detekcji dla kaŨdego okna jest sumŃ wyniku 

filtru gğ·wnego i maksymalnych wynik·w filtr·w czňŜci, pomniejszonych o koszty deformacji. 

Trening detektora DPM realizowany jest przy uŨyciu zmodyfikowanego modelu maszyny 

wektor·w noŜnych (SVM), w kt·rym lokalizacje czňŜci obiekt·w sŃ traktowane jako ukryte 

zmienne. W procesie treningowym dopasowywanie moŨliwych lokalizacji czňŜci realizowane jest 

w spos·b iteracyjny.  

2.4.4 Detektory dwustopniowe oparte na DL 

Detekcja i klasyfikacja obiekt·w na obrazie przy uŨyciu dwustopniowych detektor·w 

opartych na DL, realizowana jest dwuetapowo [20]. Pierwszy etap odpowiada za generowanie 

propozycji obszar·w obrazu zawierajŃcych potencjalne obiekty. Drugi polega na dokğadnej 

lokalizacji oraz klasyfikacji obiekt·w w wygenerowanych obszarach. Detektory te z reguğy 

zapewniajŃ osiŃgniňcie lepszej dokğadnoŜci, ale ze uwagi na koniecznoŜĺ realizacji dw·ch etap·w, 
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cechujŃ siň mniejszŃ prňdkoŜciŃ wnioskowania w por·wnaniu z detektorami jednostopniowymi. 

W klasie detektor·w dwustopniowych wyr·Ũnia siň kilka gğ·wnych rozwiŃzaŒ. 

RCNN [25] to pionierski, dwustopniowy detektor obiekt·w. W pierwszym etapie detektor 

RCNN analizuje obraz w poszukiwaniu propozycji obszar·w mogŃcych zawieraĺ obiekty. W tym 

celu korzysta z zewnňtrznych metod generowania propozycji obszar·w zainteresowania (np. 

metody Selective Search). W drugim etapie wyodrňbnione obszary stanowiŃ wejŜcie sieci 

konwolucyjnej, realizujŃcej ekstrakcjň cech oraz klasyfikacjň obiektu. Pomimo osiŃganej 

dokğadnoŜci, RCNN charakteryzuje siň niskŃ wydajnoŜciŃ wynikajŃcŃ z koniecznoŜci 

wielokrotnego przetwarzania kaŨdego obszaru zainteresowania przez sieĺ konwolucyjnŃ. Problem 

ten rozwiŃzano w detektorze Fast RCNN [26]. Zaimplementowanie warstwy ROI Pooling 

umoŨliwiğo wydajne przetwarzanie wielu obszar·w zainteresowania w jednym przebiegu sieci 

konwolucyjnej. Detektor Faster RCNN [27] wprowadza kolejne usprawnienie, kt·re eliminuje 

koniecznoŜĺ stosowania zewnňtrznych metod generowania propozycji obszar·w zainteresowania. 

Cel ten osiŃgniňto poprzez integracjň sieci RPN bezpoŜrednio w strukturze modelu RCNN.  

Innym przykğadem dwustopniowego detektora obiekt·w jest SPPNET [28]. Gğ·wnŃ 

innowacjŃ tego detektora jest implementacja warstwy SPP w tradycyjnej architekturze CNN. 

Warstwa SPP umieszczona jest bezpoŜrednio po ostatniej warstwie konwolucyjnej umoŨliwiajŃc 

generowanie wektor·w cech o stağej dğugoŜci. Ta modyfikacja pozwala osiŃgnŃĺ wysokŃ 

dokğadnoŜĺ detekcji obiekt·w niezaleŨnie od rozmiaru i skali analizowanego obrazu. 

Detektor FPN [29] wprowadza piramidalnŃ hierarchiň warstw cech, kt·ra generowana jest w 

dwuetapowym procesie. Etap pierwszy, tzw. ĂBottom-Up Pathwayò, to standardowa ŜcieŨka 

obliczeniowa sieci konwolucyjnej, kt·ra generuje piramidalnŃ hierarchiň warstw. KaŨda kolejna 

warstwa piramidy wyznacza mapy cech o mniejszej rozdzielczoŜci, ale z wyŨszym poziomem 

reprezentacji semantycznej. Drugi etap tzw. ĂTop-Down Pathway & Lateral Connectionsò, to 

proces przekazywania informacji zar·wno w g·rň, jak i w d·ğ w hierarchii cech, realizowany przy 

pomocy poğŃczeŒ bocznych. Dziňki temu, cechy z wyŨszych poziom·w piramidy (o silnej 

reprezentacji semantycznej, lecz niskiej rozdzielczoŜci) sŃ wzbogacane mapami cech z dolnych 

warstw piramidy (o wyŨszej rozdzielczoŜci, lecz sğabszej reprezentacji semantycznej). UmoŨliwia 

to osiŃgniňcie wysokiej dokğadnoŜci detekcji obiekt·w, niezaleŨnie od ich rozmiaru na obrazie. 

2.4.5 Detektory jednostopniowe oparte na DL 

Detektory jednostopniowe oparte na DL [20] umoŨliwiajŃ realizacjň zadaŒ detekcji i 

klasyfikacji obiekt·w na obrazie w procesie jednoetapowym. Detektory te sŃ najczňŜciej 

stosowane w aplikacjach wymagajŃcych przetwarzania w czasie rzeczywistym, poniewaŨ dziňki 

uproszczonej architekturze zapewniajŃ poŨŃdany wynik znacznie szybciej niŨ detektory 
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dwustopniowe. WŜr·d klasy detektor·w jednostopniowych moŨna wyr·Ũniĺ kilka gğ·wnych 

rozwiŃzaŒ.  

YOLO jest detektorem jednostopniowym, sğuŨŃcym do lokalizacji i klasyfikacji obiekt·w 

wielu kategorii w jednym przejŜciu danych przez sieĺ neuronowŃ. Aktualnie istnieje osiem 

oficjalnych wersji YOLO [30ï37] oraz kilka wersji bazujŃcych na oryginağach takich jak              

PP-YOLO, YOLOR czy YOLO-NAS [38]. Rozw·j detektor·w YOLO w ujňciu historycznym 

przedstawiono na Rys.2.6.  

Og·lna zasada dziağania detektora YOLO sprowadza siň do podziağu obrazu na siatkň 

kom·rek. W kaŨdej kom·rce wyznaczane jest prawdopodobieŒstwo wystŃpienia obiekt·w, 

okreŜlenie ich przynaleŨnoŜci do okreŜlonej kategorii oraz adnotacje (wsp·ğrzňdne BB). W kaŨdej 

wersji YOLO, autorzy wprowadzali kolejne usprawnienia, majŃce na celu przede wszystkim 

optymalizacjň szybkoŜci przetwarzania danych, jak r·wnieŨ zwiňkszenie dokğadnoŜci 

rozpoznawania obiekt·w o r·Ũnych skalach [38ï40]. Modele pierwszych czterech wersji oparte 

sŃ na architekturze DARKNET [41] zaimplementowanej w jňzyku C++, natomiast kolejne bazujŃ 

na tğumaczeniu frameworka DARKNET do frameworka PyTorch celem implementacji w jňzyku 

Python. Wersja YOLO v4 [33] stanowi istotne odniesienie w niniejszej rozprawie, poniewaŨ w 

chwili rozpoczňcia prac przez autora, byğa to najnowsza wersja tej biblioteki, zaimplementowana 

w jňzyku programowania C++. W czwartej wersji detektora YOLO wprowadzono szereg 

innowacji, w tym zastosowanie technik CSP, MDA oraz SAT. CSP to technika projektowania 

sieci, kt·ra ma na celu zmniejszenie obciŃŨenia obliczeniowego modelu poprzez rozdzielenie 

warstw sieci na dwie czňŜci. KaŨda czňŜĺ przetwarza dane oddzielnie, a ich wyniki sŃ ğŃczone na 

koŒcu. MDA to technika augmentacji danych, polegajŃca na ğŃczeniu czterech r·Ũnych obraz·w 

treningowych w jednŃ mozaikň. Dziňki temu, trening modelu moŨe zostaĺ zrealizowany dla wielu 

obiekt·w wystňpujŃcych w r·Ũnych kontekstach i skalach. SAT to kolejna technika augmentacji 

danych, polegajŃca na tworzeniu nowych przykğad·w uczŃcych poprzez wprowadzanie pewnych 

modyfikacji w oryginalnych obrazach treningowych. Ma to na celu osiŃgniňcie wysokiej 

Rys. 2.6 Rozw·j detektor·w YOLO w ujňciu historycznym [38] 
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dokğadnoŜci predykcji modelu, testowanego na danych, kt·re nie byğy uŨywane podczas procesu 

uczenia.  

SSD [42] to kolejny detektor jednostopniowy, opracowany do detekcji wielu kategorii 

obiekt·w. Architekturň SSD moŨna podzieliĺ na dwie gğ·wne czňŜci: model bazowy i model 

warstw konwolucyjnych. PierwszŃ czňŜĺ stanowi wstňpnie wytrenowana sieĺ klasyfikacyjna, 

kt·ra dziağa jako ekstraktor map cech. Sieĺ ta pozbawiona jest ostatniego fragmentu 

odpowiadajŃcego za klasyfikacjň i w to miejsce zaimplementowano drugŃ czňŜĺ ï warstwy cech 

modelu konwolucyjnego. Warstwy te umoŨliwiajŃ detekcjň obiekt·w o r·Ũnych skalach. Ponadto, 

w architekturze SSD zastosowano model tğumienia niejednoznacznych detekcji NMS, kt·ry 

eliminuje redundantne wykrycia obiekt·w, pozostawiajŃc jedynie najbardziej prawdopodobne 

wyniki. W celu oznaczania wykrytych obiekt·w na obrazie uŨywana jest adnotacja typu BB. 

W detektorze Retina-Net [43] autorzy wprowadzajŃ nowy typ funkcji strat o nazwie Ăfocal 

lossò, kt·rej gğ·wnym celem jest dŃŨenie do rozwiŃzania problemu nier·wnowagi iloŜciowej 

przykğad·w uczŃcych pomiňdzy r·Ũnymi klasami obiekt·w. Zastosowanie funkcji Ăfocal lossò 

umoŨliwia zmniejszenie wartoŜci wag dla klas stanowiŃcych znacznŃ wiňkszoŜĺ zbioru danych i 

zwiňkszenie dla klas stanowiŃcych mniejszoŜĺ. Architektura detektora Retina-Net skğada siň z 

czterech gğ·wnych czňŜci: sieci ResNet, sieci FPN, podsieci klasyfikacyjnej i podsieci regresyjnej. 

Sieĺ ResNet [44] stanowi wejŜcie architektury Retina-Net i sğuŨy do obliczania map cech obraz·w 

o r·Ũnych rozmiarach. Mapy cech trafiajŃ nastňpnie do sieci FPN [29], kt·ra generuje 

wieloskalowŃ, konwolucyjnŃ piramidň cech. Podsieĺ klasyfikacyjna okreŜla prawdopodobieŒstwo 

przynaleŨnoŜci wykrytych AB do moŨliwych kategorii obiekt·w. Podsieĺ regresyjna realizuje 

obliczenia zwiŃzane z przeksztağceniem wynikowych AB do adnotacji typu BB dla kaŨdego 

wykrytego obiektu na obrazie.  

Detektor CornerNet [45] wprowadza nowe jednostopniowe podejŜcie do detekcji obiekt·w, 

kt·re, w przeciwieŒstwie do poprzednich rozwiŃzaŒ tego typu, eliminuje koniecznoŜĺ uŨywania 

AB. Detektor CornerNet analizuje obraz przy uŨyciu pojedynczej sieci konwolucyjnej, generujŃcej 

mapň ciepğa (ang. heatmaps). WartoŜci szczytowe mapy ciepğa reprezentujŃ predykcje lokalizacji 

punkt·w charakterystycznych ï lewych g·rnych i prawych dolnych naroŨnik·w obiekt·w tej 

samej klasy. Wsp·ğrzňdne naroŨnik·w sŃ nastňpnie grupowane, celem przypisania ich do 

pojedynczego obiektu i okreŜlenia wynikowej adnotacji BB. W architekturze CornerNet autorzy 

wprowadzajŃ nowy rodzaj warstwy poolingowej typu Ăcorner poolingò, kt·ra wspomaga dziağanie 

sieci konwolucyjnej w celu dokğadnego lokalizowania naroŨnik·w BB. 

Detektor CenterNet [46], podobnie jak CornerNet, odchodzi od koncepcji stosowania 

tradycyjnych metod detekcji opartych na wyznaczaniu AB. Koncepcja CenterNet odnosi siň do 

reprezentacji obiekt·w przy uŨyciu punktu Ŝrodka ciňŨkoŜci BB. Detekcja obiekt·w sprowadza 

siň wiňc do standardowego problemu estymacji punkt·w charakterystycznych. Obraz wejŜciowy 
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przesyğany jest do konwolucyjnej sieci neuronowej, generujŃcej mapň ciepğa. WartoŜci szczytowe 

generowanej mapy ciepğa reprezentujŃ predykcje lokalizacji punkt·w, kt·re stanowiŃ Ŝrodki 

ciňŨkoŜci obiekt·w. Cechy obrazu zorientowane wok·ğ wartoŜci szczytowych mapy, umoŨliwiajŃ 

predykcjň wysokoŜci i szerokoŜĺ wynikowych adnotacji BB.  

DETR [47] to kolejny detektor jednostopniowy, w kt·rym proces przetwarzania danych 

obejmuje kilka etap·w. W pierwszej kolejnoŜci realizowany jest proces przetworzenia obrazu 

wejŜciowego za pomocŃ CNN, tworzŃc mapň cech o niŨszej rozdzielczoŜci. Nastňpnie mapa cech 

jest przekazywana do modelu transformatora, kt·ry skğada siň z enkodera i dekodera. Enkoder 

analizuje i koduje cechy obrazu, tworzŃc kontekst uwzglňdniajŃcy zaleŨnoŜci miňdzy cechami. 

Dekoder z kolei przetwarza zakodowany kontekst cech w celu predykcji obiekt·w na obrazie. 

Ostateczna detekcja obiekt·w realizowana jest za pomocŃ prostego modelu sieci FFN, kt·ra 

przetwarza wyniki z dekodera, generuje etykiety klasyfikujŃce oraz wyznacza adnotacje BB 

obiekt·w. 

2.4.6 Bazy danych uczŃcych 

Baza danych uczŃcych [19,20] jest kluczowym elementem procesu uczenia maszynowego. 

Zawiera reprezentatywne pr·bki przykğad·w umoŨliwiajŃce trenowanie algorytm·w ML, 

przeznaczonych do rozpoznawania wzorc·w, podejmowania decyzji oraz predykcji bez 

koniecznoŜci jawnego programowania. W klasycznym procesie uczenia maszynowego baza 

danych jest zwykle dzielona na trzy gğ·wne zbiory: uczŃcy (treningowy), walidacyjny oraz 

testowy. Zbi·r uczŃcy umoŨliwia dostosowywanie parametr·w modelu w celu osiŃgniňcia jak 

najlepszej wydajnoŜci w procesie uczenia. Zbi·r walidacyjny sğuŨy do dostrajania 

hiperparametr·w modelu oraz oceny, jak dobrze dziağa na danych, kt·re nie byğy uŨywane podczas 

procesu trenowania. Zbi·r testowy jest uŨywany do oceny modelu po zakoŒczeniu procesu 

trenowania i dostrajania. Aby zapewniĺ obiektywnŃ ocenň modelu, zbi·r testowy powinien byĺ 

cağkowicie niezaleŨny od danych treningowych i walidacyjnych.  

EfektywnoŜĺ wytrenowanego modelu jest ŜciŜle zwiŃzana z jakoŜciŃ, dokğadnoŜciŃ, objňtoŜciŃ 

i zr·Ũnicowaniem pr·bek skğadajŃcych siň na bazň danych. Tworzenie wğasnej bazy danych jest 

procesem wymagajŃcym duŨego nakğadu pracy, szczeg·lnie jeŜli baza ma zostaĺ uŨyta w uczeniu 

nadzorowanym. W tym rodzaju uczenia maszynowego konieczne jest dostarczenie stosownych 

adnotacji dla kaŨdej pr·bki, co sprawia, Ũe opracowywanie wğasnych baz danych jest zasadne 

gğ·wnie w przypadkach specyficznych zastosowaŒ. Alternatywň mogŃ stanowiĺ gotowe, 

powszechnie dostňpne zbiory bazy danych, dedykowane do cel·w detekcji i klasyfikacji obiekt·w 

na obrazach. Do popularnych zbior·w tego typu naleŨŃ: PASCAL VOC, ImageNet, MS-COCO, 

Open Images, YouTube-8M, RoboFlow oraz Kaggle. 
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PASCAL VOC [19] w latach 2005ï2012 byğ popularnym zbiorem danych w dziedzinie CV. 

Co roku tworzone byğy r·Ũne wersje zbior·w, kt·rych obrazy pochodziğy z istniejŃcych ·wczeŜnie 

baz danych oraz z serwisu Flickr. PASCAL VOC, jako og·lnodostňpny zbi·r danych, byğ uŨywany 

do organizowania tzw. ĂwyzwaŒò, kt·re umoŨliwiağy rozwijanie oraz dokğadne por·wnywanie 

efektywnoŜci modeli dedykowanych do detekcji obiekt·w, klasyfikacji i segmentacji obraz·w. 

ImageNet [19,48] to jedna z najpopularniejszych baz danych uczŃcych z dziedziny CV. 

ILSVRC to konkurs z dziedziny przetwarzania obraz·w, kt·ry odbywağ siň co roku w latach  

2010ï2017. ILSVRC obejmowağ publicznie dostňpne zbiory danych ImageNet przeznaczone do 

realizacji ĂwyzwaŒò zwiŃzanych z ocenŃ efektywnoŜci algorytm·w detekcji, klasyfikacji i 

segmentacji. W obecnej formie baza danych ImageNet skğada siň z ponad 14 mln. obraz·w i ponad 

20 tys. kategorii obiekt·w.  

MS-COCO [19,49] to kolejna popularna baza danych, obecnie skğadajŃca siň z 328 tys. 

obraz·w, na kt·rych oznaczono 2.5 mln. obiekt·w. Obiekty te zawierajŃ siň w zbiorze 91 kategorii, 

z czego okoğo 80 z nich ma wiňcej niŨ 5 tys. oznaczeŒ na obrazach. MS-COCO zawiera r·Ũne 

sceny z codziennego Ũycia, wraz z dokğadnymi adnotacjami odnoszŃcymi siň do detekcji, 

segmentacji i klasyfikacji obiekt·w. Konkursy oparte na zbiorze danych MS-COCO odbywajŃ siň 

co roku od 2015 roku. W przeciwieŒstwie do powyŨszych baz danych, MS-COCO zawiera 

mniejszŃ liczbň klas obiekt·w, ale wiňksze ich zagňszczenie na obrazach. Dziňki temu modele 

trenowane przy uŨyciu MS-COCO wykazujŃ lepszŃ zdolnoŜĺ detekcji obiekt·w najczňŜciej 

spotykanych w Ŝrodowisku rzeczywistym. 

Open Images [19,50] to baza danych zawierajŃca aktualnie 9.2 mln. obraz·w z jednolitymi 

adnotacjami umoŨliwiajŃcymi miňdzy innymi klasyfikacjň obraz·w, detekcjň obiekt·w oraz 

rozpoznawanie relacji wizualnych. Obrazy zostağy zaczerpniňte z serwisu Flickr i posiadajŃ 

licencjň Creative Commons Attribution, co pozwala na ich przetwarzanie i udostňpnianie. Obrazy 

czňsto przedstawiajŃ skomplikowane sceny z wieloma obiektami (Ŝrednio 8 oznaczonych 

obiekt·w na jednym obrazie). Open Images oferuje ogromny zbi·r danych pod wieloma 

wzglňdami: 30.1 mln etykiet dla 19800 kategorii klasyfikacji obraz·w, 15.4 mln. BB dla 600 klas 

obiekt·w oraz 375 tys. adnotacji dotyczŃcych relacji wizualnych obejmujŃcych 57 klas.  

YouTube-8M [51] to baza danych opracowana przez zesp·ğ badawczy Google. Baza zawiera 

ponad 8 mln. film·w o ğŃcznej dğugoŜci ok. 500 tys. godzin, kt·re zostağy pobrane z popularnej 

platformy YouTube. Na podstawie Ŝredniej dğugoŜci film·w szacuje siň, Ũe baza zawiera ok. 1.9 

mld. ujňĺ poklatkowych, na kt·rych oznaczono 4800 klas obiekt·w. Baza zawiera filmy o r·Ũnych 

dğugoŜciach, z r·Ũnymi rodzajami treŜci i w r·Ũnych jňzykach. Dziňki temu YouTube-8M jest 

chňtnie uŨywana do realizacji zadaŒ zwiŃzanych z klasyfikacjŃ wideo, rozpoznawaniem obiekt·w, 

generowaniem podtytuğ·w i rekomendacji wideo oraz wiele innych. 
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RoboFlow [52] oraz Kaggle [53] to platformy internetowe udostňpniajŃce cenne narzňdzia dla 

naukowc·w i deweloper·w pracujŃcych nad rozwiŃzaniami w r·Ũnych obszarach badawczych, 

takŨe CV. Obie platformy koncentrujŃ siň na przyspieszaniu i upraszczaniu proces·w zwiŃzanych 

z uczeniem maszynowym, jednak Kaggle charakteryzuje szerszy obszar zastosowaŒ (analiza 

danych, uczenie maszynowe w r·Ũnych dziedzinach), podczas gdy Roboflow specjalizuje siň 

gğ·wnie w dziedzinie CV. Dziňki aktywnej spoğecznoŜci uŨytkownik·w platformy oferujŃ takŨe 

og·lnodostňpne zbiory baz danych, wŜr·d kt·rych moŨna wyr·Ũniĺ rzadko wystňpujŃce klasy 

obiekt·w takie jak ĂogieŒò czy Ătablice rejestracyjneò. 

2.4.7 Podsumowanie 

 Na podstawie przeprowadzonej analizy moŨna wyr·Ũniĺ dwie grupy detektor·w: tradycyjne 

analityczne oraz detektory DL. Wyb·r wğaŜciwej grupy detektor·w, speğniajŃcej zağoŨenia 

projektowanego systemu IVSS, zostağ poprzedzony analizŃ zaleŨnoŜci dokğadnoŜci i skali dla 

technik opartych na uczeniu maszynowym i klasycznych technik analitycznych, kt·rej wykres 

przedstawiono na Rys. 2.7.  

Analiza tego wykresu wskazuje przewagň klasycznych technik analitycznych w aspekcie 

dokğadnoŜci tylko przy implementacjach realizujŃcych przetwarzanie niewielkiej liczby danych. 

Sytuacja zmienia siň wraz ze wzrostem rozmiaru danych i w·wczas techniki oparte na ML 

wykazujŃ znacznie wiňkszŃ dokğadnoŜĺ. Kolejnym czynnikiem decyzyjnym jest ğatwoŜĺ 

implementacji. Detektory tradycyjne oparte na technikach analitycznych wymagajŃ rňcznego 

opracowywania skomplikowanych zestaw·w reguğ dotyczŃcych ekstrakcji cech. Taka 

koniecznoŜĺ nie wystňpuje w przypadku ML. Co wiňcej wiňkszoŜĺ omawianych detektor·w 

opartych na DL jest dostňpna w formie juŨ wytrenowanych modeli, gotowych do implementacji 

programowej [3]. BiorŃc pod uwagň powyŨsze czynniki, detekcja i klasyfikacja obiekt·w w 

ramach niniejszych badaŒ zostanie zrealizowana przy uŨyciu technik DL. 

Rys. 2.7 Wykres zaleŨnoŜci dokğadnoŜci i skali modelu dla technik opartych na uczeniu maszynowym i klasycznych 

technik analitycznych [3] 
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Techniki DL dzielŃ siň na detektory dwustopniowe oraz jednostopniowe, przy czym istotnŃ 

r·ŨnicŃ jest stosunek szybkoŜci przetwarzania danych do uzyskiwanej dokğadnoŜci detekcji i 

klasyfikacji [20]. Detektory dwustopniowe wykazujŃ lepszŃ dokğadnoŜĺ kosztem szybkoŜci, co 

zwiŃzane jest ze zğoŨonoŜciŃ ich architektury. Detektory jednostopniowe cechuje nieco mniejsza 

dokğadnoŜĺ, ale wiňksza szybkoŜĺ przetwarzania danych. Z uwagi na fakt, iŨ jednym z gğ·wnych 

zağoŨeŒ koncepcyjnych przedmiotowej rozprawy jest osiŃgniňcie przetwarzania duŨej liczby 

danych w czasie rzeczywistym, autor rozprawy zdecydowağ o wyborze podgrupy detektor·w 

jednostopniowych. 

Istnieje wiele rozwiŃzaŒ z zakresu jednostopniowych detektor·w DL. W Tab. 2.2 

umieszczono opracowane przez autora por·wnanie wybranych detektor·w ze wzglňdu na ich 

przydatnoŜĺ w projektowanym IVSS.  

Tab. 2.2 Por·wnanie wybranych detektor·w jednostopniowych opartych na DL 

M ï testy przeprowadzone z uŨyciem architektury Nvidia Maxwell 
P ï testy przeprowadzone z uŨyciem architektury Nvidia Pascal 
V ï testy przeprowadzone z uŨyciem architektury Nvidia Volta 

Por·wnanie zostağo opracowane na podstawie trzech kryteri·w: szybkoŜci przetwarzania 

obraz·w, Ŝredniej precyzji modelu oraz jňzyka implementacji. Dane reprezentujŃce dwa pierwsze 

kryteria zostağy przedstawione w odniesieniu do test·w przeprowadzonych na popularnym zbiorze 

danych MS-COCO [49]. W aktualnej literaturze nie znaleziono oficjalnych por·wnaŒ szybkoŜci 

dziağania wybranych detektor·w przeprowadzonych przy uŨyciu jednej konfiguracji sprzňtowej. 

Aby zapewniĺ wiarygodne por·wnanie analizowanych detektor·w, wartoŜci szybkoŜci 

przetwarzania detektor·w YOLO v4, SSD, Retina-Net oraz CornerNet zaczerpniňto z pracy [33], 

gdzie pomiary realizowane zostağy przy uŨyciu stanowiska badawczego wyposaŨonego w 

procesory graficzne Nvidia Maxwell, natomiast dane dotyczŃce szybkoŜci przetwarzania 

CenterNet pochodzŃ z pracy [46], gdzie zastosowano architekturň Nvidia Pascal, a wartoŜĺ 

wskaŦnika szybkoŜci dziağania detektora DETR pochodzi z pracy [47], gdzie zastosowano 

architekturň Nvidia Volta. Por·wnanie wskaŦnik·w szybkoŜci przetwarzania danych 

poszczeg·lnych detektor·w wskazuje na przewagň detektora YOLO v4, pomimo uŨycia 

najstarszej (w tym por·wnaniu) architektury GPU (Nvidia Maxwell). WartoŜĺ AP detektora 

YOLO v4 jest r·wnieŨ wysoka, tracŃc niecağe dwa punkty procentowe do najdokğadniejszego (w 

Detektor SzybkoŜĺ przetwarzania [FPS] AP [%] Jňzyk programowania 

YOLO  v4 23M 43.5 C++ 

SSD 22M 28.8 Python 

Retina-Net 5M 38 Python 

CornerNet 4M 40.5 Python 

CenterNet 8P 45.1 Python 

DETR 10V 44.9 Python 
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tym por·wnaniu) detektora CenterNet. Ostatnim kluczowym aspektem analizy por·wnawczej jest 

moŨliwoŜĺ implementacji modelu detektora w wybranym jňzyku programowania C++. W tym 

aspekcie tylko YOLO v4 zapewnia takŃ moŨliwoŜĺ.  

Na podstawie przyjňtych kryteri·w por·wnawczych oraz wynik·w przeprowadzonej analizy, 

do realizacji zadaŒ detekcji i klasyfikacji obiekt·w w projektowanym systemie IVSS autor 

postanowiğ wybraĺ detektor YOLO v4. 

2.5 Techniki optycznego rozpoznawania znak·w alfanumerycznych 

Techniki optycznego rozpoznawania znak·w alfanumerycznych (OCR) [54] od niespeğna stu 

lat stanowiŃ jeden z kluczowych aspekt·w badaŒ prowadzonych w obszarze CV. Proces OCR 

obejmuje dwa podstawowe elementy: lokalizacjň obszar·w wystňpowania tekstu na obrazie i 

translacjň graficznych znak·w alfanumerycznych do interpretowalnej postaci cyfrowej. Szerokie 

spektrum zastosowaŒ technik OCR wskazuje na zadania zwiŃzane z cyfryzacjŃ pisma odrňcznego, 

interpretacjŃ dokument·w drukowanych, automatycznym tğumaczeniem tekst·w graficznych, 

rozpoznawaniem numer·w tablic rejestracyjnych, jak r·wnieŨ zastosowaniem w aplikacjach 

wspierajŃcych osoby niewidome i sğabowidzŃce.  

2.5.1 Techniki ANPR 

Automatyczne rozpoznawanie numer·w tablic rejestracyjnych (ANPR) [55,56] to jedno z 

gğ·wnych zastosowaŒ OCR w obszarze inteligentnych system·w nadzoru wideo. Implementacja 

techniki ANPR umoŨliwia m.in. identyfikacjň wğaŜcicieli pojazd·w, nadz·r nad wjazdem do stref 

zastrzeŨonych, obliczanie zajňtoŜci miejsc parkingowych oraz wyznaczanie czasu parkowania (np. 

w systemach automatycznych parkometr·w). Na Rys.2.8 przedstawiono przykğadowy rezultat 

analizy obrazu technikŃ ANPR. 

JednŃ z najbardziej efektywnych metod realizacji ANPR jest wykorzystanie zjawiska 

retrorefleksji Ŝwiatğa podczerwonego od powierzchni tablic rejestracyjnych [56]. Tablice 

rejestracyjne sŃ czňsto pokryte specjalnymi materiağami retrorefleksyjnymi, zawierajŃcymi 

mikropryzmaty, kt·re umoŨliwiajŃ odbicie wiŃzki Ŝwiatğa podczerwonego do jego Ŧr·dğa z bardzo 

Rys. 2.8 Rezultat analizy obrazu technikŃ ANPR [56] 
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mağym rozproszeniem. Zjawisko to pozwala na wyraŦne odczytanie numer·w rejestracyjnych 

pojazd·w nawet w trudnych warunkach oŜwietleniowych, takich jak noc. PoniewaŨ jednak 

projektowany system IVSS bňdzie gğ·wnie przeznaczony do pracy z kamerami rejestrujŃcymi 

barwy w spektrum Ŝwiatğa widzialnego, zastosowanie zjawiska retrorefleksji nie bňdzie 

szczeg·ğowiej omawiane. 

W literaturze moŨna spotkaĺ dwa najczňŜciej stosowane rodzaje implementacji technik 

ANPR: manualnie trenowane modele ML [55,56] lub gotowe silniki OCR [57]. R·Ũnice miňdzy 

nimi dotyczŃ przede wszystkim elastycznoŜci i skomplikowania implementacji.  

Implementacja manualnie trenowanych modeli ML [55,56] polega na indywidualnym 

tworzeniu i trenowaniu modeli przeznaczonych do realizacji detekcji tablic rejestracyjnych, a 

nastňpnie procesu OCR, przy uŨyciu zaawansowanych technik uczenia maszynowego (gğ·wnie 

architektur sieci CNN, RNN oraz LSTM). Pozwala to na bardziej szczeg·ğowŃ kontrolň procesu 

rozpoznawania i dostosowanie modelu do specyficznych wymagaŒ, natomiast jest bardziej 

czasochğonne oraz wymaga zaawansowanej wiedzy eksperckiej i dostňpu do dedykowanych 

zbior·w danych uczŃcych.  

Gotowe silniki OCR [57] to w peğni funkcjonalne algorytmy rozwijane przez lata i wspierane 

przez rozlegğe spoğecznoŜci programist·w i uŨytkownik·w. Implementacja silnik·w OCR 

umoŨliwia osiŃgniňcie wysokiej dokğadnoŜci rozpoznawania, a takŨe elastycznoŜĺ oraz ğatwoŜĺ 

integracji w r·Ũnego rodzaju projektach. Dziňki szerokiemu zakresowi obsğugiwanych alfabet·w, 

jňzyk·w i zaawansowanym algorytmom przetwarzania obrazu, gotowe silniki OCR skutecznie 

realizujŃ wymagajŃce scenariusze rozpoznawania tekstu. Gğ·wnŃ wadŃ implementacji silnik·w 

OCR w zadaniach ANPR jest koniecznoŜĺ uŨycia zewnňtrznych metod detekcji obszar·w 

wystňpowania tablic rejestracyjnych.  

Z uwagi na ğatwoŜĺ implementacji, wsparcie szerokiej spoğecznoŜci uŨytkownik·w oraz 

moŨliwŃ do osiŃgniňcia dokğadnoŜĺ, autor postanowiğ zrealizowaĺ zadanie ANPR uŨywajŃc 

implementacji gotowych silnik·w OCR. 

2.5.2 Silniki OCR 

Analiza literatury [57ï60] wskazuje dwa najczňŜciej cytowane silniki OCR, udostňpniane 

przez autor·w w trybie otwartej licencji: Tesseract OCR oraz Easy OCR. 

Silnik Tesseract [61] to rozbudowane narzňdzie OCR udostňpniane w trybie otwartej licencji 

Apache 2.0. Silnik ten umoŨliwia rozpoznawanie tekstu w ponad stu r·Ũnych jňzykach (w tym 

polski) zapisanych przy pomocy 35 r·Ũnych alfabet·w (w tym ğaciŒski, arabski oraz chiŒski). 

Tesseract OCR jest przeznaczony do pracy na platformach systemowych Linux, Windows oraz 

Mac OS, umoŨliwiajŃc rozpoznawanie tekst·w z obraz·w przy uŨyciu wiersza poleceŒ. 

Dodatkowo autorzy udostňpniajŃ dedykowane API, umoŨliwiajŃce implementacjň programowŃ 
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silnika w aplikacjach C, C++ oraz Python. Autorzy wprowadzajŃ 14 metod segmentacji strony 

(PSM), kt·re umoŨliwiajŃ dostosowanie procesu detekcji do r·Ũnych typ·w geometrii, orientacji 

oraz zagňszczenia tekstu na obrazie. 

Silnik Easy OCR [62] to narzňdzie OCR, kt·re podobnie jak Tesseract OCR udostňpniane jest 

w trybie otwartej licencji Apache 2.0. Silnik ten umoŨliwia rozpoznawanie tekstu w ponad 

osiemdziesiňciu r·Ũnych jňzykach (w tym polski) zapisanych przy pomocy r·Ũnych alfabet·w (w 

tym ğaciŒski, arabski oraz chiŒski). Easy OCR przeznaczony jest do pracy w aplikacjach Python.  

Na podstawie przeprowadzonej analizy, autor rozprawy postanawia wybraĺ silnik Tesseract 

OCR do celu realizacji zadaŒ zwiŃzanych z ANPR. Uzasadnienie tego wyboru motywowane jest 

gğownie wysokŃ skutecznoŜciŃ opisywanŃ w pracach przeglŃdowych [57ï60], moŨliwoŜciŃ 

implementacji silnika w wybranym jňzyku C++, dostňpnoŜciŃ bogatej funkcjonalnoŜci oraz 

ciŃgğym rozwojem technologii przez tw·rc·w i szerokie grono uŨytkownik·w.  

2.5.3 Podsumowanie 

Proces realizacji zadania ANPR w projektowanym systemie IVSS bňdzie obejmowağ trzy 

kluczowe etapy: detekcja tablic rejestracyjnych, ekstrakcja grafiki tekstu z obrazu oraz 

rozpoznanie tekstu przy uŨyciu silnika OCR.  

Pierwszy etap dotyczy precyzyjnej lokalizacji tablic rejestracyjnych na obrazie. W tym celu 

autor uŨyje oryginalnego modelu YOLO v4 umoŨliwiajŃcego detekcjň obiekt·w klasy Ăsamoch·d 

osobowyò, Ăsamoch·d ciňŨarowyò oraz Ăautobusò, kt·re bňdŃ wsp·lnie traktowane jako jedna 

klasa obiektu Ăpojazdò. Nastňpnie, dodatkowy, specjalnie wytrenowany model YOLO v4 tiny 

umoŨliwi detekcjň tablic rejestracyjnych znajdujŃcych siň wyğŃcznie w obszarach obrazu 

oznaczonych uprzednio jako Ăpojazdò. Takie podejŜcie pozwoli osiŃgnŃĺ wymaganŃ precyzjň 

detekcji oraz ograniczy moŨliwoŜĺ wystŃpienia nieprawdziwych detekcji mogŃcych wystŃpiĺ poza 

obrysem pojazdu. 

Drugi etap bňdzie obejmowağ ekstrakcjň grafiki tekstu z obszaru obrazu oznaczonego jako 

tablice rejestracyjne poprzez usuniňcie wszystkich element·w graficznych nie bňdŃcych tekstem. 

W tym celu autor rozprawy uŨyje operacji takich jak zmiana przestrzeni barw, skalowanie, korekta 

perspektywy i operacje morfologiczne, zgodnie wytycznymi opracowanymi przez autor·w silnika 

Tesseract OCR [63] oraz wynikami badaŒ zawartymi w pracy [59]. 

Ostatni etap bňdzie obejmowağ uŨycie silnika Tesseract OCR w celu rozpoznania numer·w 

tablic rejestracyjnych. Uzyskany w ten spos·b tekst cyfrowy zostanie por·wnany z danymi 

pojazd·w zapisanymi w bazie, aby automatycznie zidentyfikowaĺ wğaŜciciela pojazdu. Gğ·wnym 

przeznaczeniem projektowanej funkcji ANPR bňdzie realizacja zadania dotyczŃcego nadzoru 

wjazdu do stref zastrzeŨonych. Funkcja ta moŨe zostaĺ rozwiniňta w celach obliczania zajňtoŜci 

miejsc parkingowych oraz wyznaczenia czasu parkowania. 
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2.6 Estymacja sylwetki czğowieka 

Estymacja sylwetki czğowieka (HPE) [64] w kontekŜcie dziedziny CV jest obszarem 

badawczym, odnoszŃcym siň do analizy obraz·w lub sekwencji wideo celem precyzyjnego 

okreŜlenia poğoŨenia i ksztağtu ludzkiego ciağa na podstawie danych wizyjnych. Wybrany w 

rozdziale 2.4.7 detektor YOLO v4 umoŨliwia detekcjň os·b na podstawie analizy danych 

wizyjnych 2D. Niestety, typ adnotacji sylwetki w postaci BB nie pozwala na szczeg·ğowŃ analizň 

ciağa czğowieka. Problem ten moŨe zostaĺ rozwiŃzany poprzez implementacjň dodatkowej 

techniki, zorientowanej na bardziej precyzyjnŃ metodň adnotacji sylwetki czğowieka, kt·rej 

metodyka wyboru i uzasadnienie zostanŃ om·wione w tym rozdziale. 

2.6.1 Graficzna reprezentacja sylwetki  czğowieka 

W literaturze [65] moŨna spotkaĺ trzy najczňŜciej stosowane rodzaje modeli sylwetek, kt·rych 

reprezentacjň graficznŃ przedstawiono na Rys. 2.9. 

Model kinematyczny (szkieletowy) [65] przedstawiony na Rys. 2.9a uŨywany jest do 

szacowania postawy ciağa zar·wno w przestrzeni 2D jak i 3D. W tym modelu reprezentacja 

sylwetki dotyczy wyznaczania okreŜlonych punkt·w charakterystycznych czňŜci ciağa (tzw. 

keypoints), np. gğowa, dğonie, stopy oraz punkt·w poğŃczeŒ tych czňŜci. Dziňki temu model ten 

moŨe byĺ uŨywany do reprezentowania relacji miňdzy r·Ũnymi czňŜciami ciağa. Model 

kinematyczny ma jednak ograniczenia zwiŃzane z brakiem informacji o teksturze czy og·lnym 

ksztağcie sylwetki. 

Model planarny (konturowy) [65] przedstawiony na Rys. 2.9b stosowany jest gğ·wnie do 

reprezentowania kontur·w ciağa w przestrzeni 2D. Ten model sğuŨy do ilustrowania og·lnego 

ksztağtu ciağa ludzkiego, widzianego z konkretnej perspektywy. Zazwyczaj czňŜci ciağa sŃ 

reprezentowane przy uŨyciu prostokŃt·w przybliŨajŃcych kontury sylwetki czğowieka. 

Rys. 2.9 Graficzna reprezentacja modeli sylwetek czğowieka stosowanych w systemach CV: a) model kinematyczny, 

b) model planarny, c) model wolumetryczny [65] 
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Model wolumetryczny [65] przedstawiony na Rys. 2.9c stosowany jest do szacowania pozycji 

w przestrzeni 3D. Model ten tworzony jest przy pomocy geometrycznych siatek o r·Ũnych 

ksztağtach i rozmiarach, co umoŨliwia precyzyjnŃ reprezentacjň sylwetki czğowieka, 

uwzglňdniajŃc tekstury i topografiň powierzchni ciağa. 

2.6.2 Klasyfikacja technik HPE 

Na wczesnym etapie badaŒ z zakresu estymacji sylwetki czğowieka stosowano tradycyjne 

metody analityczne takie jak HOG [66], ğaŒcuchy krawňdzi Edgelet [67] i metoda Pictorial 

Structure Model [68]. Aplikacje oparte na metodach tradycyjnych charakteryzowağy siň jednak 

niskŃ dokğadnoŜciŃ i wymagağy stosowania bardzo skomplikowanych algorytm·w, przez co nie 

speğniağy poŨŃdanych oczekiwaŒ. Ograniczenia metod tradycyjnych zostağy w duŨym stopniu 

wyeliminowane poprzez zastosowanie modeli ML, uŨywanych po dziŜ dzieŒ [65].  

Klasyfikacja technik HPE, typu ML, stosowanych w obrazowaniu 2D, zostağa 

zaprezentowana na Rys. 2.10. Gğ·wna linia podziağu dotyczy estymacji jednoosobowej (SPPE) i 

wieloosobowej (MPPE) [69].  

Techniki estymacji SPPE [70] odnoszŃ siň do detekcji pojedynczej sylwetki czğowieka i sŃ 

stosowane w·wczas, gdy na obrazie wejŜciowym jest widoczna tylko jedna osoba. W wiňkszoŜci 

przypadk·w zadanie estymacji SPPE moŨna rozwiŃzaĺ stosujŃc techniki regresji bezpoŜredniej 

lub techniki oparte na mapach ciepğa. Techniki oparte na regresji bezpoŜredniej realizujŃ 

bezpoŜredniŃ regresjň punkt·w kluczowych sylwetki z obrazu wejŜciowego. W drugiej grupie 

technik, punkty kluczowe sylwetki sŃ estymowane na podstawie analizy mapy ciepğa 

wygenerowanej z obrazu wejŜciowego.  

Techniki estymacji MPPE [70] sŃ bardziej skomplikowane z uwagi na koniecznoŜĺ detekcji i 

klasyfikacji wielu os·b jednoczeŜnie. W wiňkszoŜci przypadk·w zadanie estymacji MPPE moŨna 

rozwiŃzaĺ dwojako. Pierwsze podejŜcie typu Top-Down skupia siň najpierw na detekcji 

wszystkich postaci na cağym obrazie, a nastňpnie szacowaniu punkt·w kluczowych kaŨdej z 

rozpoznanych sylwetek. W tym podejŜciu czas przetwarzania danych zaleŨy gğ·wnie od liczby 

os·b znajdujŃcych siň na analizowanym obrazie. Drugie podejŜcie typu Bottom-Up najpierw 

Rys. 2.10 Klasyfikacja technik HPE typu ML stosowanych w obrazowaniu 2D [69] 
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identyfikuje wszystkie potencjalne punkty kluczowe sylwetek na cağym obrazie, a nastňpnie 

realizuje ich grupowanie celem utworzenia sylwetek poszczeg·lnych postaci. PodejŜcie      

Bottom-Up jest zazwyczaj szybsze w por·wnaniu do Top-Down, poniewaŨ nie wymaga 

dodatkowego etapu estymowania pozycji dla kaŨdej wykrytej osoby.  

2.6.3 PrzeglŃd wybranych bibliotek  HPE 

Projektowany system IVSS docelowo przeznaczony bňdzie do pracy w monitoringu 

publicznym, gdzie liczba obserwowanych os·b jest zmienna. Zatem, z uwagi na brak zastosowania 

w niniejszej rozprawie, techniki z grupy SPPE nie bňdŃ one szczeg·ğowiej omawiane. PrzeglŃd 

wybranych technik HPE zostanie zatem zorientowany tylko na grupň technik MPPE.  

JednŃ z pierwszych otwarto Ŧr·dğowych bibliotek realizujŃcych zadanie estymacji MPPE, 

zapewniajŃcŃ dziağanie w czasie rzeczywistym, jest OpenPose [71] (Bottom-Up). Biblioteka 

implementuje dwugağňziowŃ, wieloetapowŃ architekturň sieci konwolucyjnej (CNN), kt·rej 

graficznŃ reprezentacjň przedstawiono na Rys. 2.11.  

W pierwszym kroku z obrazu wejŜciowego generowany jest wektor map cech (F). Wektor ten 

stanowi wejŜcie do pierwszego etapu kaŨdej z dw·ch r·wnolegğych gağňzi sieci (S1 i L1). Pierwsza 

gağŃŦ (S) realizuje predykcjň map ufnoŜci (ang. confidence maps), kt·re kodujŃ 

prawdopodobieŒstwo lokalizacji poszczeg·lnych czňŜci ciağa na obrazie. Druga gağŃŦ (L) realizuje 

predykcjň tzw. Part Affinity Fields, kt·re kodujŃ stopieŒ powiŃzania miňdzy czňŜciami ciağa. 

KaŨda gağŃŦ sieci zostağa opracowana jako struktura wieloetapowa, przy czym minimalna liczba 

etap·w to 2 (ὸ ς. KaŨdy kolejny etap przyjmuje na wejŜcie dane otrzymane w wyniku 

poğŃczenia oryginalnego wektora map cech obrazu (F) z predykcjami uzyskanymi w poprzednim 

etapie z obu gağňzi (”  oraz ɲ ). Opisany proces iteracyjnego wzmacniania dokğadnoŜci 

predykcji przekğada siň na wysokŃ efektywnoŜĺ OpenPose w trudnych zadaniach estymacji jak np. 

Rys. 2.11 Graficzna reprezentacja dwugağňziowej architektury sieci konwolucyjnej modelu OpenPose [71] 
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okluzje czy skomplikowana postawa ciağa. Kod Ŧr·dğowy OpenPose [72] jest dostňpny zar·wno 

w jňzyku C++ jak i w jňzyku Python.  

DeeperCut [73] to kolejna otwarto Ŧr·dğowa biblioteka typu MPPE (Bottom-Up), kt·ra jest 

ulepszonŃ wersjŃ biblioteki DeepCut [74]. Koncepcja estymacji sylwetek w modelu DeeperCut 

obejmuje trzy kluczowe komponenty: zaawansowany detektor czňŜci ciağa, innowacyjny model 

parowania czňŜci ciağa oraz strategia optymalizacji inkrementalnej. Zaawansowany detektor czňŜci 

ciağa to model DL oparty na architekturze ResNet [44] o gğňbokoŜci 152 warstw. Zastosowanie 

tak gğňbokiej architektury sieci pozwoliğo osiŃgnŃĺ wysokŃ dokğadnoŜĺ detekcji. Innowacyjny 

model parowania czňŜci ciağa zostağ uŨyty do predykcji wzajemnych poğoŨeŒ r·Ũnych czňŜci ciağa 

wzglňdem siebie. Cel ten osiŃgniňto poprzez implementacjň dedykowanej sieci CNN, zdolnej do 

szacowania prawdopodobieŒstwa korelacji pojedynczych czňŜci ciağa z czňŜciami mogŃcymi 

tworzyĺ parň (np. znajŃc lokalizacjň ramienia, model moŨe przewidzieĺ prawdopodobne poğoŨenie 

ğokcia). Strategia optymalizacji inkrementalnej sprowadza siň do okreŜlenia priorytetu klas czňŜci 

ciağa w procesie ich grupowania do postaci sp·jnych sylwetek. Klasy czňŜci ciağa dzielone sŃ na 

dwa zestawy: czňŜci opisujŃce sylwetkň w spos·b bardziej niezawodny (np. gğowa, barki) i czňŜci 

okreŜlajŃce sylwetkň mniej niezawodnie (np. nadgarstki, ğokcie). Zadanie grupowania rozpoczyna 

siň od najbardziej niezawodnych klas czňŜci ciağa, nastňpnie stopniowo doğŃcza mniej niezawodne 

klasy. Finalnie, detektor DeeperCut dziňki metodzie okreŜlania priorytetu klas czňŜci ciağa 

umoŨliwia efektywne przeszukiwanie przestrzeni rozwiŃzaŒ, prowadzŃc do znacznego 

przyspieszenia procesu estymacji i poprawy dokğadnoŜci wykrywania pozycji ciağa wzglňdem 

poprzedniej wersji (DeepCut). Kod Ŧr·dğowy biblioteki zostağ zaimplementowany w Ŝrodowisku 

MATLAB  i przetestowany przez autor·w tylko na platformie systemowej Linux [75]. 

Najnowsza wersja popularnej biblioteki YOLO ï YOLO v8 [37] (Top-Down) zawiera szereg 

modeli wytrenowanych w celu detekcji i klasyfikacji obiekt·w (przy uŨyciu adnotacji typu 

klasyczny BB, zorientowany BB oraz segmentacja semantyczna), klasyfikacji obraz·w, a takŨe 

estymacji i Ŝledzenia trajektorii ruchu sylwetek ciağa. Implementacja Ŝrodowiska YOLO v8 jest 

moŨliwa w jňzyku Python [76], co sprawia, iŨ wydajnoŜĺ obliczeniowa moŨe byĺ niŨsza z uwagi 

na interpretacjň kodu w czasie rzeczywistym. Obecnie, brak rzetelnych publikacji autorskich 

dotyczŃcych najnowszej wersji YOLO v8, co utrudnia ewentualne analizy i por·wnania. Analiza 

prac przeglŃdowych [38ï40] dostarcza kilku informacji dotyczŃcych sposobu przepğywu 

informacji i architektury modelu. Architektura modelu YOLO v8 jest inspirowana architekturŃ 

modelu YOLO v5 [34] z pewnymi modyfikacjami. KluczowŃ zmianŃ jest wprowadzenie moduğu 

tzw. Ăcross-stage partial bottleneck with two convolutionsò, ğŃczŃcego cechy wysokiego poziomu 

z informacjami kontekstowymi w celu poprawy dokğadnoŜci detekcji obiekt·w. Ponadto, skr·cono 

czas pracy mechanizmu NMS i zredukowano liczbň niepewnych obszar·w predykcji eliminujŃc 

estymacjň AB. Estymacja AB zostağa zastŃpiona metodŃ tzw. Ădecoupled headò, w kt·rej zadania 
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detekcji, klasyfikacji i regresji obiekt·w realizowane sŃ w oddzielnych gağňziach sieci zwiňkszajŃc 

dokğadnoŜĺ i wydajnoŜĺ modelu. Model YOLO v8 uŨywa funkcji aktywacji typu Ăsigmoidò do 

reprezentowania wyniku prawdopodobieŒstwa detekcji obiektu oraz funkcji typu Ăsoftmaxò do 

reprezentowania prawdopodobieŒstw przynaleŨnoŜci obiekt·w do kaŨdej z moŨliwych klas. 

AlphaPose [77] to kolejna otwarto Ŧr·dğowa biblioteka typu MPPE (Top-Down), kt·rej 

dziağanie oparte jest na czterech gğ·wnych etapach: detekcji os·b, regresji punkt·w kluczowych 

sylwetek, mechanizmie eliminacji redundantnych detekcji, oraz Ŝledzeniu trajektorii wykrytych 

os·b. Detekcja os·b na obrazie realizowana jest przy uŨyciu detektor·w YOLO v3 [32] lub 

EfficientDet [78], umoŨliwiajŃcych oznaczenie obszar·w predykcji w adnotacji typu BB. Obszary 

detekcji postaci sŃ nastňpnie kadrowane i skalowane, dostosowujŃc ich rozmiar i proporcje w celu 

umoŨliwienia realizacji kolejnych etap·w przetwarzania. Etap regresji punkt·w kluczowych 

sylwetek zrealizowano z uŨyciem innowacyjnej techniki SIKR. Technika ta polega na 

analizowaniu symetrycznych wğaŜciwoŜci rozkğadu prawdopodobieŒstwa wok·ğ przewidywanej 

lokalizacji punktu kluczowego, co pozwala na dokğadniejsze i bardziej niezawodne okreŜlenie jego 

poğoŨenia na obrazie. AlphaPose stosuje technikň P-NMS, polegajŃcŃ na eliminacji redundantnych 

estymacji pozycji, co jest szczeg·lnie waŨne w scenariuszach z tğumem ludzi, gdzie wiele postaci 

moŨe zostaĺ wykrytych wielokrotnie. Ostatnim kluczowym etapem dziağania algorytmu 

AlphaPose jest Ŝledzenie trajektorii wielu os·b realizowane z uŨyciem moduğ·w PGA oraz MSIM. 

Moduğ PGA uŨywany jest do generowania cech reidentyfikacyjnych kaŨdej wykrytej sylwetki, 

natomiast moduğ MSIM dokonuje syntezy danych (sylwetek os·b, cech reidentyfikacyjnych oraz 

adnotacji BB) umoŨliwiajŃc generowanie finalnych predykcji Ŝledzenia. Biblioteka AlphaPose 

zostağa zaimplementowana w jňzyku Python [79], przez co jej wydajnoŜĺ obliczeniowa moŨe byĺ 

niŨsza np. w por·wnaniu z OpenPose. 

2.6.4 Podsumowanie 

Na podstawie przeprowadzonych badaŒ i analiz autor zdecydowağ o wyborze modelu 

kinematycznego do graficznej reprezentacji sylwetek czğowieka. Wyb·r ten uzasadnia moŨliwoŜĺ 

przeprowadzenia dokğadnej analizy ruchu wybranych czňŜci ciağa, co z kolei pozwoli na 

osiŃgniňcie wysokiej precyzji w zadaniach zwiŃzanych z analizŃ aktywnoŜci os·b na obrazie. Co 

wiňcej, zdecydowano o wyborze technik MPPE. Wynika to z docelowego przeznaczenia 

projektowanego systemu w monitoringu publicznym, gdzie liczba obserwowanych os·b jest 

zmienna. PowyŨsze kryteria speğniajŃ cztery wybrane biblioteki, kt·rych zasada dziağania zostağa 

opisana w rozdziale 2.6.3. W Tab. 2.3 umieszczono opracowane przez autora por·wnanie 

wybranych bibliotek z uwagi na ich przydatnoŜĺ w projektowanym IVSS. Por·wnanie zostağo 

opracowane na podstawie piňciu kryteri·w: typ podejŜcia (Top-Down, Bottom-Up), Ŝrednia  
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 Tab. 2.3 Por·wnanie wybranych bibliotek MPPE 

wartoŜci precyzji estymacji, integracja moduğu Ŝledzenia sylwetek, jňzyk implementacji oraz 

dostňpnoŜĺ wytrenowanych modeli. 

Na podstawie analizy pracy przeglŃdowej [70] moŨna stwierdziĺ, iŨ biblioteki HPE dziağajŃce 

w podejŜciu typu Bottom-Up z reguğy osiŃgajŃ wyŨszŃ prňdkoŜĺ przetwarzania danych w 

przeciwieŒstwie do bibliotek typu Top-Down. Wobec tego, kryterium typu podejŜcia zawňŨa 

wyb·r bibliotek do OpenPose i DeeperCut. 

Nastňpne kryterium por·wnawcze odnosi siň do wartoŜci AP estymacji. WartoŜci tychŨe 

wskaŦnik·w podane w Tab. 2.3 pochodzŃ ze Ŧr·değ literaturowych [71,73,79] i odnoszŃ siň do 

test·w przeprowadzonych na peğnym zbiorze danych MPII [80]. Niestety, w aktualnej literaturze 

brak danych dotyczŃcych wartoŜci dokğadnoŜci dla zbioru danych MPII i biblioteki YOLO v8. 

Pozostağe dane wskazujŃ na przewagň biblioteki AlphaPose.  

Kolejne kryterium por·wnawcze dotyczy zintegrowanego moduğu Ŝledzenia estymowanych 

sylwetek. Tň funkcjonalnoŜĺ posiadajŃ YOLO v8, AlphaPose i OpenPose, przy czym ta ostatnia 

realizuje funkcje Ŝledzenia tylko w przypadku obecnoŜci pojedynczej osoby na obrazie.  

Nastňpne kryterium odnosi siň do moŨliwoŜci implementacji biblioteki w wybranym jňzyku 

programowania C++. Obecnie, tylko OpenPose zapewnia takŃ moŨliwoŜĺ. 

Ostatnie kryterium wskazuje, iŨ autorzy kaŨdej z analizowanych bibliotek udostňpniajŃ 

publiczne repozytoria zawierajŃce wytrenowane modele. 

Na podstawie przeprowadzonej analizy, autor rozprawy zdecydowağ o wyborze biblioteki 

OpenPose z uwagi na wydajnoŜĺ wynikajŃcŃ z typu podejŜcia Bottom-Up i implementacjň 

programowŃ w wybranym jňzyku C++. Autorzy biblioteki OpenPose udostňpniajŃ publicznie [72] 

peğen kod Ŧr·dğowy, wytrenowane modele jak r·wnieŨ oferujŃ wsparcie dla uŨytkownik·w 

poprzez forum internetowe. Udostňpnione modele umoŨliwiajŃ detekcjň cağego ciağa (modele 

skğadajŃcych siň z 15, 18 i 25 punkt·w kluczowych), st·p (2 Ĭ 6 punkt·w kluczowych), dğoni        

(2 Ĭ 21 punkt·w kluczowych) oraz twarzy (70 punkt·w kluczowych). Ponadto, autorzy 

udostňpniajŃ peğnŃ dokumentacjň programistycznŃ biblioteki dostňpnŃ online [81]. 

Biblioteka 
Typ 

podejŜcia  
AP [%] 

Zintegrowany moduğ 

Ŝledzenia sylwetek 

Jňzyk 

programowania 

DostňpnoŜĺ 

wytrenowanych 

modeli 

OpenPose Bottom-Up 75.6 
Tak, ale tylko w trybie 

SPPE 
C++, Python 

Publiczne 

repozytorium [72] 

DeeperCut Bottom-Up 59.4 Nie M 
Publiczne 

repozytorium [75] 

YOLO v8 Top-Down brak danych Tak Python 
Publiczne 

repozytorium [76] 

AlphaPose Top-Down 82.1 Tak Python 
Publiczne 

repozytorium [79] 
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2.7 śledzenie obiekt·w 

śledzenie wielu obiekt·w (MOT) [82] odgrywa kluczowŃ rolň w obszarze system·w IVSS. 

ZdolnoŜĺ systemu do identyfikowania tych samych obiekt·w w sekwencji wideo umoŨliwia 

gromadzenie danych historycznych, reprezentujŃcych zmiany ich lokalizacji w czasie. 

Zgromadzone dane moŨna nastňpnie uŨyĺ w kolejnych etapach analizy obrazu zwiŃzanych z 

wyznaczaniem kierunku ruchu, trajektorii, prňdkoŜci przemieszczenia, aktywnoŜci oraz interakcji, 

a nawet predykcji lokalizacji w przypadku wystŃpienia okluzji.  

2.7.1 Wzorce cech 

Jednym z gğ·wnych problem·w wystňpujŃcych algorytmach MOT jest detekcja unikalnych, 

dokğadnych i niezawodnych cech wizualnych, na podstawie kt·rych moŨliwe bňdzie odr·Ũnienie 

docelowego obiektu od pozostağych na kaŨdym kolejnym ujňciu. W pracy [83] dokonano 

nastňpujŃcej klasyfikacji cech wizualnych: cechy koloru definiujŃce obiekt na podstawie 

histogramu barw, cechy ksztağtu definiujŃce obiekt na podstawie geometrii obrysu, cechy tekstury 

definiujŃce obiekt poprzez detekcjň wzorc·w geometrycznych oraz cechy ruchu definiujŃce obiekt 

poprzez detekcjň zmian ksztağtu obiektu w czasie (np. Optical Flow).  

Adnotacja obiekt·w stosowana w algorytmach MOT zazwyczaj sprowadza siň do uŨycia 

wzorc·w typu [83]: punkt, centroida, BB, elipsa, a takŨe model przegubowy, szkieletowy, 

obrysowy oraz peğna segmentacja. Na Rys. 2.12 przedstawiono przykğady adnotacji sylwetek os·b 

stosowane w algorytmach MOT.  

Rys. 2.12 Przykğady adnotacji sylwetek os·b stosowane w algorytmach MOT: a) centroida, b) wielopunktowy,             

c) ramka (BB), d) elipsa, e) przegubowy, f) szkieletowy, g) punkty kontrolne obrysu, h) peğny obrys, i) peğny obszar 

ksztağtu (segmentacja) [83] 
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2.7.2 Klasyfikacja technik Ŝledzenia 

Analiza pracy przeglŃdowej [83] pozwala zorientowaĺ klasyfikacjň technik Ŝledzenia na trzy 

grupy: techniki Ŝledzenia punktu, jŃdra i sylwetki. Na Rys. 2.13 przedstawiono og·lnŃ klasyfikacjň 

technik Ŝledzenia obiekt·w na obrazie. 

Techniki Ŝledzenia punktu 

W technikach Ŝledzenia punktu proces Ŝledzenia wymaga aktualizowania cech punktu na 

kaŨdym nowym ujňciu. Gğ·wnymi metodami stosowanymi w tej podgrupie sŃ [83] filtr Kalmana 

i filtr czŃsteczkowy.  

Filtr Kalmana [83] jest rekurencyjnym estymatorem stanu, umoŨliwiajŃcym estymacjň stanu 

systemu liniowego w obecnoŜci zaszumionych i niepeğnych danych. Jego dziağanie obejmuje fazy 

predykcji i korekcji. W fazie predykcji filtr dokonuje estymacji stanu obiektu na nowym, 

nieznanym dotŃd ujňciu. Nastňpnie, w fazie korekcji, aktualizuje przewidywany stan na podstawie 

danych z aktualnego ujňcia w celu zmniejszenia niepewnoŜci estymacji. Filtr Kalmana jest 

szczeg·lnie skuteczny w przypadku system·w liniowych i gaussowskich rozkğad·w bğňd·w, 

oferujŃc analityczne rozwiŃzanie problemu estymacji. 

Filtr czŃsteczkowy [83], znany r·wnieŨ jako sekwencyjna metoda Monte Carlo, jest technikŃ 

estymacji stanu system·w nieliniowych i niegaussowskich. W celu reprezentacji rozkğadu 

prawdopodobieŒstwa stanu filtr czŃsteczkowy uŨywa zestawu pr·bek (czŃstek). KaŨda czŃstka 

reprezentuje moŨliwy stan systemu, a jej waga odzwierciedla stopieŒ, w jakim dany stan pasuje 

do rzeczywistych detekcji. Filtr aktualizuje stan systemu poprzez selekcjň, propagacjň i ponownŃ 

Rys. 2.13 Og·lna klasyfikacja technik Ŝledzenia obiekt·w [83] 
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aktualizacjň wag czŃstek na podstawie nowych detekcji, co pozwala na aproksymacjň rozkğadu 

prawdopodobieŒstwa stanu systemu. 

Techniki Ŝledzenia jadra 

Techniki Ŝledzenia jŃdra realizujŃ proces Ŝledzenia bazujŃc na cechach wyznaczonych 

jednokrotnie w momencie pierwszej detekcji obiektu. Gğ·wnymi technikami stosowanymi w tej 

podgrupie sŃ [83] dopasowywanie wzorca, przesuniňcie Ŝredniej, stağe adaptacyjne przesuniňcie 

Ŝredniej oraz Kanade-Lucas-Tomasi. 

Technika dopasowywania wzorca [83] polega na przesuwaniu szablonu (fragmentu obrazu 

zawierajŃcego wz·r Ŝledzonego obiektu) po cağym obrazie, obliczajŃc w kaŨdej pozycji 

podobieŒstwo miňdzy szablonem a bieŨŃcym fragmentem obrazu. Najlepsze dopasowanie 

wskazuje poğoŨenie obiektu. Metoda ta jest relatywnie prosta w implementacji, lecz moŨe 

generowaĺ bğňdne wyniki w przypadku zmiany skali, rotacji lub innych deformacji obiektu. 

Technika przesuniňcia Ŝredniej [83] umoŨliwia generowanie wynik·w na podstawie analizy 

gňstoŜci rozkğadu cech obrazu. Algorytm iteracyjnie przesuwa okno (jŃdro) w kierunku wiňkszej 

gňstoŜci punkt·w cech na obrazie, aŨ osiŃgnie lokalne maksimum gňstoŜci, kt·re odpowiada 

przewidywanemu poğoŨeniu obiektu. Technika ta jest szczeg·lnie uŨyteczna w Ŝledzeniu obiekt·w 

na podstawie ich koloru lub tekstury, lecz moŨe generowaĺ bğňdne wyniki w przypadku 

znaczŃcych zmian tğa lub pojawiajŃcych siň okluzji obiekt·w. 

Technika stağego adaptacyjnego przesuniňcia Ŝredniej [83] jest rozszerzeniem techniki 

przesuniňcia Ŝredniej umoŨliwiajŃcym dostosowywanie parametr·w jŃdra w kaŨdej iteracji. 

Przyczynia siň to do wzrostu efektywnoŜci Ŝledzenia w przypadku wystŃpienia zmian rozkğadu 

cech obiektu. 

Technika Kanade-Lucas-Tomasi [83] to popularna metoda Ŝledzenia punkt·w 

charakterystycznych (np. naroŨnik·w obiekt·w) w sekwencji obraz·w. Opiera siň na zağoŨeniu, 

Ũe ruch punkt·w charakterystycznych miňdzy kolejnymi ujňciami jest relatywnie mağy i moŨna go 

aproksymowaĺ na podstawie r·Ũnicy odlegğoŜci tych punkt·w. Algorytm moŨe uŨywaĺ 

gradient·w obrazu do obliczenia przepğywu optycznego i estymacji ruchu punkt·w 

charakterystycznych pozwalajŃc na efektywne Ŝledzenie ruchu obiekt·w. Technika ta jest wydajna 

obliczeniowo, lecz moŨe generowaĺ bğňdne wyniki w przypadku duŨej dynamiki ruch·w lub 

znacznych deformacji obiektu. 

Techniki Ŝledzenia sylwetki 

Techniki Ŝledzenia sylwetki, podobnie jak techniki Ŝledzenia jŃdra, realizujŃ proces Ŝledzenia 

bazujŃc na cechach wyznaczonych jednokrotnie w momencie pierwszej detekcji obiektu. W tej 
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podgrupie wyr·Ũnia siň technikň Ŝledzenia konturu [83] umoŨliwiajŃcŃ efektywne 

reprezentowanie i Ŝledzenie obiekt·w o nieregularnych ksztağtach, takich jak palce czy dğonie, 

kt·re trudno jest przedstawiĺ za pomocŃ prostych ksztağt·w geometrycznych. Kontury mogŃ byĺ 

reprezentowane na r·Ũne sposoby, przy czym czňsto stosuje siň funkcjň wskaŦnikowŃ, kt·ra 

obszary nie bňdŃce obiektem oznacza zerami, a obszar obiektu jedynkami. Analiza stopnia 

nakğadania siň czňŜci obiektu w bieŨŃcym ujňciu na obiekt w poprzednim obrazie stanowi 

podstawň decyzyjnŃ. 

2.7.3 Przetwarzanie danych 

W aspekcie sposobu przetwarzania danych algorytmy Ŝledzenia dzielimy na dwie grupy [84]: 

stochastyczne i deterministyczne. 

Og·lna struktura problemu estymacji w stochastycznych algorytmach Ŝledzenia [84] dotyczy 

realizacji zadania predykcji lokalizacji obiektu na kolejnym, nieznanym dotŃd ujňciu. Proces ten 

obejmuje por·wnanie obserwacji bieŨŃcego ujňcia z wynikami poprzedniej predykcji, 

umoŨliwiajŃc obliczenie parametr·w korekty dla nastňpnej predykcji. W tym celu stosuje siň 

gğ·wnie metody takie jak filtr Kalmana oraz filtr czŃsteczkowy. UŨycie algorytm·w 

stochastycznych uniemoŨliwia osiŃgniňcie stabilnoŜci i powtarzalnoŜci wynik·w, nawet przy 

pr·bie ponownej analizy tego samego nagrania wideo. Algorytmy te jednak lepiej radzŃ sobie z 

niepewnoŜciŃ, zwğaszcza gdy obiekty sŃ czňŜciowo przysğoniňte, a ich ruch jest trudny do 

przewidzenia.  

Dziağanie algorytmu Ŝledzenia deterministycznego [84] polega na uzyskaniu stağego, 

powtarzalnego wyniku na podstawie danych historycznych oraz aktualnej obserwacji, z 

wykluczeniem etapu predykcji. Oznacza to, Ũe wynik Ŝledzenia bňdzie taki sam przy wielokrotnym 

uruchomieniu algorytmu dlatego samego nagrania. W podejŜciu deterministycznym gğ·wnym 

problemem jest precyzyjne przyporzŃdkowanie tych samych obiekt·w wystňpujŃcych na nowych 

ujňciach. W celu rozwiŃzania tego problemu opracowano szereg metod optymalizacji 

deterministycznej, wŜr·d kt·rych moŨna wyr·Ũniĺ np. algorytm wňgierski [84].  

2.7.4 Uczenie maszynowe 

Techniki Ŝledzenia typu ML dzieli siň na trzy kategorie [82]: dyskryminacyjne, uczenie ze 

wzmocnieniem i generatywne.  

PodejŜcie dyskryminacyjne [82] odnosi siň do uŨycia modeli uczenia pğytkiego lub gğňbokiego 

jako klasyfikator·w. R·Ũnica polega na tym, Ũe modele uczenia gğňbokiego sŃ zdolne do 

samodzielnej ekstrakcji cech obiektu, natomiast modele uczenia pğytkiego wymagajŃ 

zastosowania zewnňtrznych modeli ekstrakcji cech. Jednym z popularnych rozwiŃzaŒ z grupy 

uczenia gğňbokiego sŃ modele syjamskie. Architektura tych modeli zawiera dwa wejŜcia i jedno 

wyjŜcie. Na oba wejŜcia podawane sŃ obrazy z bieŨŃcego i poprzedniego ujňcia, w celu analizy 
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podobieŒstwa miňdzy nimi, oraz ustalenia obecnoŜci okreŜlonych obiekt·w na obu klatkach. Inne 

modele z tej grupy to modele uczenia ŜcieŨek i modele graf·w. W tych rozwiŃzaniach zastosowano 

teoriň ŜcieŨek i teoriň graf·w w celu przedstawienia relacji przestrzennych miňdzy obiektami na 

obrazach. 

Techniki Ŝledzenia opartego na uczeniu ze wzmocnieniem [82] odnoszŃ siň do paradygmatu, 

w kt·rym tzw. Ăagentò, a wiňc model ML, uczy siň podejmowaĺ decyzje poprzez interakcjň z 

otoczeniem. Gğ·wnym celem jest zoptymalizowanie sekwencji dziağaŒ Ăagentaò w celu 

maksymalizacji kumulatywnej nagrody, kt·rŃ w tym przypadku jest prawidğowe identyfikowanie 

obiekt·w na kolejnych obrazach. 

Techniki generatywne [82] odnoszŃ siň do przeszukiwania i znajdywania tych obszar·w 

obrazu, kt·re sŃ najbardziej podobne do analizowanego obiektu wedğug okreŜlonego kryterium. 

Jednym z przykğad·w tych technik sŃ metody oparte na filtrze korelacji. 

2.7.5 Podsumowanie 

W projektowanym systemie IVSS, Ŝledzenie obiekt·w bňdzie realizowane dla wynik·w 

detekcji os·b na obrazie, kt·rych typ adnotacji to BB. Dziňki zastosowanym detektorom OpenPose 

oraz YOLO v4 wyniki detekcji BB bňdŃ aktualizowane z kaŨdym nowym ujňciem. Postanowiono 

zatem, aby wzorcem cechy Ŝledzonego obiektu byğ pojedynczy punkt Ŝrodka g·rnej linii BB. Takie 

podejŜcie zupeğnie wyklucza wpğyw zmian wysokoŜci BB oraz uŜrednia jego szerokoŜĺ wskazujŃc 

na domniemanŃ oŜ symetrii Ŝledzonej osoby.  

W celu ograniczenia konsumpcyjnoŜci obliczeniowej projektowanego systemu, zwiŃzanej z 

uŨyciem zbyt wielu modeli ML, algorytm Ŝledzenia zostanie opracowany przy uŨyciu klasycznych 

technik analitycznych opartych na Ŝledzeniu punktu. Proponowana metoda zostanie opracowana 

w spos·b umoŨliwiajŃcy dokonanie syntezy deterministycznego i stochastycznego procesu 

przetwarzania danych. W podejŜciu deterministycznym, dopasowanie obiekt·w bňdzie 

realizowane na podstawie wyznaczania minimalnej odlegğoŜci pomiňdzy BB w sekwencji ujňĺ. W 

podejŜciu stochastycznym zostanie uŨyty filtr Kalmana, generujŃcy predykcjň lokalizacji os·b, 

kt·rych detekcja na nowym ujňciu nie byğa moŨliwa np. z powodu wystŃpienia chwilowej okluzji.  

2.8 Techniki analizy aktywnoŜci czğowieka 

Techniki wizyjnej analizy aktywnoŜci czğowieka (HAR) [85ï87] dotyczŃ automatycznej 

interpretacji danych wizyjnych, majŃcej na celu zrozumienie i klasyfikacjň dziağaŒ 

podejmowanych przez ludzi. Obecnie techniki HAR znajdujŃ wszechstronne zastosowanie, 

poczŃwszy od interaktywnych system·w rozrywkowych, po systemy wsparcia dla os·b starszych 

i niepeğnosprawnych. W niniejszej dysertacji zastosowanie technik HAR zostanie zorientowane 

na moŨliwoŜĺ opracowania efektywnych i wydajnych obliczeniowo metod, umoŨliwiajŃcych 
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detekcjň i klasyfikacjň aktywnoŜci niepoŨŃdanych, mogŃcych stanowiĺ podstawň identyfikacji 

sytuacji zagraŨajŃcych bezpieczeŒstwu os·b lub/i d·br materialnych, znajdujŃcych siň w obszarze 

monitoringu.  

2.8.1 Typy rozpoznawanych aktywnoŜci 

W literaturze przeglŃdowej [87] zaprezentowano og·lnŃ klasyfikacjň typ·w aktywnoŜci, 

odnoszŃcej siň do szeŜciu grup: gest·w, aktywnoŜci jednostek, zachowania, interakcji, aktywnoŜci 

grupy oraz zdarzenia (zob. Rys. 2.14).  

Gesty [87] to ruchy pojedynczych czňŜci ciağa, kt·re sŃ czňsto stosowane w celu podkreŜlenia 

ekspresji komunikacji niewerbalnej (np. gestykulacja, potrzŃsanie gğowŃ).  

AktywnoŜci jednostek [87] odnoszŃ siň do zbiorowego ruchu r·Ũnych czňŜci ciağa pojedynczej 

osoby (np. bieg, upadek czy zmiana pozycji).  

Zachowania [87] definiowane sŃ jako poğŃczenie gest·w i aktywnoŜci. Przykğadem moŨe byĺ 

zachowanie agresywne, obserwowane jako poğŃczenie chaotycznej gestykulacji z przyŜpieszonym 

chodem.  

Interakcje [87] definiowane sŃ jako zachowania, kt·re mogŃ wystŃpiĺ w relacji osobaïosoba 

(np. taniec, przywitanie siň) lub osobaïobiekt (np. gotowanie, jazda na rowerze).  

AktywnoŜci grupy [87] definiowane sŃ jako dziağania wielu os·b i mogŃ obejmowaĺ zbiory 

gest·w, akcji oraz interakcji (np. mecz piğki noŨnej).  

Zdarzenia [87] definiowane sŃ jako podsumowanie zaleŨnoŜci przyczynowo-skutkowej 

zaobserwowanych zbior·w gest·w, akcji i interakcji (np. wğamanie, kradzieŨ przedmiotu). 

2.8.2 Dynamika aktywnoŜci 

Klasyfikacja dynamiki aktywnoŜci czğowieka obejmuje dwie grupy [88]: aktywnoŜci 

statyczne i dynamiczne. Do opisu aktywnoŜci statycznych korzysta siň z analizy przestrzennej 

modelu ludzkiego ciağa, a wiňc orientacji i lokalizacji koŒczyn w przestrzeni. AktywnoŜci 

Rys. 2.14 Og·lna klasyfikacja typ·w aktywnoŜci czğowieka [87] 
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dynamiczne sŃ opisywane jako sekwencje aktywnoŜci statycznych w funkcji czasu. StŃd 

rozpoznawanie aktywnoŜci dokonuje siň w oparciu zar·wno o dane przestrzenne (orientacja, 

poğoŨenie), jak i czasowe (zmiennoŜĺ analizowanej aktywnoŜci w czasie). 

2.8.3 Klasyfikacja technik HAR  

W pracy przeglŃdowej [88] przeprowadzono og·lnŃ klasyfikacjň technik HAR, rozr·ŨniajŃc 

dwie gğ·wne grupy: klasyczne techniki analityczne i techniki oparte na uczeniu maszynowym. 

Klasyfikacja technik HAR w ujňciu og·lnym zostağa przedstawiona na Rys.2.15.  

Klasyczne techniki analityczne  

Klasyczne techniki analityczne [88] koncentrujŃ siň na moŨliwoŜci opracowania funkcji 

decyzyjnych w oparciu o intuicjň, pomysğowoŜĺ i wiedzň eksperckŃ z zakresu biomechaniki oraz 

psychologii behawioralnej. Techniki te sŃ efektywne obliczeniowo, uniwersalne w zastosowaniu 

i nie wymagajŃ duŨych zestaw·w danych uczŃcych. Wyr·Ũniamy tu podejŜcia oparte na analizie 

przestrzenno-czasowej i analizie wyglŃdu obiektu.  

Rys. 2.15 Og·lna klasyfikacja technik HAR [88] 
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WŜr·d technik przestrzenno-czasowych [88] wyr·Ũnia siň analizň wolumenowŃ i trajektorii 

punkt·w. W analizie wolumenowej aktywnoŜci rozpoznawane sŃ poprzez wyznaczanie 

podobieŒstwa miňdzy dwoma objňtoŜciami, definiowanymi przy pomocy cech, takich jak tekstura, 

kolor lub HOG. Analiza wolumenowa umoŨliwia osiŃgniňcie poŨŃdanej efektywnoŜci w 

przypadku klasyfikacji prostych aktywnoŜci lub gest·w na niezatğoczonej scenie. W analizie 

trajektorii, model ciağa reprezentowany jest za pomocŃ zbioru punkt·w charakterystycznych. 

śledzenie zmian lokalizacji tych punkt·w w czasie umoŨliwia wyznaczenie trajektorii 

stanowiŃcych podstawň klasyfikacji aktywnoŜci. Analiza trajektorii umoŨliwia uzyskanie 

poŨŃdanej efektywnoŜci, niezaleŨnie od warunk·w oŜwietleniowych i orientacji sylwetki 

wzglňdem kamery, co sprawia, iŨ jest czňsto uŨywana w rozpoznawaniu skomplikowanych 

aktywnoŜci.  

WŜr·d technik opartych na wyglŃdzie [88], wyr·Ũnia siň analizň ksztağtu (punkt·w konturu, 

obwiedni i innych cech geometrycznych sylwetki), ruchu (np. histogramu przepğywu optycznego 

i analizy historii ruchu) lub analizň hybrydowŃ stanowiŃcŃ syntezň obu tych metod.  

Techniki ML  

Techniki ML [88] umoŨliwiajŃ rozpoznawanie i klasyfikowanie aktywnoŜci przy uŨyciu 

modeli wytrenowanych w procesie uczenia tradycyjnego lub gğňbokiego. W odr·Ũnieniu od 

klasycznych technik analitycznych, techniki ML nie wymagajŃ opracowania skomplikowanych 

detektor·w cech umoŨliwiajŃc przeprowadzenie analizy jednoetapowej.  

WŜr·d modeli uczenia tradycyjnego [88] wyr·Ũnia siň gğ·wnie modele sğownikowe, 

genetyczne i sieĺ bayesowskŃ. Modele sğownikowe sŃ generowane w procesie uczenia 

nienadzorowanego. Metoda ta polega na opracowaniu reprezentacji charakterystycznych cech 

ruchu poprzez liniowŃ kombinacjň atom·w, czyli element·w sğownika. Iteracyjna optymalizacja 

kodowania cech, realizowana w procesie uczenia, ma na celu minimalizacjň bğňdu rekonstrukcji 

danych wejŜciowych, co przekğada siň na moŨliwoŜĺ zwiňkszenia wskaŦnika dokğadnoŜci w 

dalszych zadaniach zwiŃzanych z klasyfikacjŃ aktywnoŜci. Modele genetyczne naleŨŃ do grupy 

metod ewolucyjnych, inspirowanych podstawowym mechanizmem procesu ewolucji biologicznej. 

W poczŃtkowym etapie model inicjowany jest z losowŃ populacjŃ rozwiŃzaŒ, kt·re w kolejnych 

etapach poddawane sŃ procesom ewaluacji i selekcji na podstawie ich efektywnoŜci w 

klasyfikowaniu aktywnoŜci. Operacje genetyczne, takie jak krzyŨowanie i mutacja, sğuŨŃ nie tylko 

do generowania nowych pokoleŒ rozwiŃzaŒ, ale r·wnieŨ do eksploracji przestrzeni rozwiŃzaŒ, w 

celu identyfikacji i promowania rozwiŃzaŒ zbliŨajŃcych siň do globalnego maksimum funkcji 

przystosowania. Sieĺ bayesowska uŨywa graficznych modeli probabilistycznych w celu 

reprezentacji cech aktywnoŜci i ich zaleŨnoŜci warunkowych za pomocŃ skierowanego grafu 

acyklicznego. Proces tworzenia modelu rozpoczyna siň od zdefiniowania struktury sieci, 
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odzwierciedlajŃcej zrozumienie relacji przyczynowo-skutkowych miňdzy czynnikami 

wpğywajŃcymi na danŃ aktywnoŜĺ oraz od okreŜlenia rozkğad·w prawdopodobieŒstwa dla kaŨdej 

cechy. Model stosuje wnioskowanie bayesowskie, pozwalajŃce na aktualizacjň 

prawdopodobieŒstw, umoŨliwiajŃc efektywnŃ klasyfikacjň aktywnoŜci. 

WŜr·d modeli uczenia gğňbokiego [88] wyr·Ũnia siň gğ·wnie modele generatywne, 

dyskryminacyjne i hybrydowe. Modele generatywne powstajŃ w procesie uczenia 

nienadzorowanego i stosujŃ zasadň inspirowanŃ sğynnym cytatem Richarda Feynmana: ĂCzego nie 

potrafiň stworzyĺ, tego nie rozumiemò. Gğ·wnym celem modeli generatywnych jest zrozumienie 

rozkğadu danych wejŜciowych, w tym identyfikacja cech charakterystycznych dla kaŨdej klasy, 

aby umoŨliwiĺ replikacjň oryginalnego rozkğadu danych treningowych. Do najbardziej znanych 

metod generatywnych naleŨŃ autoenkodery, autoenkodery wariacyjne (VAE) i generatywne sieci 

przeciwstawne (GAN). Metody dyskryminatywne powstajŃ w procesie uczenia nadzorowanego i 

uŨywajŃ hierarchicznego modelu uczenia, skğadajŃcego siň z r·Ũnych ukrytych warstw sieci, 

przeznaczonych do klasyfikacji danych wejŜciowych na r·Ũne kategorie wyjŜciowe. Do 

najbardziej znanych architektur modeli generatywnych naleŨŃ sieci DNN, RNN oraz CNN. 

Modele hybrydowe ğŃczŃ cechy modeli generatywnych i dyskryminatywnych w celu osiŃgniňcia 

korzyŜci obu tych podejŜĺ. 

2.8.4 Podsumowanie 

Jedno z gğ·wnych zağoŨeŒ niniejszej rozprawy dotyczy opracowania systemu IVSS, kt·ry 

m·gğby byĺ wdroŨony w istniejŃcych instalacjach monitoringowych. Takie zağoŨenie z g·ry 

narzuca koniecznoŜĺ adaptacji systemu do sposobu rozmieszczenia kamer, a wiňc wysokoŜci ich 

montaŨu, orientacji przestrzennej oraz pola widzenia. WiňkszoŜĺ kamer monitoringu montuje siň 

na wysokoŜciach powyŨej przeciňtnej wysokoŜĺ czğowieka. Ponadto, w celu ograniczenia 

pojemnoŜci magazynu danych, konwencjonalne systemy monitoringowe mogŃ byĺ 

skonfigurowane w spos·b ograniczajŃcy rozdzielczoŜci i czňstotliwoŜĺ rejestrowanych obraz·w. 

Ograniczenia te utrudniajŃ lub wrňcz uniemoŨliwiajŃ analizň aktywnoŜci na podstawie niewielkich 

detali (rozpoznawanie gest·w, mimika twarzy). W zwiŃzku z tym autor postanawia opracowaĺ 

rozpoznawanie aktywnoŜci na podstawie cağego modelu kinematycznego czğowieka, 

generowanego przy uŨyciu wybranego detektora OpenPose (zob. rozdziağ 2.6.4).  

Modele kinematyczne generowane przy uŨyciu detektora OpenPose umoŨliwiajŃ 

wyznaczenie lokalizacji charakterystycznych punkt·w ukğadu szkieletowego czğowieka w 

odniesieniu do ukğadu wsp·ğrzňdnych obrazu 2D. W celu realizacji analizy aktywnoŜci w 

odniesieniu do rzeczywistego ukğadu wsp·ğrzňdnych 3D, autor opracuje dodatkowy algorytm, 

zwany dalej algorytmem kalibracji sceny. Algorytm ten bňdzie przeznaczony do generowania 

macierzy projekcji 3D, kt·rej dane umoŨliwiŃ rzutowanie kaŨdego piksela obrazu do 
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wsp·ğrzňdnych rzeczywistych podğoŨa obserwowanej sceny. Dziňki temu, projektowany system 

zyska zdolnoŜĺ automatycznego okreŜlania prňdkoŜci oraz dystansu przemieszczania wszystkich 

zidentyfikowanych obiekt·w w polu widzenia kamery. 

Opracowane przez autora rozprawy algorytmy rozpoznawania aktywnoŜci, majŃ obejmowaĺ 

detekcjň aktywnoŜci o charakterze zar·wno statycznym jak i dynamicznym. W ujňciu og·lnej 

klasyfikacji typ·w aktywnoŜci (zob. Rys. 2.14), projektowany system umoŨliwi klasyfikowanie: 

aktywnoŜci jednostek, interakcji, aktywnoŜci grupy oraz zdarzeŒ. Szerokie spektrum 

klasyfikowanych typ·w aktywnoŜci zapewni uniwersalnoŜĺ projektowanego systemu IVSS. 

W ujňciu og·lnej klasyfikacji technik HAR (zob. Rys. 2.15), projektowany algorytm zostanie 

zrealizowany gğ·wnie przy uŨyciu klasycznych technik analitycznych w podejŜciu stanowiŃcym 

syntezň analizy przestrzenno-czasowej (opartej na trajektorii) oraz analizy cech wyglŃdu (opartej 

na wzorcach ruchu). W tym przypadku rezygnacja z metod opartych na uczeniu maszynowym jest 

zasadna, poniewaŨ proces klasyfikacji rozpatrywanych typ·w aktywnoŜci moŨe zostaĺ opisany 

przy uŨyciu nieskomplikowanych zestaw·w reguğ i funkcji decyzyjnych. Ponadto, przyjňte 

podejŜcie nie wymaga stosowania duŨych zbior·w danych uczŃcych.  

2.9 Sprzňtowe jednostki obliczeniowe 

W wiňkszoŜci przypadk·w proces uczenia maszynowego, jak i r·wnieŨ uruchomienie 

opracowanych modeli ML, wymaga uŨycia jednostek sprzňtowych o wysokiej wydajnoŜci 

obliczeniowej. Jest to szczeg·lnie istotne, gdy projektowane modele docelowo majŃ analizowaĺ 

dane wejŜciowe o duŨej noŜnoŜci informacji w czasie rzeczywistym.  

Obecnie, najczňŜciej stosowanymi rozwiŃzaniami sprzňtowymi w kontekŜcie ML sŃ ukğady 

CPU, GPU oraz TPU [89]. CPU jest podstawowŃ jednostkŃ logicznŃ, stosowanŃ do realizacji 

wiňkszoŜci og·lnych zadaŒ obliczeniowych. Charakteryzuje siň wysokŃ elastycznoŜciŃ, 

umoŨliwiajŃcŃ wykonywanie r·Ũnorodnych zadaŒ, lecz zawiera stosunkowo niewielkŃ liczbň 

rdzeni, co moŨe ograniczaĺ wydajnoŜĺ w przypadku zadaŒ o duŨym zapotrzebowaniu 

obliczeniowym. GPU to jednostka pierwotnie dedykowana do przetwarzania grafiki 

komputerowej. Posiada stosunkowo duŨŃ liczbň rdzeni, co pozwala na r·wnolegğe przetwarzanie 

wielu operacji. Wydajnie obsğuguje obliczenia macierzowe, czňsto spotykane w algorytmach ML. 

Ukğady TPU to specjalnie zaprojektowane jednostki dla zadaŒ zwiŃzanych z ML, zwğaszcza do 

operacji na tensorach, oferujŃce bardzo wysokŃ wydajnoŜĺ przy operacjach macierzowych.  

WŜr·d innych rozwiŃzaŒ sprzňtowych w tym obszarze, moŨna r·wnieŨ wskazaĺ ukğady FPGA 

[90], kt·re zawierajŃ reprogramowalne bloki logiczne i poğŃczenia. Elastyczna konfiguracja tych 

ukğad·w umoŨliwia akceleracjň niekt·rych etap·w ML poprzez sprzňtowŃ optymalizacjň operacji. 

Ukğady ASIC [91] to kolejna grupa rozwiŃzaŒ sprzňtowych oferujŃca ukğady specjalnie 

zaprojektowane i zoptymalizowane pod kŃtem konkretnych zastosowaŒ. Ze wzglňdu na 
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stosunkowo wysoki koszt ich produkcji stosowane sŃ gğ·wnie w systemach, gdzie wymagane sŃ 

bardzo wysokie prňdkoŜci obliczeniowe i niski pob·r mocy.  

Na Rys. 2.16 przedstawiono wykres zaleŨnoŜci elastycznoŜci spektrum zastosowaŒ od 

wydajnoŜci obliczeniowej w przypadku r·Ũnych implementacji sprzňtowych.  

Analiza tego wykresu pozwala stwierdziĺ, iŨ wyb·r jednostki obliczeniowej zaleŨy gğ·wnie od 

ustalenia poŨŃdanego optimum elastycznoŜci i wydajnoŜci w korelacji z ostatecznym 

przeznaczeniem opracowywanego systemu, zğoŨonoŜci realizowanych funkcji oraz uwarunkowaŒ 

ekonomicznych. 

 W celu opracowania i przetestowania projektowanego systemu IVSS, autor postanowiğ uŨyĺ 

jednostkň GPU ï NVIDIA RTX 3080 z kilku kluczowych powod·w. Przede wszystkim, byğa to 

najnowsza komercyjna karta graficzna, dostňpna w momencie rozpoczňcia prac badawczych. 

Dodatkowo, NVIDIA RTX 3080 oferuje atrakcyjny stosunek ceny do mocy obliczeniowej, co 

przeğoŨyğo siň na optymalizacjň koszt·w przy zapewnieniu poŨŃdanej wydajnoŜci systemu. 

Ponadto, wybrana jednostka GPU jest w peğni kompatybilna z wybranymi bibliotekami oraz 

modelami ML, takimi jak OpenCV, YOLO v4, OpenPose oraz Tesseract OCR, umoŨliwiajŃc ich 

akceleracjň obliczeniowŃ.  

2.10 WskaŦniki oceny jakoŜci 

W dziedzinie CV przyjňto stosowanie wskaŦnik·w oceny jakoŜci, kt·re pozwalajŃ na 

kompleksowŃ i zunifikowanŃ ocenň wydajnoŜci i efektywnoŜci opracowanych algorytm·w 

analizy i przetwarzania obraz·w. WŜr·d podstawowych wskaŦnik·w wyr·Ũniamy [92]: TP 

oznaczajŃce poprawne wykrycie obiektu, FP oznaczajŃce wykrycie obiektu w nieprawidğowym 

miejscu, FN oznaczajŃce brak wykrycia obiektu, mimo Ũe istnieje na obrazie, TN oznaczajŃce 

prawidğowe wykrycie braku obiektu (pojňcie rzadko stosowane w kontekŜcie detekcji obiekt·w), 

Rys. 2.16 ZaleŨnoŜĺ elastycznoŜci od wydajnoŜci obliczeniowej dla r·Ũnych jednostek obliczeniowych [3] 
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P oznaczajŃce cağkowitŃ liczbň rzeczywistych pozytyw·w (np. cağkowita liczba obiekt·w do 

wykrycia na obrazie), N oznaczajŃce cağkowitŃ liczbň rzeczywistych negatyw·w (np. cağkowita 

liczba obszar·w obrazu, w kt·rych nie powinno byĺ wykrytych obiekt·w) oraz T oznaczajŃce 

cağkowitŃ liczbň wszystkich pomiar·w.  

Do oceny algorytm·w pod kŃtem szybkoŜci przetwarzania danych wizyjnych stosuje siň 

wskaŦnik FPS [19], informujŃcy o liczbie przetwarzanych ujňĺ/obraz·w w czasie jednej sekundy. 

W dziedzinie CV dŃŨy siň do osiŃgniňcia najwyŨszej moŨliwej wartoŜci FPS, w celu uzyskania 

przetwarzania obrazu w czasie rzeczywistym, przy jednoczesnej minimalizacji wymaganych 

zasob·w obliczeniowych. 

DokğadnoŜĺ (A) [92] 

oznacza stosunek liczby poprawnych detekcji (zar·wno pozytywnych, jak i negatywnych) do 

cağkowitej liczby pomiar·w. Zawiera siň w przedziale od 0 do 1, przy czym im wyŨsza wartoŜĺ, 

tym lepsza skutecznoŜĺ modelu w realizacji zadania. 

Precyzja (Pr), okreŜlana r·wnieŨ jako wartoŜĺ predykcyjna dodatnia (PPV) [92] 

oznacza stosunek liczby poprawnych pozytywnych detekcji do cağkowitej liczby pozytywnych 

detekcji, dokonanych przez model (zar·wno poprawnych, jak i bğňdnych). Precyzja koncentruje 

siň na tym, jak duŨa czňŜĺ detekcji pozytywnych jest prawdziwie pozytywna. Zawiera siň w 

przedziale od 0 do 1, przy czym im wyŨsza wartoŜĺ, tym lepsza skutecznoŜĺ modelu w realizacji 

zadania. 

CzuğoŜĺ, okreŜlana r·wnieŨ jako wskaŦnik recall (R), wskaŦnik prawdziwych detekcji (TPR) 

lub wskaŦnik trafieŒ [92] 

oznacza stosunek liczby poprawnych pozytywnych detekcji do cağkowitej liczby rzeczywistych 

pozytyw·w. WskaŦnik czuğoŜci jest szczeg·lnie waŨny w aplikacjach, gdzie pominiňcie 

pozytywnego przypadku (tj. niezidentyfikowanie istotnego obiektu lub cechy) moŨe mieĺ 

powaŨne konsekwencje. Zawiera siň w przedziale od 0 do 1, przy czym im wyŨsza wartoŜĺ, tym 

lepsza skutecznoŜĺ modelu w realizacji zadania. 
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WskaŦnik negatywnych detekcji (FPR) [92] 

oznacza stosunek liczby detekcji negatywnych, kt·re zostağy bğňdnie zaklasyfikowane jako 

pozytywne, do cağkowitej liczby rzeczywiŜcie negatywnych detekcji. WskaŦnik FPR informuje o 

generowaniu fağszywych alarm·w przez model. Na przykğad, w systemach IVSS, niska wartoŜĺ 

FPR oznacza, Ũe system rzadko zgğasza fağszywe alarmy, poprawnie ignorujŃc elementy, kt·re nie 

stanowiŃ zagroŨenia. Zawiera siň w przedziale od 0 do 1, przy czym im wyŨsza wartoŜĺ, tym 

lepsza skutecznoŜĺ modelu w realizacji zadania. 

Wykres zaleŨnoŜci TPR od FPR przedstawia krzywŃ ROC, kt·rej przykğad przedstawiono na 

Rys. 2.17. 

Krzywa ROC umoŨliwia wyznaczanie wskaŦnika AUC, wartoŜci progu decyzyjnego klasyfikacji 

oraz por·wnanie r·Ũnych modeli klasyfikator·w. WskaŦnik AUC  

odnosi siň do pola powierzchni pod krzywŃ ROC, gdzie n oznacza liczbň klas. WartoŜĺ AUC 

zawiera siň w przedziale wartoŜci od 0 do 1, przy czym im wyŨsza wartoŜĺ, tym lepsza zdolnoŜĺ 

modelu do klasyfikacji, natomiast wartoŜĺ 0.5 oznacza brak zdolnoŜci dyskryminacyjnej, 

r·wnowaŨnŃ losowemu zgadywaniu. WartoŜĺ AUC poniŨej 0.5 sugeruje, Ũe model dziağa gorzej 
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Rys. 2.17 Krzywa ROC oraz obszar AUC [92] 
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niŨ losowe zgadywanie, co moŨe byĺ wynikiem niewğaŜciwej implementacji lub potrzeby dalszej 

optymalizacji modelu. WskaŦnik AUC jest szczeg·lnie istotny w sytuacjach, gdy zbiory klas sŃ 

nier·wnomierne, tj. gdy jedna klasa jest znacznie liczniejsza od drugiej, co jest czňste w wielu 

rzeczywistych problemach klasyfikacyjnych.  

średnia precyzja (AP) [92] 

jest ŜredniŃ wartoŜciŃ precyzji (Pr) przy r·Ũnych poziomach czuğoŜci (R), uzyskanŃ poprzez 

obliczenie obszaru pod krzywŃ precyzjaïczuğoŜĺ, gdzie n oznacza liczbň klas. WskaŦnik AP 

informuje, w jakim stopniu model jest w stanie ğŃczyĺ precyzjň (jak dobrze model unika 

fağszywych alarm·w) i czuğoŜĺ (jak dobrze model wykrywa wszystkie prawdziwe pozytywy). 

WskaŦnik AP (w kontekŜcie detekcji obiekt·w) obliczany jest przy uwzglňdnieniu r·Ũnych 

prog·w wskaŦnika IoU, zwanego r·wnieŨ indeksem Jaccarda [92] 

kt·ry mierzy stopieŒ nakğadania siň obszaru BB generowanego w procesie predykcji (Bp) i 

rzeczywistego obszaru lokalizacji obiektu na obrazie (Ar). Rozszerzeniem wskaŦnika AP jest 

wskaŦnik mAP [92] 

bňdŃcy ŜredniŃ wartoŜciŃ AP dla wszystkich klas obiekt·w rozpoznawanych przez model. 

WskaŦnik mAP obliczany jest czňsto przy IoU = 0.5 (mAP@0.5), ale r·wnieŨ przy uŨyciu Ŝredniej 

z r·Ũnych prog·w IoU (np. mAP@0.5:0.95), co daje bardziej kompleksowŃ ocenň zdolnoŜci 

modelu do dokğadnego lokalizowania i klasyfikowania obiekt·w. WskaŦniki AP, IoU oraz mAP 

zawierajŃ siň w przedziale wartoŜci od 0 do 1, przy czym im wyŨsza wartoŜĺ, tym lepsza zdolnoŜĺ 

modelu do realizacji zadania. 

WskaŦnik F1 [92] 

jest ŜredniŃ harmonicznŃ z dw·ch wartoŜci Pr oraz R, co umoŨliwia r·wnomierne uwzglňdnienie 

obu tych wartoŜci i jest szczeg·lnie poŨŃdane w przypadkach znacznej dysproporcji rozkğadu klas. 
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Zawiera siň w przedziale wartoŜci od 0 do 1, przy czym im wyŨsza wartoŜĺ, tym lepsza zdolnoŜĺ 

modelu do realizacji zadania. 

2.11 Podsumowanie 

W celu realizacji zadaŒ zwiŃzanych ze wstňpnym przetwarzaniem obrazu, wybrano bibliotekň 

OpenCV. Wyb·r ten motywowany jest rozbudowanym zestawem dostňpnych funkcji, wsparciem 

dla DL, akceleracjŃ obliczeŒ realizowanych przy uŨyciu GPU, moŨliwoŜciŃ implementacji w 

wybranym jňzyku C++, darmowŃ licencjŃ BSD oraz wsparciem spoğecznoŜci uŨytkownik·w. 

W celu realizacji test·w systemu, autor postanowiğ uŨyĺ kamerň wieŨyczkowŃ TP-Link Tapo 

C500 wraz z mobilnym statywem studyjnym. Zestaw ten umoŨliwi bezinwazyjne wykonanie 

nagraŒ wideo w poŨŃdanej jakoŜci, niezaleŨnie od wybranej lokalizacji.  

Kalibracja kamery zostanie przeprowadzona z uŨyciem funkcji dostňpnych w bibliotece 

OpenCV. Wyb·r ten jest zasadny, poniewaŨ zwalnia z koniecznoŜci stosowania dodatkowych 

bibliotek lub algorytm·w, jednoczeŜnie umoŨliwiajŃc przeprowadzenie procesu kalibracji w 

spos·b precyzyjny i ğatwy do wykonania. 

Detekcja i klasyfikacja obiekt·w na obrazach zostanie zrealizowana z uŨyciem detektora 

YOLO v4. Wyb·r ten motywowany jest dostňpnoŜciŃ szeregu modeli wytrenowanych na 

popularnym zbiorze danych MS-COCO, co umoŨliwia detekcjň i klasyfikacjň osiemdziesiňciu klas 

typowych obiekt·w, przy zastosowaniu adnotacji typu BB. Ponadto, autorzy detektora YOLO v4 

udostňpniajŃ skrypty programowe, umoŨliwiajŃce przeprowadzenie uczenia maszynowego, 

zorientowanego na wğasny zestaw danych treningowych, a wytrenowane modele sŃ moŨliwe do 

implementacji w wybranym jňzyku C++. 

W procesie uczenia maszynowego modelu detektora YOLO v4 tiny, autor dokona syntezy 

gotowych baz danych, zawierajŃcych pr·bki poŨŃdanych klas obiekt·w, kt·re zostağy zaczerpniňte 

z kilku platform internetowych, takich jak: Roboflow, ImageNet oraz Keegle. Uzasadnieniem 

wyboru tych Ŧr·değ jest publiczna dostňpnoŜĺ duŨej liczby pr·bek dla specyficznych klas obiekt·w 

wraz z adnotacjami.  

W celu realizacji zadaŒ zwiŃzanych z ANPR, autor postanowiğ uŨyĺ silnik Tesseract OCR. 

Uzasadnienie tego wyboru motywowane jest gğ·wnie wysokŃ skutecznoŜciŃ opisywanŃ w pracach 

przeglŃdowych, moŨliwoŜciŃ implementacji w wybranym jňzyku C++, dostňpnoŜciŃ bogatej 

funkcjonalnoŜci oraz ciŃgğym rozwojem technologii przez tw·rc·w i szerokie grono 

uŨytkownik·w. WejŜcie silnika bňdŃ stanowiĺ fragmenty obrazu, oznaczone przez detektor YOLO 

v4 tiny jako tablice rejestracyjne. 

Estymacja sylwetek os·b na obrazie zostanie zrealizowana przy uŨyciu detektora OpenPose. 

Wyb·r ten uzasadnia wysoka wydajnoŜĺ przetwarzania wynikajŃcŃ z typu podejŜcia Bottom-Up 

oraz implementacja programowa biblioteki w wybranym jňzyku C++. Ponadto, autorzy biblioteki 
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OpenPose udostňpniajŃ publicznie peğen kod Ŧr·dğowy, peğnŃ dokumentacjň programistycznŃ 

dostňpnŃ online, wytrenowane modele, jak r·wnieŨ oferujŃ wsparcie dla uŨytkownik·w poprzez 

forum internetowe. 

Algorytm Ŝledzenia obiekt·w zostanie opracowany przy uŨyciu klasycznych technik 

analitycznych, opartych na analizie punktu. Uzasadnieniem tego wyboru jest chňĺ ograniczenia 

konsumpcyjnoŜci obliczeniowej projektowanego systemu, zwiŃzanej z uŨyciem zbyt wielu modeli 

ML. Proponowany algorytm Ŝledzenia MOT bňdzie stanowiğ syntezň analizy deterministycznej 

(wyznaczanie minimalnej odlegğoŜci pomiňdzy BB na kolejnych ujňciach) i stochastycznej (filtr 

Kalmana generujŃcy predykcjň lokalizacji obiektu na kolejnym ujňciu). 

W celu realizacji zadaŒ zwiŃzanych z klasyfikacjŃ aktywnoŜci czğowieka na obrazie, autor 

opracuje algorytmy, bazujŃce na klasycznych technikach analitycznych, w podejŜciu stanowiŃcym 

syntezň analizy przestrzenno-czasowej (opartej na trajektorii) oraz analizy cech wyglŃdu (opartej 

na wzorcach ruchu). Jako wzorzec sylwetki uŨyty zostanie model kinematyczny osoby 

generowany przy pomocy detektora OpenPose. W tym przypadku rezygnacja z metod opartych na 

uczeniu maszynowym jest zasadna, poniewaŨ proces klasyfikacji rozpatrywanych typ·w 

aktywnoŜci moŨe zostaĺ opisany przy uŨyciu nieskomplikowanych zestaw·w reguğ i funkcji 

decyzyjnych. Ponadto, przyjňte podejŜcie nie wymaga stosowania duŨych zbior·w danych 

uczŃcych. 

Estymacja parametr·w ruchu obiekt·w z obrazu 2D do przestrzeni 3D zostanie zrealizowana 

przy uŨyciu dedykowanego algorytmu kalibracji sceny. Algorytm ten bňdzie przeznaczony do 

generowania macierzy projekcji 3D, kt·rej dane umoŨliwiŃ rzutowanie pikseli obrazu do 

wsp·ğrzňdnych rzeczywistych podğoŨa obserwowanej sceny. Dziňki temu, projektowany system 

zyska zdolnoŜĺ automatycznego okreŜlania prňdkoŜci oraz dystansu przemieszczania wszystkich 

zidentyfikowanych obiekt·w w polu widzenia kamery. 

W celu opracowania i przetestowania projektowanego systemu IVSS, autor postanowiğ uŨyĺ 

jednostkň GPU ï NVIDIA RTX 3080, kt·rej wyb·r uzasadnia atrakcyjny stosunek ceny do mocy 

obliczeniowej, co przekğada siň na optymalizacjň koszt·w przy zapewnieniu poŨŃdanej 

wydajnoŜci systemu.  
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3 Inteligentne systemy nadzoru wizyjnego 

Inteligentne systemy nadzoru wizyjnego (IVSS) [93] to kompleksowe rozwiŃzania 

technologiczne, umoŨliwiajŃce realizacjň analizy i oceny informacji wizyjnej przy uŨyciu 

zaawansowanych technik automatycznego przetwarzania obraz·w. Gğ·wnym celem tych 

system·w jest zapewnienie moŨliwoŜci skutecznego nadzoru i zarzŃdzania obszarami objňtymi 

monitoringiem w celu zwiňkszenia bezpieczeŒstwa ludzi oraz ochrony mienia. Pomimo 

znaczŃcego postňpu w dziedzinie CV, istniejŃce badania [16] wskazujŃ, iŨ opracowanie 

precyzyjnego i efektywnego systemu IVSS jest przedsiňwziňciem bardzo zğoŨonym. Gğ·wnym 

problemem jest wieloaspektowoŜĺ ludzkich zachowaŒ, kt·ra zaleŨy od takich czynnik·w jak: 

kontekst sytuacji, czas trwania, miejsce zdarzenia czy liczba os·b i ich interakcja z obiektami 

znajdujŃcymi siň na scenie. Inne trudnoŜci zwiŃzane sŃ ze zğoŨonoŜciŃ sceny oraz dynamikŃ jej 

zmian w czasie. NaleŨy tu wskazaĺ przede wszystkim na warunki Ŝrodowiskowe (np. oŜwietlenie, 

opady atmosferyczne, mgğa), kt·re majŃ negatywny wpğyw na skutecznoŜĺ analizy. Dodatkowe 

wyzwania obejmujŃ wystňpowanie zakğ·ceŒ, okluzji, a takŨe ograniczenia sprzňtowe, wynikajŃce 

z parametr·w kamer oraz urzŃdzeŒ przetwarzajŃcych pozyskane dane wizyjne. MnogoŜĺ i 

zğoŨonoŜĺ opisanych problem·w dowodzŃ potrzeby dalszego rozwoju w obszarze system·w 

IVSS. 

3.1 Obszary zastosowaŒ 

 

Najczňstsze obszary zastosowaŒ system·w IVSS [93] zostağy przedstawione na Rys. 3.1.  

Sektor bezpieczeŒstwa publicznego [93] stanowi najwiňkszy udziağ (37%) w og·lnej liczbie 

obszar·w zastosowaŒ. Dotyczy on gğ·wnie realizacji zadaŒ zwiŃzanych z nadzorem przestrzeni 

(chodnik·w, park·w, wňzğ·w transportowych) oraz obiekt·w (szk·ğ, bank·w, galerii handlowych) 

uŨytku publicznego. Celem jest analiza zachowaŒ obywateli umoŨliwiajŃca identyfikacjň dziağaŒ 

kryminalnych, wandalizmu lub innych form zakğ·cania porzŃdku publicznego. 

Rys. 3.1 Obszary najczňstszych zastosowaŒ system·w IVSS [93] 
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Sektor zarzŃdzania ruchem [93] stanowi 18% udziağu. Dotyczy on gğ·wnie realizacji zadaŒ 

zwiŃzanych z nadzorem dr·g, skrzyŨowaŒ i przestrzeni parkingowych w celu detekcji kolizji, 

wypadk·w, zator·w komunikacyjnych oraz naruszeŒ przepis·w drogowych. 

Sektor zarzŃdzania tğumem [93] stanowi 15% udziağu. Dotyczy on gğ·wnie realizacji zadaŒ 

zwiŃzanych z nadzorem duŨej liczby os·b znajdujŃcych siň na monitorowanej scenie, 

umoŨliwiajŃc detekcje zdarzeŒ takich jak zatory komunikacyjne czy przeludnienia. 

Sektor monitorowania Ŝrodowiska [93] stanowi 15% udziağu. Dotyczy on gğ·wnie realizacji 

zadaŒ zwiŃzanych z analizŃ zmian Ŝrodowiskowych w aspektach klňsk Ũywioğowych, takich jak 

powodzie czy poŨary oraz og·lnopojňtej meteorologii.  

Sektor opieki zdrowotnej [93] stanowi 15% udziağu. Dotyczy on gğ·wnie realizacji zadaŒ 

zwiŃzanych z nadzorem os·b starszych, chorych i niepeğnosprawnych w celu identyfikacji ich 

aktualnego stanu zdrowia (zdalne monitorowanie pacjent·w) oraz detekcji zdarzeŒ potencjalnie 

niebezpiecznych (np. upadek czy leŨenie w bezruchu).  

3.2 Og·lna klasyfikacja system·w IVSS 

W og·lnym ujňciu, klasyfikacje typ·w system·w IVSS moŨna uproŜciĺ do [93]: system·w 

detekcji zdarzeŒ alarmowych oraz system·w detekcji aktywnoŜci anormalnych. 

Systemy detekcji zdarzeŒ alarmowych [94] umoŨliwiajŃ precyzyjnŃ detekcjň i klasyfikacjň 

tzw. zdarzeŒ krytycznych, zaobserwowanych na nagraniu wideo oraz aktywowanie przypisanej 

im procedury alarmowej. Istota dziağania sprowadza siň do implementacji technik 

dyskryminacyjnych, kt·re umoŨliwiajŃ interpretacjň wzorc·w zdarzeŒ krytycznych, mogŃcych 

stanowiĺ przesğankň o wystŃpieniu konkretnego zdarzenia z grupy rozpatrywanych zdarzeŒ 

alarmowych.  

Systemy detekcji aktywnoŜci anormalnych [95], w przeciwieŒstwie do system·w opartych na 

detekcji zdarzeŒ, charakteryzuje brak moŨliwoŜci klasyfikacji konkretnych typ·w zachowaŒ. 

DziağajŃ na zasadzie klasyfikacji binarnej, wskazujŃc na wystŃpienie lub brak wystŃpienia 

potencjalnych zachowaŒ anormalnych w obszarze monitorowanej sceny. Istota dziağania 

sprowadza siň do moŨliwoŜci nauczenia systemu wzorc·w zachowaŒ normalnych, 

niewzbudzajŃcych podejrzeŒ. Nastňpnie, system realizuje proces analizy por·wnawczej, 

polegajŃcy na sprawdzaniu stopnia odchyleŒ pomiňdzy zachowaniami obserwowanymi na 

aktualnej scenie, a zachowaniami wzorcowymi. Tak przygotowany system jest w stanie wykryĺ 

sytuacje wykraczajŃce poza ustalone kryterium progowe, w celu aktywowania procedury 

alarmowej.  

Z uwagi na przyjňte cele badawcze oraz przeznaczenie projektowanego systemu, autor 

postanawia ograniczyĺ rozpoznanie literaturowe tylko do grupy system·w IVSS, realizujŃcych 
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detekcjň zdarzeŒ alarmowych. Zatem, z uwagi na brak zastosowania w niniejszej rozprawie, 

systemy detekcji aktywnoŜci anormalnych nie bňdŃ szczeg·ğowiej omawiane.  

3.3 Architektur y system·w IVSS 

Systemy IVSS przeznaczone sŃ do monitorowania przestrzeni zar·wno prywatnych jak i 

publicznych przy uŨyciu r·Ũnego rodzaju sprzňtu rejestrujŃcego (kamery CCTV) oraz 

przetwarzajŃcego sekwencje wideo [96]. Na Rys. 3.2 przedstawiono przykğad modelu przepğywu 

danych w systemach detekcji zdarzeŒ alarmowych.  

W pierwszej kolejnoŜci sygnağ z kamer monitoringu przesyğany jest w formie strumienia 

danych wideo. W drugim kroku dane ze Ŧr·dğa sygnağu wizyjnego podlegajŃ procesowi wstňpnego 

przetwarzania, umoŨliwiajŃc detekcjň poŨŃdanych cech obiekt·w. Przetworzone dane stanowiŃ 

wejŜcie dla algorytm·w detekcji zdarzeŒ prostych, a nastňpnie zdarzeŒ zğoŨonych. W modelu 

wystňpuje podziağ na trzy gğ·wne architektury systemowe: Cloud, Edge oraz Fog.  

W systemach o architekturze typu Cloud [96] przetwarzanie i analiza danych odbywajŃ siň w 

centralnej chmurze obliczeniowej. WŜr·d zalet tego rozwiŃzania naleŨy wskazaĺ wysokŃ 

wydajnoŜĺ obliczeniowŃ oraz wielkoskalowy magazyn pamiňci, co jest korzystne przy realizacji 

uczenia maszynowego i przechowywania duŨej iloŜci danych z r·Ũnych Ŧr·değ. Do wad tego 

rozwiŃzania naleŨŃ: ograniczenie prywatnoŜci, zwiŃzane z koniecznoŜciŃ udostňpniania obrazu z 

Rys. 3.2 Przykğad modelu przepğywu danych w systemach IVSS [96] 
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monitoringu serwerom zewnňtrznym, obciŃŨenie ğŃcza sieciowego oraz op·Ŧnienia 

komunikacyjne, zaleŨne od stabilnoŜci i przepustowoŜci usğug sieciowych. 

Dla por·wnania, w systemach o architekturze typu Edge [96] przetwarzanie danych odbywa 

siň lokalnie, tzn. bezpoŜrednio w urzŃdzeniach rejestrujŃcych obraz lub w urzŃdzeniach 

znajdujŃcych siň relatywnie blisko Ŧr·değ sygnağu wizyjnego. Zaletami tego rozwiŃzania sŃ 

skr·cony czas odpowiedzi, mniejsze obciŃŨenie sieci i wiňksza prywatnoŜĺ, gdyŨ dane nie muszŃ 

byĺ przesyğane przy uŨyciu ğŃcza sieciowego. Gğ·wnŃ wadŃ tego typu architektury jest niska 

wydajnoŜĺ obliczeniowa. 

DogodnŃ alternatywŃ, stanowiŃcŃ kompromis pomiňdzy systemami typu Cloud i Edge, sŃ 

systemy o architekturze typu Fog [96]. W tym podejŜciu przetwarzanie danych jest rozszerzone o 

moŨliwoŜĺ uŨycia infrastruktury sieciowej, lecz wciŃŨ odbywa siň blisko lokalizacji Ŧr·dğa sygnağu 

wizyjnego. Kompromis pomiňdzy lokalnym a centralnym przetwarzaniem pozwala na osiŃgniňcie 

elastycznoŜci i skalowalnoŜci systemu. W przeciwieŒstwie do architektury typu Cloud, 

architektura typu Fog umoŨliwia zmniejszenie obciŃŨenia ğŃcza sieciowego oraz zachowanie 

prywatnoŜci poprzez utrzymanie lokalnej kontroli danych wizyjnych. Natomiast, w 

przeciwieŒstwie do architektury Edge, architektura typu Fog umoŨliwia realizacjň znacznie 

bardziej rozbudowanych modeli przetwarzania danych dziňki uŨyciu jednostek obliczeniowych 

takich jak GPU czy TPU.  

3.4 PrzeglŃd rozwiŃzaŒ w obszarze IVSS  

Istnieje wiele wariant·w system·w monitoringu wideo, co umoŨliwia przeprowadzenie 

wielostopniowej kategoryzacji. Aby zatem osiŃgnŃĺ wymaganŃ rzeczowoŜĺ, autor rozprawy 

ograniczyğ zakres przeglŃdu istniejŃcych rozwiŃzaŒ, przyjmujŃc kryteria wyboru dostosowane do 

docelowego przeznaczenia projektowanego systemu IVSS. Wybrane kryteria dotyczŃ 

wielozadaniowych system·w inteligentnego nadzoru wizyjnego, zdolnych do analizy danych w 

czasie rzeczywistym, w kt·rych Ŧr·dğem sygnağu wejŜciowego jest strumieŒ kolorowego obrazu 

wideo, pozyskiwany przy uŨyciu pojedynczych, konwencjonalnych, statycznych kamer 

monitoringowych 2D.  

3.4.1 Analiza stosowanych technik  

Tab. 3.1 stanowi opracowanie wğasne autora i zawiera chronologiczny wykaz 24 prac 

badawczych, wybranych spoŜr·d 143 analizowanych w ramach szeroko zakrojonego przeglŃdu 

literatury. Prace te szczeg·ğowo opisujŃ implementacje referencyjnych system·w IVSS i zostağy 

uznane za szczeg·lnie istotne w kontekŜcie niniejszej analizy ze wzglňdu na ich reprezentatywnoŜĺ 

oraz zgodnoŜĺ z przyjňtymi kryteriami. Dane zawarte w Tab. 3.1 stanowiŃ podstawň do 

przeprowadzenia analizy por·wnawczej, bňdŃcej podstawŃ do oceny proponowanych rozwiŃzaŒ.  
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Tab. 3.1 Chronologiczne zestawienie por·wnawcze referencyjnych system·w IVSS 

ťr·dğo Data 
Techniki przetwarzania obraz·w uŨyte w celu klasyfikacji 

zdarzeŒ alarmowych 

Algorytm y 

przestrzennej analizy 

sceny 

Algorytm y MOT  WskaŦniki oceny jakoŜci Bazy danych 

[97] 1997 

Analityczne techniki odejmowania tğa, detekcja ruchomych 

krawňdzi, analiza r·Ũnic w poziomach szaroŜci, analiza 

tekstur oraz samoorganizujŃca siň ANN 

Brak implementacji Brak implementacji Brak informacji 
Opracowane przez 

autor·w 

[98] 2004 

Analityczne techniki segmentacji pierwszoplanowej na 

podstawie kontrastu luminancji, analiza lokalizacji i 

trajektorii obiekt·w pierwszoplanowych 

Brak implementacji 

Wyznaczanie 

najmniejszej odlegğoŜci 

BB na kolejnych 

ujňciach 

10 FPS CAVIAR 

[99] 2005 

Kontynuacja pracy [97], analityczne techniki segmentacji 

pierwszoplanowej przy uŨyciu algorytmu peğnego 

dopasowania blokowego (identyfikacji pikseli tğa przy uŨyciu 

mieszaniny rozkğad·w prawdopodobieŒstwa Gaussa) 

Interpretacja 

znieksztağceŒ 

perspektywicznych na 

podstawie prňdkoŜci 

przemieszczania siň 

obiekt·w w r·Ũnych 

odlegğoŜciach od 

kamery 

Algorytm peğnego 

dopasowania blokowego 

w poğŃczeniu z 

wyznaczaniem 

najmniejszej odlegğoŜci 

BB na kolejnych 

ujňciach 

DokğadnoŜĺ 72% 
Opracowane przez 

autor·w 

[100] 2005 

Analityczne techniki detekcji ruchomych element·w tğa przy 

uŨyciu pikselowego rozkğadu Gaussa, detekcja zdarzeŒ przy 

uŨyciu technik AI (brak szczeg·ğowych informacji) 

Brak implementacji 

Metoda por·wnywania 

tr·jwymiarowych 

histogram·w barw 

wykrytych obiekt·w 

Brak informacji 

PETS, CREDS oraz 

opracowane przez 

autor·w 
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ťr·dğo Data 
Techniki przetwarzania obraz·w uŨyte w celu klasyfikacji 

zdarzeŒ alarmowych 

Algorytm y 

przestrzennej analizy 

sceny 

Algorytm y MOT  WskaŦniki oceny jakoŜci Bazy danych 

[101] 2009 

Analityczne techniki odejmowania tğa na podstawie 

mieszaniny rozkğad·w prawdopodobieŒstwa Gaussa, analiza 

trajektorii, r·Ũnicowanie histogram·w kolor·w 

Brak implementacji 

Online appearance 

model [102] w 

poğŃczeniu z technikŃ 

kwantyzacji kolor·w 

(Bi-Conic Color 

Quantization) 

10 FPS 

PETS 2001 oraz 

opracowane przez 

autor·w 

[103] 2012 

Analityczne techniki odejmowania tğa, detekcja zdarzeŒ 

oparta na deskryptorach semantycznych wyznaczanych na 

podstawie cech ruchu obiekt·w (szybkoŜĺ, trajektoria, 

lokalizacja) 

Zaimplementowano, 

lecz brak 

szczeg·ğowych 

informacji 

Zaimplementowano, 

lecz brak 

szczeg·ğowych 

informacji 

Precyzja 92%, czuğoŜĺ 70%, 5 

FPS 

BEHAVE, CAVIAR 

(PETS 2004) oraz 

PETS 2006 

[104] 2014 

Analityczne techniki odejmowania tğa, klasyfikator 

MARTMAP (ang. Modular Adaptive Resonance Theory 

Map) [105], analiza cech wyglŃdu (tekstura, kolor, rozmiary) 

Brak implementacji 

Analiza ruchu ksztağt·w 

obiekt·w w poğŃczniu z 

filtrem czŃsteczkowym 

DokğadnoŜĺ 83.02%; czuğoŜĺ 

87.82%, precyzja 92.79%, 11 

FPS 

PETS, CANTATA, 

UMN, i-LIDS oraz 

YouTube 

[106] 2014 

Analityczne techniki odejmowania tğa, analiza trajektorii, 

klasyfikator JRoG (ang. Joint Ranking of Granules Features) 

[107] 

Algorytm zaczerpniňty 

z pracy [108] 

Analiza ruchu ksztağt·w 

obiekt·w w poğŃczniu z 

filtrem czŃsteczkowym 

CzuğoŜĺ 78%, precyzja 100%, 

10 FPS 

Opracowane przez 

autor·w 

[109] 2015 

Analityczne techniki odejmowania tğa, model SVM do 

wyznaczania r·Ũnic cech: GCH (Global Color Histogram), 

LBP (Local Binary Pattern), oraz HOG 

Brak implementacji 

Filtr Kalmana w 

poğŃczniu z LSAP (ang. 

Linear Sum Assignment 

Problem) 

DokğadnoŜĺ 91%, 

CAVIAR oraz 

opracowane przez 

autor·w 
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ťr·dğo Data 
Techniki przetwarzania obraz·w uŨyte w celu klasyfikacji 

zdarzeŒ alarmowych 

Algorytm y 

przestrzennej analizy 

sceny 

Algorytm y MOT  WskaŦniki oceny jakoŜci Bazy danych 

[110] 2017 

Brak implementacji algorytm·w detekcji obiekt·w (autorzy 

bazujŃ na gotowych detekcjach z baz danych), detekcja 

zdarzeŒ przy uŨyciu hybrydowego modelu IBSTM (ang. 

Interval-Based Spatio-Temporal Model) ğŃczŃcego modele 

Threshold Model (przestrzenno-czasowa analiza ruchu), BoA 

(ang. Bag of Actions) (redukcja przestrzeni poszukiwaŒ w 

fazie wykrywania) oraz MLN (ang. Markov Logic Network) 

(generowanie zrozumiağych i ğatwych w zarzŃdzaniu 

predykcji logicznych) 

Brak implementacji 

(autorzy uŨywajŃ 

parametr·w 3D sceny 

dostarczonych w 

bazach danych) 

Analiza trajektorii 

obiekt·w z ostatnich 15 

ujňĺ 

DokğadnoŜĺ dla bazy CAVIAR: 

88%, dla bazy BEHAVE: 91% 

CAVIAR, BEHAVE 

oraz opracowane 

przez autor·w 

[111] 2018 

Detekcja obiekt·w przy uŨyciu YOLO v2, estymacja 

sylwetek przy uŨyciu modelu CNN, klasyfikacja zdarzeŒ przy 

uŨyciu modelu LSTM 

Brak implementacji Filtr Kalmana CzuğoŜĺ 82%, precyzja 84% UT-Interaction-Data 

[112] 2019 
Analiza lokalizacji i trajektorii punktor·w szkieletu 

OpenPose w obszarach ROI 
Brak implementacji Brak implementacji Brak informacji 

Opracowane przez 

autor·w 

[113] 2019 

Detektor YOLO v1 w poğŃczeniu z wielowarstwowym 

modelem reprezentacji wiedzy EDCAR (ang. Elements and 

Descriptors of Context and Action Representations) 

Brak implementacji 
Tracking-Learning-

Detection [114] 

Precyzja 98%, czuğoŜĺ 81%, 

dokğadnoŜĺ 86%, F1 88% 

Behave, Caviar, 

UMN-Crowd, 

iLids, Pets2006, 

Pets2012 oraz 

UT-Interaction, 

UCF-Crime 

[115] 2020 
Analiza przepğywu optycznego (szybkoŜci i kierunku 

poruszania siň obiekt·w) 
Brak implementacji Brak implementacji 

DokğadnoŜĺ 93.89%, precyzja 

96.21%, czuğoŜĺ 94.9%, AUC 

90% 

UMN, Avenue oraz 

YouTube 
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ťr·dğo Data 
Techniki przetwarzania obraz·w uŨyte w celu klasyfikacji 

zdarzeŒ alarmowych 

Algorytm y 

przestrzennej analizy 

sceny 

Algorytm y MOT  WskaŦniki oceny jakoŜci Bazy danych 

[116] 2021 

Ekstrakcja cech przy uŨyciu I3D (ang. Inflated 3D 

Convolutional Network), klasyfikacja zdarzeŒ przy uŨyciu 

sieci LSTM 

Brak implementacji Brak implementacji DokğadnoŜĺ 59%, AUC 87% 

Avenue, UCSD Ped2, 

ShanghaiTech, 

UCF-Crime oraz 

opracowana przez 

autor·w LAD 

[117] 2021 
Ekstrakcja cech przy uŨyciu 3DConvNets, klasyfikacja 

zdarzeŒ przy uŨyciu w peğni poğŃczonej sieci NN 
Brak implementacji Brak implementacji 

DokğadnoŜĺ 45%, precyzja 

45%, czuğoŜĺ 45%, F1 45%, 

AUC 82% 

UCF-Crime 

[118] 2021 
Ekstrakcja cech przy uŨyciu sieci CNN, nastňpnie 

klasyfikacja zdarzeŒ przy uŨyciu sieci LSTM 
Brak implementacji Brak implementacji 

DokğadnoŜĺ/czuğoŜĺ/ 

precyzja/F1/AUC dla bazy 

UCF-Crime 78/78/87/81/96%, 

dla bazy UMN 

98/98/98/98/98%, dla bazy 

Avenue 99/98/99/99/98%, 114 

FPS 

UMN, Avenue oraz 

UCF-Crime 

[119] 2022 

Ekstrakcja cech przy uŨyciu sieci CNN opartej na 

architekturze ResNet50, nastňpnie klasyfikacja zdarzeŒ przy 

uŨyciu sieci ConvLSTM 

Brak implementacji Brak implementacji 

Precyzja 22.93%, 

czuğoŜĺ 24.31%, 

F1 23.60%, 

dokğadnoŜĺ 22.72%, AUC 82% 

UCF-Crime 

[120] 2022 

Zmodyfikowany model OpenPose (zastosowanie sieci 

ResNet-51 zamiast VGG-19 w etapie ekstrakcji cech), analiza 

cech morfologicznych i dynamicznych punktor·w 

szkielet·w, klasyfikacja zdarzeŒ przy uŨyciu SVM 

Brak implementacji Brak implementacji 

DokğadnoŜĺ 94.2%, precyzja 

97.1%, czuğoŜĺ 90.5%, 

F1 93.7% 

Opracowane przez 

autor·w 
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ťr·dğo Data 
Techniki przetwarzania obraz·w uŨyte w celu klasyfikacji 

zdarzeŒ alarmowych 

Algorytm y 

przestrzennej analizy 

sceny 

Algorytm y MOT  WskaŦniki oceny jakoŜci Bazy danych 

[121] 2023 

Autorski algorytm pomijania mniej znaczŃcych ujňĺ dla 

detekcji zdarzeŒ o r·Ũnej dğugoŜci czasu trwania, detekcja 

zdarzeŒ przy uŨyciu autorskiego modelu sieci Inflated 

Inception I3D network 

Brak implementacji Brak implementacji 

Precyzja 47%, czuğoŜĺ 47%, F1 

47%, dokğadnoŜĺ 47%, AUC 

84% 

UCF-Crime 

[122] 2023 

Ekstrakcja cech przy uŨyciu sieci C3D (ang. 3D 

Convolutional Neural Networks), detekcja i lokalizacja 

aktywnoŜci przy uŨyciu autoenkodera opartego na CNN, 

klasyfikacja zdarzeŒ przy uŨyciu sieci GAN 

Brak implementacji Brak implementacji 

DokğadnoŜĺ dla bazy UT 

Interaction: 97.5%, HCA: 

89.6%, UCF-Crime: 47.34%, 

AUC dla bazy UCF-Crime: 

80.6% 

UT Interaction, HCA 

oraz UCF-Crime 

[123] 2024 
Ekstrakcja cech przy uŨyciu sieci CNN, nastňpnie 

klasyfikacja zdarzeŒ przy uŨyciu sieci Bi-LSTM 
Brak implementacji Brak implementacji 

Precyzja 79%, czuğoŜĺ 79%, F1 

79%, 32 FPS 
UCF-Crime 

[124] 2024 

Ekstrakcja cech i klasyfikacja zdarzeŒ przy uŨyciu sieci MD-

RAN (ang. Multiscale Dilated assisted Residual Attention 

Network), implementacja autorskiego optymalizatora hiper 

parametr·w sieci MRP-ChOA (ang. Modified Random 

Parameter-based Chimp Optimization Algorithm) 

Brak implementacji 

śledzenie aktywnoŜci 

przy uŨyciu 

zmodyfikowanego 

modelu YOLO v3 (AM-

YOLO V3) 

DokğadnoŜĺ/czuğoŜĺ/precyzja/F1 

dla bazy UCF-Crime: 

95%/95%/60%73%, dla bazy 

XD-Violence: 

95%/95%/40%/56% 

UCF-Crime oraz XD-

Violence 

[125] 2024 

Algorytm pomijania mniej znaczŃcych ujňĺ dla detekcji 

zdarzeŒ o r·Ũnej dğugoŜci czasu trwania, detekcja zdarzeŒ 

przy uŨyciu modelu DL o nazwie AnomalyNet bazujŃcego na 

cechach przestrzenno-czasowych i przepğywie optycznym 

Brak implementacji Brak implementacji 

Dla bazy UFC-Crime: precyzja 

47%, czuğoŜĺ 42%, F1 44%, 

dokğadnoŜĺ 51%, AUC 86% 

UCF-Crime oraz 

ShanghaiTech 
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W Tab. 3.1 uŨyto piňĺ kryteri·w por·wnawczych:  

1) Techniki przetwarzania obraz·w uŨyte w celu klasyfikacji zdarzeŒ alarmowych ï 

kryterium majŃce na celu wskazanie kluczowych metod i algorytm·w uŨytych w 

poszczeg·lnych systemach IVSS do realizacji zadaŒ zwiŃzanych z detekcjŃ i klasyfikacjŃ 

obiekt·w, ekstrakcjŃ cech i klasyfikacjŃ zdarzeŒ alarmowych.  

2) Algorytmy przestrzennej analizy sceny ï kryterium majŃce na celu wskazanie kluczowych 

metod i algorytm·w uŨytych w poszczeg·lnych systemach IVSS do realizacji zadaŒ 

zwiŃzanych z oszacowaniem parametr·w ruchu obiekt·w w Ŝrodowisku rzeczywistym 

monitorowanej sceny.  

3) Algorytmy MOTï kryterium majŃce na celu wskazanie kluczowych metod i algorytm·w, 

uŨytych w poszczeg·lnych systemach IVSS do realizacji zadaŒ zwiŃzanych z 

gromadzeniem informacji o zmianach parametr·w ruchu oraz zachowania obserwowanych 

obiekt·w w funkcji czasu. 

4) WskaŦniki oceny jakoŜci ï kryterium majŃce na celu wskazanie, jakich wskaŦnik·w oceny 

jakoŜci uŨywa siň najczňŜciej podczas test·w system·w IVSS oraz wskazanie ich wartoŜci 

liczbowych w celu umoŨliwienia p·Ŧniejszego por·wnania poszczeg·lnych system·w 

IVSS z systemem projektowanym w niniejszej rozprawie.  

5) Bazy danych ï kryterium majŃce na celu wskazanie, jakich baz danych uŨywa siň 

najczňŜciej w celu ewaluacji opracowanych system·w IVSS pod kŃtem zdolnoŜci do 

klasyfikowania zdarzeŒ alarmowych.  

Techniki przetwarzania obraz·w uŨyte w celu klasyfikacji zdarzeŒ alarmowych 

Pierwsze kryterium por·wnawcze umoŨliwia dokonanie klasyfikacji system·w IVSS na trzy 

etapy rozwoju.  

Pierwszy etap obejmuje rozwiŃzania z lat 1997ï2014. Zastosowane tu metody zostağy 

zorientowane gğ·wnie na moŨliwoŜci uŨycia analitycznych technik detekcji obiekt·w 

pierwszoplanowych, realizowanych gğ·wnie poprzez detekcjň ruchomych element·w tğa, takich 

jak krawňdzie [97], czy teŨ analizň kontrastu luminacji [98]. W kolejnych latach autorzy 

implementowali bardziej efektywne metody detekcji obiekt·w oparte na analizie cech zğoŨonych, 

takich jak cechy wyglŃdu (kolory [101], tekstury [106]) oraz cech ruchu (szybkoŜĺ trajektorii i 

lokalizacja [104]). Analityczne techniki detekcji obiekt·w pierwszoplanowych, zorientowane 

gğ·wnie na identyfikacji ruchomych element·w tğa, czňsto uniemoŨliwiağy realizacje procesu 

detekcji i Ŝledzenia obiekt·w pozostajŃcych w spoczynku. Bazowanie wyğŃcznie na prostych 

cechach wyglŃdu byğo czňstym powodem braku implementacji metod klasyfikacji obiekt·w, co 

r·wnieŨ wpğywağo niekorzystnie na precyzje detekcji zdarzeŒ alarmowych.  
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Problemy zwiŃzane z detekcjŃ i klasyfikacjŃ obiekt·w zostağy w znacznym stopniu 

rozwiŃzane w drugim etapie rozwoju system·w IVSS, za kt·rego poczŃtek moŨna przyjŃĺ rok 

2015, kiedy to rozpoczňto stosowanie zaawansowanych modeli uczenia maszynowego. 

Implementacje ML obejmowağy gğ·wnie SVM [109], CNN i LSTM [111], YOLO [111,113] oraz 

OpenPose [112].  

Trzeci etap rozwoju, za kt·rego poczŃtek moŨna przyjŃĺ rok 2021, wskazuje na zmianň 

klasycznej koncepcji projektowania system·w IVSS, w myŜl kt·rej kaŨde zadanie zwiŃzane z 

detekcjŃ, klasyfikacjŃ i Ŝledzeniem obiekt·w, a nastňpnie identyfikacjŃ zdarzeŒ alarmowych byğo 

realizowane osobno, przy uŨyciu r·Ũnych technik, w formie wieloetapowego przetwarzania 

obrazu. Najnowsze badania wskazujŃ na utrzymujŃcy siň trend stosowania dwuetapowego procesu 

analizy obrazu przy uŨyciu dw·ch modeli DL. Pierwszy etap odnosi siň do realizacji ekstrakcji 

poŨŃdanych cech z obrazu, najczňŜciej przy uŨyciu modeli DL opartych na architekturach CNN 

[116ï119,122,123]. Drugi etap to finalna klasyfikacja zdarzeŒ alarmowych na podstawie 

opracowanych cech, najczňŜciej przy uŨyciu modeli DL opartych na architekturach LSTM 

[116,118,119,123]. Prezentowane podejŜcie dwuetapowe w pewnym stopniu upraszcza projekt 

systemu IVSS, umoŨliwiajŃc uzyskanie akceptowalnych wynik·w w zakresie ograniczonego 

obszaru zastosowaŒ, ŜciŜle zwiŃzanego z uŨytŃ bazŃ danych uczŃcych. NajczňŜciej jednak takie 

podejŜcie utrudnia osiŃgniňcie wyŨszego stopnia uniwersalnoŜci i skalowalnoŜci systemu do pracy 

w r·Ũnych Ŝrodowiskach. Jest tak, poniewaŨ uproszczona konstrukcja w wielu przypadkach 

uniemoŨliwia realizacjň zadaŒ zwiŃzanych ze Ŝledzeniem obiekt·w, estymacjŃ parametr·w ruchu 

obiekt·w w rzeczywistym ukğadzie odniesienia, wyznaczaniem indywidualnych stref ROI, czy 

precyzyjnym dostosowywaniem parametr·w czuğoŜci detekcji kaŨdego z rozpoznawanych 

zdarzeŒ. 

Algorytmy analizy przestrzennej sceny 

W pracy [99] autorzy opisujŃ algorytm kalibracji sceny na podstawie analizy rozkğadu 

prňdkoŜci obiekt·w oraz ich pozycji na obrazie. Zastosowana tu logika oparta jest na uproszczeniu, 

iŨ ludzie zazwyczaj poruszajŃ siň z podobnŃ prňdkoŜciŃ, niezaleŨnie od odlegğoŜci od kamery 

(gğňbokoŜci sceny). To podejŜcie wymaga nieprzerwanego i precyzyjnego Ŝledzenia obiekt·w oraz 

analizy ich ruchu, co moŨe byĺ wyzwaniem w zatğoczonych lub dynamicznie zmieniajŃcych siň 

scenach. Autorzy sami wymieniajŃ szereg problem·w mogŃcych powodowaĺ nieprawidğowe 

dziağanie algorytmu takie jak: okluzje os·b, brak detekcji os·b, stacjonarnoŜĺ os·b, a takŨe 

pionowy kierunek ruchu os·b (wzglňdem obrazu).  

W pracy [103] w celu detekcji upadku, autorzy uŨywajŃ pomiar·w rzeczywistej wysokoŜci 

osoby, kt·rej wartoŜĺ jest wynikiem estymacji przestrzeni 2D obrazu do rzeczywistej przestrzeni 
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sceny 3D podawanej w metrach. Niestety, autorzy nie podajŃ szczeg·ğ·w zwiŃzanych z 

zastosowanŃ technikŃ estymacji wymiar·w 2D do 3D. 

System prezentowany w pracy [106] zostağ wyposaŨony w implementacjň metody kalibracji 

sceny zaczerpniňtŃ z artykuğu [108]. Metoda ta polega na uŨyciu mobilnego w·zka kalibracyjnego 

oraz zestawu znacznik·w Ŝwietlnych. Przez precyzyjne obliczenie pozycji i orientacji w·zka 

kalibracyjnego w globalnym systemie wsp·ğrzňdnych sceny oraz analizň znanych wsp·ğrzňdnych 

znacznik·w Ŝwietlnych, algorytm umoŨliwia estymacjň obserwowanych punkt·w 2D do 

przestrzennego ukğadu 3D. Opisana metoda pozwala uzyskaĺ akceptowalnŃ efektywnoŜĺ procesu 

kalibracji sceny, natomiast sam proces kalibracji jest utrudniony z powodu koniecznoŜci uŨycia 

specjalistycznego sprzňtu, jakim jest w·zek mobilny wraz z zestawem znacznik·w Ŝwietlnych. 

W pracy [110] zaproponowano uŨycie parametr·w kalibracyjnych kamery, kt·re sŃ 

udostňpnione w bazach danych, wybranych do celu uczenia maszynowego modeli detekcji zdarzeŒ 

alarmowych. Autorzy nie zdradzajŃ szczeg·ğ·w zwiŃzanych ze sposobem uŨycia tych parametr·w 

kalibracyjnych do estymacji punkt·w 2D obrazu do przestrzennego ukğadu 3D. Ponadto, autorzy 

nie odnoszŃ siň problemu, w jaki spos·b pozyskaĺ wymagane parametry kalibracyjne w przypadku 

pr·by implementacji systemu w Ŝrodowisku rzeczywistym.  

Analiza drugiego kryterium por·wnawczego wyraŦnie wskazuje na obecnoŜĺ luk badawczych 

z obszaru metod i algorytm·w szacowania parametr·w ruchu i lokalizacji obiekt·w w Ŝrodowisku 

rzeczywistym monitorowanej sceny. Zaledwie cztery prace [99,103,106,110] spoŜr·d 

analizowanych prac referencyjnych zawierajŃ informacje na ten temat, przy czym tylko dwie prace 

[99,106] przedstawiajŃ konkretne rozwiŃzania implementacyjne. 

 Algorytmy Ŝledzenia 

W wiňkszoŜci prac zawierajŃcych implementacjň Ŝledzenia obiekt·w 

[98,99,104,106,109,110] zadanie to najczňŜciej realizowane jest przy uŨyciu analitycznych metod 

szacowania najmniejszej odlegğoŜci pomiňdzy lokalizacjŃ obiekt·w na kolejnych ujňciach. 

Dodatkowo, autorzy posiğkujŃ siň implementacjŃ filtru Kalmana [109,111] oraz filtru 

czŃsteczkowego [104,106]. NaleŨy zwr·ciĺ uwagň, iŨ najnowsze opracowania system·w IVSS (z 

ostatnich 4 lat) sŃ niemal cağkowicie pozbawione tej funkcjonalnoŜci. Jest to w duŨej mierze 

spowodowane brakiem detekcji i klasyfikacji obiekt·w, wynikajŃcym z zastosowania 

uproszczonego, dwuetapowego podejŜcia opartego na modelach DL. WyjŃtek stanowi praca [124], 

w kt·rej Ŝledzenie zostağo zrealizowane przy uŨyciu zmodyfikowanego modelu YOLO v3 

(AMYOLO V3).  
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Wyznaczniki oceny jakoŜci 

Na podstawie analizy kolumny ĂWyznaczniki oceny jakoŜciò, zawartej w Tab. 3.1, 

opracowano wykres ilustrujŃcy czňstoŜĺ stosowania poszczeg·lnych wskaŦnik·w oceny jakoŜci, 

w celu opisu rezultat·w przeprowadzonych test·w referencyjnych system·w IVSS (zob. Rys. 3.3).  

Zgromadzone w ten spos·b dane wskazujŃ, Ũe do grupy najczňŜciej uŨywanych wskaŦnik·w oceny 

jakoŜci system·w IVSS naleŨŃ: dokğadnoŜĺ, precyzja, czuğoŜĺ, F1, ACU oraz FPS. WskaŦnik FPS 

jest silnie skorelowany z wydajnoŜciŃ sprzňtowŃ stanowiska komputerowego, uŨytego w celu 

realizacji test·w. Z tego powodu pr·by por·wnania system·w IVSS z uŨyciem wskaŦnika FPS 

mogŃ nie dostarczyĺ odpowiednio rzetelnych i miarodajnych wynik·w. Pozostağe wskaŦniki 

umoŨliwiajŃ przeprowadzenie wğaŜciwego por·wnania z projektowanym w niniejszej rozprawie 

systemem IVSS tylko przy speğnieniu warunku, jakim jest uŨycie tych samych zbior·w baz 

danych. 

Bazy danych 

Na podstawie analizy kolumny ĂBazy danychò zawartej w Tab. 3.1 opracowano wykres 

ilustrujŃcy czňstoŜĺ uŨycia poszczeg·lnych baz danych, w celu realizacji procesu uczenia 

maszynowego oraz weryfikacji system·w w analizowanych pracach badawczych (zob. Rys. 3.4). 

Opracowane zestawienie wskazuje na szerokie spektrum baz danych uŨywanych przez autor·w. 

WŜr·d zestawu szesnastu propozycji, tylko dwie wyr·ŨniajŃ siň najwiňkszŃ liczbŃ cytowaŒ: 

indywidualne bazy opracowane przez autor·w oraz baza UCF-Crime, obie z czňstoŜciŃ cytowaŒ 

r·wnŃ 10.  

Rys. 3.3 Wykres czňstoŜci stosowania poszczeg·lnych wskaŦnik·w oceny jakoŜci w celu realizacji test·w 

referencyjnych system·w IVSS 
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Pozostağe bazy danych charakteryzujŃ siň znacznie mniejszŃ liczbŃ zastosowaŒ, nie przekraczajŃcŃ 

5 cytowaŒ. Bazy danych specjalnie opracowane przez autor·w nie sŃ udostňpniane publicznie, co 

uniemoŨliwia uŨycie ich w testach por·wnawczych z systemem projektowanym w ramach 

niniejszej rozprawy. Baza UCF-Crime [126] zawiera ğŃcznie 1900 nagraŒ wideo, kaŨde nagranie 

zawiera Ŝrednio 7247 ujňĺ. Baza umoŨliwia wytrenowanie modeli do celu klasyfikacji trzynastu 

zdarzeŒ alarmowych: naduŨycie, aresztowanie, podpalenie, napaŜĺ, wypadek drogowy, wğamanie, 

eksplozja, b·jka, rabunek, strzelanina, kradzieŨ, kradzieŨ w sklepie oraz wandalizm. Pomimo 

najwiňkszej liczby cytowaŒ, baza UFC-Crime nie umoŨliwi przetestowania efektywnoŜci dla 

wszystkich klas zdarzeŒ alarmowych, do kt·rych rozpoznawania projektowany system IVSS 

bňdzie przeznaczony. Co wiňcej, przeprowadzone rozpoznanie literaturowe wskazuje na brak 

istniejŃcych baz danych, kt·re umoŨliwiğyby w peğni realizacjň tego zadania. Z tego powodu, autor 

rozprawy uŨyje zbioru nagraŒ testowych opracowanych we wğasnym zakresie.  

3.4.2 Klasyfikacja zdarzeŒ alarmowych 

Tab. 3.2 stanowi rozszerzenie Tab. 3.1. Dane w niej zawarte umoŨliwiajŃ dokonanie 

por·wnania zdolnoŜci do klasyfikacji wybranych zdarzeŒ alarmowych pomiňdzy systemami 

referencyjnymi, a projektowanym w ramach rozprawy systemem IVSS. Ponadto, dane te 

umoŨliwiajŃ analizň zmian i trend·w ewolucji tego typu rozwiŃzaŒ w ukğadzie chronologicznym.  

 

Rys. 3.4 Wykres czňstoŜci uŨycia poszczeg·lnych baz danych, stosowanych w celu realizacji uczenia maszynowego 

referencyjnych system·w IVSS  
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Tab. 3.2 Wykaz detekcji zdarzeŒ alarmowych realizowanych przez analizowane systemy referencyjne IVSS 
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[97] 1997       Ṋ   Ṋ Ṋ  Ṋ   

[98] 2004           Ṋ  Ṋ  Ṋ 

[99] 2005       Ṋ   Ṋ Ṋ     

[100] 2005           Ṋ  Ṋ   

[101] 2009    Ṋ  Ṋ    Ṋ Ṋ     

[103] 2012          Ṋ   Ṋ Ṋ Ṋ 

[104] 2014         Ṋ Ṋ Ṋ  Ṋ   

[106] 2014           Ṋ  Ṋ   

[109] 2015     Ṋ     Ṋ    Ṋ  

[110] 2017        Ṋ       Ṋ 

[111] 2018               Ṋ 

[112] 2019      Ṋ     Ṋ     

[113] 2019         Ṋ     Ṋ Ṋ 

[115] 2020        Ṋ Ṋ    Ṋ  Ṋ 

[116] 2021         Ṋ Ṋ  Ṋ Ṋ Ṋ Ṋ 

[117] 2021            Ṋ  Ṋ Ṋ 

[118] 2021               Ṋ 

[119] 2022            Ṋ  Ṋ Ṋ 

[120] 2022        Ṋ     Ṋ  Ṋ 

[121] 2023            Ṋ  Ṋ Ṋ 
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Praca 

autorska 
2024 Ṋ Ṋ Ṋ Ṋ Ṋ Ṋ Ṋ Ṋ Ṋ Ṋ Ṋ Ṋ Ṋ Ṋ Ṋ 
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DuŨa liczba analizowanych system·w referencyjnych oraz szerokie spektrum stosowanych 

baz danych i zwiŃzana z tym mnogoŜĺ rozpoznawanych klas zdarzeŒ alarmowych utrudnia 

realizacjň por·wnania. Z tego powodu, autor rozprawy postanowiğ ograniczyĺ zakres klas zdarzeŒ 

alarmowych uŨytych w tym por·wnaniu do piňtnastu, kt·rych detekcjň docelowo bňdzie 

umoŨliwiağ projektowany system IVSS. Autor rozprawy pragnie nadmieniĺ, iŨ w celu 

usprawnienia kategoryzacji analizowanych zdarzeŒ alarmowych, zastosowano ujednolicenie 

adnotacji niekt·rych typ·w klas. Jest to zasadne z uwagi na r·ŨnorodnoŜĺ nazw poszczeg·lnych 

klas, kt·re w zaleŨnoŜci od uŨytej bazy danych mogŃ mieĺ innŃ narracjň i adnotacjň, lecz odnosiĺ 

siň do tego samego lub bardzo podobnego zdarzenia alarmowego. Przykğadem mogŃ byĺ adnotacje 

klas zastosowane w bazie danych UFC-Crime takie jak: Ăznňcanie siňò (ang. abuse), ĂnapaŜĺò 

(ang. assault) oraz Ăb·jkaò (ang. fighting), kt·re autor rozprawy postanowiğ ujednoliciĺ do postaci 

jednej klasy o nazwie Ăprzemocò.  

Na podstawie danych zawartych w Tab. 3.2 opracowano wykres ilustrujŃcy czňstoŜĺ 

implementacji funkcji detekcji poszczeg·lnych zdarzeŒ alarmowych w referencyjnych systemach 

IVSS (zob. Rys. 3.5).  

Wykres ten pozwala na ocenň stopnia innowacyjnoŜci oraz kompleksowoŜci projektowanego 

systemu IVSS w kontekŜcie istniejŃcego krajobrazu technologicznego. Analiza czňstoŜci 

implementacji funkcji detekcji poszczeg·lnych zdarzeŒ alarmowych wykazağa, Ũe najczňŜciej 

implementowanŃ funkcjŃ jest detekcja przemocy (16 z 24 Ŧr·değ), co Ŝwiadczy o wysokiej 

Rys. 3.5 Wykres czňstoŜci implementacji funkcji detekcji zdarzeŒ alarmowych w referencyjnych systemach IVSS 
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priorytetyzacji tego typu zdarzeŒ w systemach IVSS r·Ũnych autor·w. KolejnŃ czňsto wystňpujŃcŃ 

funkcjŃ jest detekcja kradzieŨy, zaimplementowana w 11 analizowanych systemach. Detekcja 

upadku r·wnieŨ zajmuje wysokŃ pozycjň z 9 implementacjami, co podkreŜla zainteresowanie 

bezpieczeŒstwem os·b w monitorowanych obszarach. 

Mniej powszechnymi, lecz nadal istotnymi funkcjami sŃ detekcje poŨaru oraz naruszenia 

wirtualnej strefy, obie z 8 implementacjami. Detekcja wğ·czňgostwa zostağa uwzglňdniona w 7 

systemach, co moŨe odzwierciedlaĺ rosnŃce zainteresowanie monitorowaniem obszar·w 

publicznych i prywatnych w kontekŜcie wystŃpienia potencjalnych zagroŨeŒ zwiŃzanych z tym 

zdarzeniem (np. sprzedaŨ narkotyk·w, nielegalne stanowiska handlowe, przebywanie os·b 

bezdomnych lub pod wpğywem alkoholu). 

Pozostağe 8 funkcji jest rzadziej implementowane, co moŨe wskazywaĺ na wyŨszy stopieŒ 

specyfiki zastosowaŒ lub trudnoŜci w opracowaniu syntezy tych detekcji w obszarze jednego 

systemu. Szczeg·lnŃ uwagň naleŨy zwr·ciĺ na funkcje detekcji sabotaŨu kamery, detekcji 

niepoŨŃdanej obecnoŜci zwierzŃt oraz identyfikacji pojazd·w (ANPR), kt·re nie zostağy 

zaimplementowane w Ũadnej z prac referencyjnych, pomimo iŨ stanowiŃ istotny obszar 

zainteresowaŒ wsp·ğczesnych system·w monitoringowych.  

3.5 Podsumowanie 

W og·lnym ujňciu, klasyfikacje typ·w system·w IVSS moŨna uproŜciĺ do system·w detekcji 

zdarzeŒ alarmowych, realizujŃcych precyzyjnŃ klasyfikacjň wielu typ·w zdarzeŒ oraz system·w 

detekcji aktywnoŜci anormalnych, dziağajŃcych na zasadzie klasyfikatora binarnego. Z uwagi na 

przyjňte cele badawcze oraz docelowe przeznaczenie, projektowany w ramach niniejszej rozprawy 

system IVSS bňdzie m·gğ byĺ sklasyfikowany do grupy system·w detekcji zdarzeŒ alarmowych. 

Projektowany system bňdzie przeznaczony do pracy z jednostkami GPU, umoŨliwiajŃcymi 

akceleracjň obliczeniowŃ zastosowanych modeli ML. Ponadto system bňdzie korzystağ z 

przetwarzania wielowŃtkowego CPU. Opracowany system IVSS bňdzie zatem skoncentrowany 

na architekturze FOG, w kt·rej to przetwarzanie danych jest rozszerzone o moŨliwoŜĺ uŨycia 

infrastruktury sieciowej (ğŃcze: kameraïstacja robocza), lecz wciŃŨ odbywa siň blisko lokalizacji 

Ŧr·dğa sygnağu wizyjnego. Kompromis pomiňdzy lokalnym a centralnym przetwarzaniem 

umoŨliwi osiŃgniňcie elastycznoŜci i skalowalnoŜci systemu. 

Autor przeprowadziğ szczeg·ğowŃ analizň por·wnawczŃ referencyjnych system·w IVSS na 

podstawie 24 pozycji literaturowych. Prace te obejmujŃ szeroki zakres dat (1997ï2024), przy 

czym 67% cytowaŒ obejmuje okres ostatnich dziesiňciu lat, natomiast 46% cytowaŒ obejmuje 

okres ostatnich piňciu lat. Wybrane kryteria por·wnawcze dotyczŃ: technik przetwarzania 

obraz·w uŨytych w celu klasyfikacji zdarzeŒ alarmowych, implementacji algorytm·w analizy 

przestrzennej sceny oraz Ŝledzenia obiekt·w, wskaŦnik·w oceny jakoŜci stosowanych w procesie 
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testowania system·w, baz danych stosowanych w procesie uczenia maszynowego, a takŨe 

klasyfikacji zdarzeŒ alarmowych rozpoznawanych przez poszczeg·lne systemy. 

Analiza technik przetwarzania obraz·w i klasyfikacji zdarzeŒ alarmowych ukazuje ewolucjň 

od prostych technik analitycznych po zaawansowane modele uczenia maszynowego, wğŃczajŃc 

SVM, CNN, LSTM, YOLO, oraz OpenPose. Pierwszy etap (1997ï2014) charakteryzowağ siň 

gğ·wnie zastosowaniem analitycznych technik detekcji, kt·re czňsto nie uwzglňdniağy klasyfikacji 

obiekt·w, co wpğywağo na niskŃ precyzjň detekcji zdarzeŒ alarmowych. Drugi etap (od 2015 r.) 

wyr·Ũnia siň stosowaniem zaawansowanych modeli uczenia maszynowego, kt·re znaczŃco 

poprawiğy efektywnoŜĺ detekcji i klasyfikacji. Najnowsze badania (od 2021 r.) sugerujŃ przejŜcie 

na dwuetapowy proces analizy obrazu z zastosowaniem gğňbokiego uczenia, co upraszcza 

konstrukcjň system·w IVSS, lecz moŨe ograniczaĺ ich uniwersalnoŜĺ i skalowalnoŜĺ. 

Analiza metod przestrzennej analizy sceny wskazuje na istnienie powaŨnych luk badawczych 

w tej dziedzinie. Zaledwie 4 prace zawierajŃ informacje dotyczŃce parametryzacji ruchu i 

lokalizacji obiekt·w w Ŝrodowisku rzeczywistym monitorowanej sceny, przy czym tylko dwie 

prace przedstawiajŃ konkretne rozwiŃzania implementacyjne. Zastosowane rozwiŃzania opierajŃ 

siň gğ·wnie na uproszczonych zağoŨeniach lub danych zewnňtrznych, co w wielu przypadkach 

moŨe wpğywaĺ niekorzystnie na dokğadnoŜĺ estymacji 3D, natomiast chňĺ uzyskania wyŨszej 

dokğadnoŜci wymaga uŨycia specjalistycznego sprzňtu kalibracyjnego. 

NaleŨy zwr·ciĺ uwagň, iŨ najnowsze opracowania system·w IVSS (z ostatnich 4 lat) sŃ 

niemal cağkowicie pozbawione funkcjonalnoŜci MOT. Powodem tego moŨe byĺ skupienie siň na 

dwuetapowej analizie obrazu, opartej na gğňbokim uczeniu, kt·rej zastosowanie ogranicza 

moŨliwoŜci system·w IVSS do detekcji i klasyfikacji obiekt·w. 

Analiza wskaŦnik·w oceny jakoŜci pokazuje, iŨ najczňŜciej stosowanymi sŃ: dokğadnoŜĺ, 

precyzja, czuğoŜĺ, F1, ACU oraz FPS.  

WŜr·d najczňŜciej uŨywanych baz danych dominuje UCF-Crime oraz wğasne bazy danych 

opracowane przez autor·w. Przeprowadzona analiza wskazuje jednak na brak uniwersalnych baz 

danych, umoŨliwiajŃcych jednoznaczne por·wnanie kaŨdego systemu pod kŃtem r·Ũnych 

scenariuszy zdarzeŒ alarmowych. Problem ten narzuca koniecznoŜĺ opracowania wğasnych 

zbior·w bazodanowych. 

Aby usprawniĺ kategoryzacjň i por·wnanie, autor rozprawy wprowadziğ ujednolicenie 

adnotacji niekt·rych typ·w zdarzeŒ alarmowych, co jest istotne ze wzglňdu na r·ŨnorodnoŜĺ 

nazewnictwa w zaleŨnoŜci od uŨytej bazy danych. Klasyfikacja dotyczy 15 typ·w zdarzeŒ, kt·rych 

detekcja bňdzie docelowo realizowana przez projektowany system IVSS. SŃ to: identyfikacja 

pojazd·w, sabotaŨ kamery, niepoŨŃdana obecnoŜĺ zwierzŃt, nielegalne parkowanie, analiza 

wejŜcia (wyjŜcia) ze strefy, naruszenie wirtualnej granicy, przeludnienie, bieg, analiza aktywnoŜci 

tğumu, wğ·czňgostwo, naruszenie wirtualnej strefy, poŨar, upadek, kradzieŨ oraz przemoc. 
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NajczňŜciej implementowanymi funkcjami detekcji zdarzeŒ alarmowych sŃ detekcja przemocy, 

kradzieŨy oraz upadku, co Ŝwiadczy o wysokiej priorytetyzacji tych zdarzeŒ w kontekŜcie 

system·w IVSS. Mniej powszechne, ale nadal istotne, sŃ detekcje poŨaru i naruszenia wirtualnej 

strefy zastrzeŨonej. Pozostağe 8 funkcji jest rzadziej implementowane, co moŨe wskazywaĺ na 

wyŨszy stopieŒ specyfiki zastosowaŒ lub trudnoŜci w opracowaniu syntezy tych detekcji w 

obszarze jednego systemu. Szczeg·lnymi przykğadami sŃ detekcja sabotaŨu kamery, niepoŨŃdanej 

obecnoŜci zwierzŃt oraz identyfikacja pojazd·w, gdzie pomimo ich istotnoŜci w nowoczesnych 

systemach IVSS, nie zostağy zaimplementowane w Ũadnej z analizowanych prac referencyjnych. 

3.6 Luki badawcze 

Na podstawie badaŒ i analiz przeprowadzonych w rozdziale 3, autor dokonağ identyfikacji 

nastňpujŃcych luk badawczych w obszarze inteligentnych system·w nadzoru wizyjnego: 

¶ Brak uniwersalnoŜci i skalowalnoŜci w najnowszych systemach ï systemy opracowane po 

2021 roku stosujŃ uproszczony, dwuetapowy proces analizy obrazu, kt·ry moŨe ograniczaĺ 

ich uniwersalnoŜĺ i skalowalnoŜĺ. Wiele z tych prac nie obejmuje zadaŒ zwiŃzanych 

detekcjŃ, klasyfikacjŃ oraz Ŝledzeniem obiekt·w, analizŃ przestrzennŃ sceny, czy 

dostosowywaniem czuğoŜci detekcji, co sugeruje na koniecznoŜĺ dalszego rozwoju 

system·w IVSS zdolnych do dziağania w r·Ũnorodnych Ŝrodowiskach. 

¶ Ograniczenia w kalibracji i estymacji przestrzeni sceny ï analizowane prace rzadko 

zawierajŃ konkretne, implementacyjne rozwiŃzania problemu kalibracji sceny i estymacji 

rzeczywistych parametr·w ruchu obiekt·w. Tylko nieliczne prace przedstawiajŃ metody 

kalibracji, a te, kt·re to robiŃ, czňsto wymagajŃ uŨycia specjalistycznego sprzňtu lub bazujŃ 

na parametrach dostňpnych w uŨywanych bazach danych. To wskazuje na brak 

uniwersalnych, ğatwo dostňpnych metod kalibracji i estymacji przestrzennej sceny. 

¶ Niedostateczne rozwiŃzania Ŝledzenia MOT w nowoczesnych systemach ï najnowsze 

systemy niemal cağkowicie pomijajŃ funkcjonalnoŜĺ Ŝledzenia obiekt·w. Tylko jedna 

analizowana praca z ostatnich czterech lat zawiera nowoczesne podejŜcie do Ŝledzenia 

(oparte na zmodyfikowanym modelu YOLO v3). Wskazuje to na potrzebň dalszych badaŒ 

w zakresie opracowania efektywnych tego typu metod. 

¶ Rozpoznawanie specyficznych zdarzeŒ alarmowych ï pomimo Ũe niekt·re klasy zdarzeŒ, 

takie jak przemoc czy kradzieŨ, sŃ czňsto rozpoznawane, inne waŨne kategorie, takie jak 

detekcja sabotaŨu kamery, niepoŨŃdanej obecnoŜci zwierzŃt czy identyfikacji pojazd·w, sŃ 

stosowane rzadko lub w og·le nie sŃ uwzglňdniane w analizowanych systemach 

referencyjnych. Wskazuje to na istotnŃ lukň badawczŃ, dotyczŃcŃ braku zdolnoŜci 

istniejŃcych system·w IVSS do zapewnienia kompleksowej ochrony monitorowanych 

przestrzeni. 
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¶ Ograniczone badania detekcji zdarzeŒ w zr·Ũnicowanych Ŝrodowiskach ï czňŜĺ 

analizowanych system·w skupia siň na detekcji kilku typ·w zdarzeŒ, czňsto w bardzo 

ograniczonych i specyficznych kontekstach (np. detekcja upadk·w w domach opieki). W 

celu osiŃgniňcia poŨŃdanej uniwersalnoŜci naleŨy zatem rozszerzyĺ badania na detekcjň 

zdarzeŒ w r·Ũnorodnych Ŝrodowiskach, takich jak miejsca publiczne, obszary miejskie czy 

Ŝrodowiska przemysğowe. 

¶ Brak publicznie dostňpnych, uniwersalnych baz danych do testowania i por·wnywania 

system·w ï z przeprowadzonej analizy wynika, Ũe znaczna czňŜĺ badaŒ opiera siň na 

bazach danych opracowanych przez autor·w, kt·re nie sŃ dostňpne publicznie, 

ograniczajŃc moŨliwoŜĺ weryfikacji i por·wnania wynik·w przez inne zespoğy badawcze. 

To podkreŜla potrzebň opracowania i udostňpnienia baz danych, kt·re umoŨliwiğyby 

miarodajne por·wnanie opracowanych system·w IVSS. 

¶ Potrzeba rozwoju adaptacyjnych system·w IVSS ï przeprowadzona analiza wskazuje na 

niewielkŃ liczbň badaŒ nad systemami zdolnymi do adaptacji do zmieniajŃcych siň 

warunk·w Ŝrodowiskowych i dynamicznych scenariuszy, takich jak zmienne oŜwietlenie, 

r·ŨnorodnoŜĺ zachowaŒ ludzi, czy zmienna gňstoŜĺ tğumu. Rozw·j system·w 

adaptacyjnych, kt·re mogŃ dostosowywaĺ parametry detekcji i klasyfikacji w czasie 

rzeczywistym, jest kluczowym kierunkiem przyszğych badaŒ. 

¶ Integracja detekcji zdarzeŒ z rozwiŃzaniami reagowania ï wiňkszoŜĺ istniejŃcych 

system·w IVSS skupia siň na detekcji i klasyfikacji zdarzeŒ, z mniejszym naciskiem na 

integracjň z systemami reagowania, takimi jak automatyczne powiadamianie sğuŨb 

ratunkowych lub zewnňtrznych system·w zarzŃdzania kryzysowego. Rozw·j system·w 

IVSS oferujŃcych zintegrowane rozwiŃzania detekcji i reagowania, stanowi istotny obszar 

potencjalnych innowacji. 

Wnioski te podkreŜlajŃ koniecznoŜĺ dalszych badaŒ i rozwoju w dziedzinie inteligentnych 

system·w nadzoru wizyjnego, z naciskiem na zwiňkszenie uniwersalnoŜci, skutecznoŜci i zakresu 

aplikacji takich system·w. Innowacje w zakresie algorytm·w uczenia maszynowego, metod 

analizy przestrzennej sceny i Ŝledzenia MOT, a takŨe rozwoju publicznych baz danych i integracji 

system·w z rozwiŃzaniami wczesnego reagowania mogŃ przyczyniĺ siň do znacznego postňpu w 

tej dziedzinie.  
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4 Opis projektowanego systemu IVSS 

Rozdziağ ten stanowi wprowadzenie do czňŜci implementacyjnej. Przedstawione w nim 

informacje dotyczŃ og·lnej koncepcji przepğywu informacji w projektowanym systemie IVSS, 

charakterystyki sprzňtowej oraz programowej stanowiska badawczego, a takŨe typ·w Ŧr·değ 

sygnağu wizyjnego wybranych w celu weryfikacji opracowanego systemu. 

4.1 Koncepcja przepğywu informacji wizyjnej 

Na Rys. 4.1 przedstawiono og·lny schemat budowy projektowanego systemu IVSS. 

Transmisja sygnağu wizyjnego z kamery CCTV do stacji roboczej realizowana jest 

bezprzewodowo przy uŨyciu konwencjonalnego routera Wi-Fi, dziağajŃcego w paŜmie 2.4 GHz. 

Stacja robocza wyposaŨona jest w aplikacjň przeznaczonŃ do analizowania sygnağu wizyjnego i 

raportowania zdarzeŒ alarmowych przy pomocy GUI.  

Schemat przepğywu informacji w warstwie aplikacji przedstawiono na Rys. 4.2. Opracowana 

aplikacja przyjmuje 4 typy danych wejŜciowych.  

Pierwszy typ danych wejŜciowych dotyczy bazy danych identyfikator·w pojazd·w. Jest to 

plik tekstowy rozdzielony przecinkami (CSV), zawierajŃcy listň autoryzowanych numer·w tablic 

rejestracyjnych wraz z odpowiadajŃcymi personaliami wğaŜcicieli pojazd·w. Plik ten jest 

wymagany wyğŃcznie w przypadku aktywowania funkcji systemu realizujŃcej zadanie 

identyfikacji pojazd·w.  

Drugi typ to dane RGB (obrazy). Docelowo aplikacja bňdzie przeznaczona do pracy z 

obrazami w rozdzielczoŜci nie przekraczajŃcej 1920 Ĭ1080 px. Przekroczenie tej wartoŜci moŨe 

wpğynŃĺ niekorzystnie na szybkoŜĺ przetwarzania pojedynczego ujňcia. System bňdzie wspieraĺ 

wszystkie formaty sygnağu wizyjnego, kt·re sŃ obsğugiwane przez bibliotekň OpenCV. Sygnağ 

wizyjny RGB jest wymaganym typem danych wejŜciowych, niezbňdnym do zapewnienia 

prawidğowej pracy systemu. 

Trzeci typ danych wejŜciowych dotyczy wskaŦnik·w dystorsji kamery, a wiňc parametr·w 

opracowanych w procesie kalibracji kamery (zob. rozdziağ 2.3). Dane te dostarczane sŃ w formacie 

XML.  UŨyta biblioteka OpenCV oferuje wsparcie dla formatu XML, umoŨliwiajŃc ğatwe 

zapisywanie oraz odczytywanie parametr·w, takich jak macierze, wektory, wartoŜci liczbowe czy 

Rys. 4.1 Og·lny schemat budowy projektowanego systemu IVSS 
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struktury danych pomiňdzy r·Ũnymi aplikacjami. Kamery monitoringowe montowane sŃ 

zazwyczaj w trudnodostňpnych miejscach, co moŨe uniemoŨliwiaĺ przeprowadzenie procesu ich 

kalibracji. Dlatego, ten typ danych wejŜciowych nie jest wymagany, natomiast zaleca siň jego 

uŨycie w przypadku zastosowania kamer obarczonych znaczŃcymi znieksztağceniami obrazu. 

Czwarty typ danych wejŜciowych dotyczy macierzy projekcji 3D, opracowanej w procesie 

kalibracji sceny, kt·ra umoŨliwia rzutowanie pikseli obrazu 2D do wsp·ğrzňdnych 3D 

obserwowanego podğoŨa sceny. Dane te r·wnieŨ dostarczane sŃ w formacie XML i sŃ wymagane 

do zapewnienia prawidğowej pracy systemu.  

W warstwie aplikacji, jako pierwszy, realizowany jest moduğ wstňpnego przetwarzania 

obraz·w. Dotyczy on zadaŒ zwiŃzanych z automatycznŃ korektŃ znieksztağceŒ oraz jasnoŜci 

obrazu. W nastňpnym kroku realizowana jest detekcja obiekt·w wraz z algorytmem Ŝledzenia 

MOT. Dalej, realizowane sŃ funkcje decyzyjne wszystkich detektor·w zdarzeŒ alarmowych. 

Dziňki GUI, uŨytkownik ma moŨliwoŜĺ wprowadzania nastaw do systemu oraz podglŃdu obrazu 

w czasie rzeczywistym wraz z naniesionymi adnotacjami dotyczŃcymi wykrytych alarm·w. 

Implementacja programowa projektowanej aplikacji zostanie zrealizowana przy uŨyciu 

programowania obiektowego w jňzyku C++. Decyzja ta opiera siň na dogğňbnej analizie wymagaŒ 

Rys. 4.2 Schemat przepğywu informacji w warstwie aplikacji 
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systemowych, zwğaszcza w kontekŜcie balansu pomiňdzy ğatwoŜciŃ implementacji logiki aplikacji 

a wydajnoŜciŃ kodu wynikowego. Implementacja projektu IVSS w jňzyku C++ umoŨliwia 

r·wnieŨ efektywnŃ integracjň z licznymi bibliotekami i frameworkami opracowanymi w tym 

jňzyku. Program aplikacji zostanie opracowany w popularnym, darmowym edytorze kod·w 

Ŧr·dğowych Visual Studio Code w formie aplikacji konsolowej. 

4.2 GUI 

Aplikacje konsolowe, oparte na interfejsie tekstowym, sŃ zauwaŨalnie ğatwiejsze w 

implementacji w por·wnaniu z aplikacjami wyposaŨonymi w graficzny interfejs uŨytkownika. Nie 

zapewniajŃ jednak ğatwej i intuicyjnej kontroli dla uŨytkownika koŒcowego. W celu osiŃgniňcia 

kompromisu pomiňdzy zğoŨonoŜciŃ implementacji a wygodŃ obsğugi aplikacji, autor rozprawy 

opracowağ specjalny interfejs GUI bazujŃcy wyğŃcznie na funkcjonalnoŜciach oferowanych przez 

bibliotekň OpenCV. Na Rys. 4.3 przedstawiono GUI projektowanego systemu IVSS, na kt·rym 

cyframi 1ï6 oznaczono gğ·wne elementy menu kontekstowego. 

Poszczeg·lne elementy menu kontekstowego dotyczŃ: 

1. Lista przycisk·w funkcyjnych sğuŨŃcych do aktywowania i dezaktywowania wszystkich 

funkcjonalnoŜci systemu. Klikniňcie danego przycisku powoduje zmianň jego koloru na 

zielony, co wskazuje na aktywacjň skorelowanej funkcjonalnoŜci. 

2. Przyciski pomocnicze, umoŨliwiajŃce dodawanie i usuwanie wirtualnych stref oraz 

granic na analizowanej scenie. CzňŜĺ funkcjonalnoŜci systemu, obejmujŃca zadania, takie 

jak detekcja naruszenia strefy zastrzeŨonej, wymaga uprzedniego oznaczenia stosownych 

Rys. 4.3 GUI projektowanego systemu IVSS 
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obszar·w i granic. Na Rys. 4.4 przedstawiono przykğad realizacji oznaczeŒ wirtualnych 

linii oraz wirtualnych obszar·w w oknie podglŃdu obrazu.  

UŨytkownik moŨe wprowadziĺ te dane do systemu w nastňpujŃcych krokach: 

a. Aktywowanie funkcji poprzez klikniňcie skorelowanego przycisku funkcyjnego. 

b. Klikniňcie przycisku ĂDodajò aktywuje moŨliwoŜĺ nanoszenia oznaczeŒ w 

obszarze podglŃdu obrazu, co sygnalizuje zmiana koloru tego przycisku na 

zielony. 

Rys. 4.4 GUI ï przykğad realizacji oznaczeŒ: a) wirtualnych linii, b) wirtualnych obszar·w 
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c. Klikniňcie kursorem myszy w obszarze podglŃdu obrazu skutkuje pojawieniem 

siň graficznego znacznika punktowego. W zaleŨnoŜci od wymagaŒ aktywowanej 

funkcji, dodawanie kolejnych punkt·w umoŨliwia automatyczne tworzenie 

obszar·w lub linii. Zar·wno obszary jak i linie mogŃ skğadaĺ siň z dowolnej 

liczby punkt·w tworzŃc poŨŃdany ksztağt. Linie skğadajŃ siň z poğŃczonych 

odcink·w utworzonych z sekwencji oznaczonych punkt·w. Obszary tworzone 

sŃ w ten sam spos·b z dodatkowym wypeğnieniem wewnŃtrz zaznaczenia. Na 

obrazie ksztağty te sŃ wizualizowane kolorem zielonym.  

d. Ponowne klikniňcie przycisku ĂDodajò zapisuje wprowadzone oznaczenie do 

pamiňci systemu, co sygnalizuje zmiana koloru tego przycisku na pierwotny.  

e. KaŨdorazowe klikniňcie przycisku ĂUsuŒò umoŨliwia usuniňcie ostatniego 

zapisu obszaru bŃdŦ linii.  

3. Przycisk umoŨliwiajŃcy uruchomienie programu gğ·wnego wraz z podglŃdem obrazu w 

czasie rzeczywistym. 

4. Dodatkowe okno edycji tekstu pojawiajŃce siň w przypadku aktywowania funkcji 

ĂPrzeludnienieò. Element ten umoŨliwia uŨytkownikowi wprowadzenie progowej 

wartoŜci liczby os·b znajdujŃcych siň na obrazie, powyŨej kt·rej system bňdzie 

alarmowağ o wystŃpieniu przeludnienia. 

5. Okno tekstowe zawierajŃce ŜcieŨkň dostňpu do Ŧr·dğa sygnağu wizyjnego. 

6. Okno podglŃdu sygnağu wizyjnego. 

Zaprezentowane rozwiŃzanie oferuje niski stopieŒ skomplikowania implementacji kodu, 

wysokŃ responsywnoŜciŃ aplikacji oraz moŨliwoŜĺ uruchomienia GUI na dowolnym systemie 

operacyjnym MS Windows, Mac OS czy Linux. 

4.3 Stanowisko badawcze 

Jako bazň stanowiska badawczego uŨyto zmodyfikowanŃ stacjň roboczŃ HP Z620 [127]. 

Wprowadzone modyfikacje dotyczŃ nastňpujŃcych komponent·w: 

¶ procesor CPU: 2 Ĭ IntelÈ Xeon(R) CPU E5-2660 v2 @ 2.20 GHz,  

¶ pamiňĺ RAM: 4 Ĭ 8 GB DIMM DDR3, 

¶ dysk twardy: Samsung 250 GB 2.5ò SATA SSD Seria 850 EVO, 

¶ procesor graficzny: NVIDIAÈ GeForce RTXÊ 3080 VENTUS 3X 10 GB OC, 

¶ dodatkowa jednostka zasilajŃca: SilentiumPC Vero L3 700 W (SPC267). 

Podstawowa jednostka zasilajŃca stacjň roboczŃ nie jest wyposaŨona w zğŃcze 2 Ĭ PCI Express 8 

pin, kt·re jest wymagane do zasilania GPU. Ponadto, ograniczona liczba nieuŨywanych zğŃczy 

zasilajŃcych uniemoŨliwia zastosowanie przejŜci·wek typu SATAïPCI Express 8 pin lub    
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MolexïPCI Express 8 pin. Z tego powodu postanowiono zastosowaĺ dodatkowŃ, zewnňtrznŃ 

jednostkň zasilajŃcŃ SilentiumPC Vero L3, obsğugujŃcŃ wyğŃcznie GPU.  

Realizacja test·w opisywanych w dalszych czňŜciach rozprawy bňdzie przeprowadzona z 

uŨyciem platformy systemowej Ubuntu 22.04.3 LTS 64-bit. Obecnie jest to najnowsza wersja tej 

dystrybucji, udostňpniana na zasadach licencji GNU GPL, kt·ra zapewnia poŨŃdanŃ stabilnoŜĺ i 

szybkoŜĺ dziağania, a takŨe wsparcie dla realizacji projekt·w otwarto Ŧr·dğowych. Autor rozprawy 

pragnie zaznaczyĺ, iŨ projektowany system IVSS bňdzie m·gğ byĺ r·wnieŨ uruchomiony na 

platformach systemowych MS Windows oraz Mac OS, gdyŨ uŨyte biblioteki oraz modele ML 

zapewniajŃ takŃ moŨliwoŜĺ. 

W kontekŜcie konfiguracji programowej, zastosowanie procesora graficznego NVIDIA RTX 

3080 wymaga instalacji dedykowanego sterownika w najnowszej obecnie wersji 550.40.07. W 

ramach projektowanego systemu IVSS jednym z kluczowych aspekt·w jest implementacja 

algorytm·w sztucznej inteligencji i uczenia maszynowego. W celu peğnego uŨycia mocy 

obliczeniowej GPU, autor korzysta z technologii NVIDIA CUDA Toolkit. Dla zapewnienia 

optymalnej wydajnoŜci i kompatybilnoŜci, zdecydowano siň na instalacjň wersji CUDA Toolkit 

12.3.107. Dopeğnieniem konfiguracji jest biblioteka cuDNN, kt·rej wersja 8.9.7 zostağa specjalnie 

dobrana do wsp·ğpracy z CUDA Toolkit 12.3.107. cuDNN, jako dedykowana biblioteka 

przyspieszajŃca operacje sieci neuronowych, jest niezastŃpionym komponentem w projektach 

implementujŃcych gğňbokie uczenie.  

Dob·r systemu operacyjnego oraz om·wionych zaleŨnoŜci wynika z decyzji autora rozprawy, 

opartej na potrzebie zapewnienia maksymalnej wydajnoŜci, stabilnoŜci oraz kompatybilnoŜci w 

ramach projektowanego systemu IVSS. SŃ to najnowsze wersje oprogramowaŒ dostňpne w czasie 

projektowania systemu, co podkreŜla innowacyjnoŜĺ i zaawansowanie technologiczne cağego 

projektu. 

4.4 ťr·dğa sygnağu wizyjnego 

Testy projektowanego systemu IVSS bňdŃ realizowane dla dw·ch typ·w Ŧr·değ sygnağu 

wizyjnego: nagrania oraz strumienie wideo z kamery CCTV, a takŨe nagrania wideo opracowane 

przez autora w formie symulacji 3D. 

4.4.1 Testowe nagrania wideo 

CzňŜĺ baz danych uŨywanych przez badaczy (zob. Rys. 3.4) nie jest obecnie dostňpna online, 

co utrudnia odtworzenie badaŒ oraz por·wnanie wynik·w. Ponadto, dostňp do istniejŃcych baz 

bywa ograniczony i wymaga uzyskania specjalnej zgody od autor·w, co, jak pokazağo 

doŜwiadczenie autora niniejszej rozprawy, czňsto koŒczy siň brakiem odpowiedzi. Nawet jeŜli 

dostňp do baz danych jest otwarty, czňŜĺ z nich charakteryzuje siň niskŃ jakoŜciŃ nagraŒ, co 
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ogranicza ich przydatnoŜĺ do zaawansowanych analiz. Ponadto, aktualnie nie odnaleziono bazy 

danych zawierajŃcej nagrania dotyczŃce wszystkich rozpatrywanych w niniejszej rozprawie 

zdarzeŒ alarmowych. W obliczu tych wyzwaŒ opracowanie wğasnej bazy danych stağo siň nie tylko 

rozsŃdnym, ale i koniecznym krokiem, pozwalajŃcym na peğnŃ kontrolň nad jakoŜciŃ oraz 

zakresem dostňpnych materiağ·w wideo. Taka baza danych stanowi solidnŃ podstawň do dalszych 

badaŒ jakoŜciowych i iloŜciowych majŃcych na celu okreŜlenie efektywnoŜci proponowanych 

algorytm·w detekcji wybranych zdarzeŒ alarmowych. 

Do nagrywania film·w uŨyto klasycznŃ kamerň monitoringowŃ TP-Link Tapo C500 

zamontowanŃ na mobilnym statywie (zob. rozdziağ 2.2), co pozwoliğo na elastycznoŜĺ w wyborze 

lokalizacji, kŃt·w widzenia oraz wysokoŜci montaŨu w zakresie od 2 do 3.5 m. Nagrania 

rejestrowano z maksymalnŃ dostňpne rozdzielczoŜciŃ FHD oraz czňstotliwoŜciŃ 15 FPS. Zapis 

film·w byğ realizowany do popularnego formatu MP4. Nagrania realizowano w warunkach 

naturalnego dziennego oŜwietlenia, zar·wno na zewnŃtrz, jak i wewnŃtrz budynk·w. Wybrano 

r·Ũnorodne lokalizacje, takie jak ulice miejskie, parkingi, korytarze biurowe oraz pomieszczenia 

mieszkalne, aby jak najlepiej oddaĺ rzeczywiste warunki, w kt·rych mogğyby wystŃpiĺ wybrane 

zdarzenia alarmowe. KaŨde zdarzenie alarmowe zostağo starannie zainscenizowane zgodnie z 

ustalonymi scenariuszami. Scenariusze te obejmowağy r·Ũne zachowania ludzi, zwierzŃt i 

pojazd·w, interakcje miňdzy nimi, a takŨe symulacje sytuacji kryzysowych, takich jak poŨary, 

akty przemocy, czy sabotaŨ kamery. W Tab. 4.1 przedstawiono charakterystykň opracowanej bazy 

danych pod kŃtem liczby ujňĺ dla kaŨdego typu zdarzenia. 

Tab. 4.1 Charakterystyka iloŜciowa opracowanej bazy nagraŒ wideo  

*UŨyto filmy z serwisu YouTube 

Nazwa zestawu Sumaryczna liczba ujňĺ 

Identyfikacja pojazd·w 17413 

ObecnoŜĺ zwierzŃt 16071 

SabotaŨ kamery (zasğoniňcie/oŜlepienie/obr·t obiektywu) 16561 (6233/5112/5216) 

Nielegalne parkowanie 18655 

WejŜcie (wyjŜcie) ze strefy 15202 

Naruszenie wirtualnej granicy 14270 

Przeludnienie 16904 

Bieg oraz analiza aktywnoŜci tğumu 17660 (10052/7608) 

Wğ·czňgostwo 17201 

Naruszenie wirtualnej strefy 15339 

PoŨar * 16933 

Upadek 16577 

KradzieŨ 18003 

Przemoc 15900 

ĞŃcznie 233786 
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Opracowana baza danych zawiera ğŃcznie 233786 ujňĺ, kt·re zostağy podzielone na 15 odrňbnych 

zestaw·w, z kt·rych kaŨdy odpowiada innemu typowi zdarzenia alarmowego.  

Zestaw ĂIdentyfikacja pojazd·wò zawiera 17413 ujňĺ, w kt·rych symulowano r·Ũne 

scenariusze zwiŃzane z zadaniem ANPR, takie jak wjazd na parking czy wjazd na posesjň. 

Charakterystyka sposobu poruszania siň pojazd·w w tych miejscach pozwoliğa na zredukowanie 

zakresu badaŒ dotyczŃcych prňdkoŜci najazdu do 20 km/h. Opracowane ujňcia charakteryzujŃ siň 

r·ŨnorodnoŜciŃ pojazd·w (samochody osobowe oraz dostawcze). Z uwagi na brak dostňpnoŜci 

pojazd·w oznaczonych r·Ũnymi typami tablic rejestracyjnych, nagrania odbywağy siň wyğŃcznie 

z uŨyciem tablic zwykğych (czarne znaki na biağym tle). Samochody poruszağy siň w polu widzenia 

kamery przy r·Ũnym kŃcie najazdu oraz r·Ũnych odlegğoŜciach od kamery nie przekraczajŃcych 

10 m. 

W skğad zestawu ĂObecnoŜĺ zwierzŃtò wchodzi 16071 ujňĺ, w kt·rych symulowano 

pojawienie siň zwierzŃt na monitorowanych obszarach. Scenariusze dotyczyğy zar·wno obecnoŜci 

ps·w jak i kot·w r·Ũnych gatunk·w, poruszajŃcych siň po terenach publicznych i prywatnych. 

Scenariusze obejmowağy nagrania realizowane zar·wno wewnŃtrz, jak i na zewnŃtrz budynk·w. 

Zestaw ĂSabotaŨ kameryò zawiera 16561 ujňĺ, z kt·rych 6233 przedstawia pr·by zasğoniňcia 

kamery przy uŨyciu przysğon o r·Ũnym kolorze, strukturze powierzchni oraz ksztağcie (np. rňka, 

materiağ tekstylny, tworzywo sztuczne, papier), 5112 ï oŜlepienie obiektywu przy uŨyciu 

intensywnej wiŃzki Ŝwiatğa latarki, a 5216 ï obr·cenie obiektywu. Scenariusze te symulowano w 

r·Ũnych warunkach, aby uwzglňdniĺ potencjalne trudnoŜci w detekcji sabotaŨu w realnych 

sytuacjach zar·wno wewnŃtrz, jak i na zewnŃtrz budynk·w. 

Zestaw ĂNielegalne parkowanieò obejmuje 18655 ujňĺ przedstawiajŃcych pojazdy parkujŃce 

w miejscach niedozwolonych, takich jak strefy wyğŃczone z ruchu czy strefy zielone. Ujňcia te 

charakteryzujŃ siň r·ŨnorodnoŜciŃ pojazd·w, od samochod·w osobowych, przez dostawcze po 

motocykle. 

W zestawie ĂWejŜcie (wyjŜcie) ze strefyò znajduje siň 15202 ujňĺ, kt·re pokazujŃ przypadki 

wejŜcia lub wyjŜcia os·b z lub do pomieszczeŒ zamkniňtych. Ujňcia charakteryzuje wysoki 

stopieŒ r·ŨnorodnoŜci konfiguracji pola widzenia kamery, co pozwala na dokğadne odwzorowanie 

warunk·w rzeczywistych, zar·wno dla przypadk·w montaŨu kamery na zewnňtrz jak i wewnŃtrz 

monitorowanego pomieszczenia. 

Zestaw ĂNaruszenie wirtualnej granicyò zawiera 14270 ujňĺ, w kt·rych symulowano 

przejŜcia os·b przez ogrodzenie w niedozwolonym miejscu. Scenariusze obejmowağy nagrania 

realizowane dla ogrodzeŒ o r·Ũnym typie konstrukcji, takich jak siatka, panel czy peğna 

konstrukcja murowana. Takie podejŜcie umoŨliwi ocenň efektywnoŜci algorytmu w obu 

przypadkach, zar·wno gdy osoba bňdzie widoczna po obu stronach ogrodzenia (np. siatka, panel), 

lub teŨ nie (np. peğna konstrukcja murowana). 
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W skğad zestawu ĂPrzeludnienieò wchodzi 16904 ujňĺ symulujŃcych sytuacje, w kt·rych 

liczba os·b w monitorowanym obszarze przekracza bezpieczne normy. Scenariusze obejmowağy 

nagrania z miejsc publicznych, zar·wno wewnŃtrz, jak i na zewnŃtrz budynk·w. 

Zestaw ĂBieg oraz analiza aktywnoŜci tğumuò obejmuje 18757 ujňĺ, z czego 5112 dotyczy 

biegu, a 7502 ï analizy aktywnoŜci tğumu. Scenariusze obejmowağy r·Ũne rodzaje aktywnoŜci 

fizycznej, od spacer·w, przez szybki ch·d, po nagğe przyspieszenia, oraz reakcje tğumu na nagğe 

wydarzenia dotyczŃce rozbiegania siň bŃdŦ ucieczki co najmniej trzech os·b jednoczeŜnie. 

Zestaw ĂWğ·czňgostwoò zawiera 17201 ujňĺ, w kt·rych monitorowano osoby pozostajŃce w 

spoczynku lub poruszajŃce siň bez wyraŦnego celu w obrňbie okreŜlonych stref przez okreŜlony 

czas. Scenariusze obejmowağy nagrania realizowane zar·wno w miejscach publicznych 

charakteryzujŃcych siň duŨym ruchem pieszych typu przystanki komunikacji miejskiej, jak i w 

miejscach rzadko uczňszczanych typu ĂŜlepa uliczkaò.  

Zestaw ĂNaruszenie wirtualnej strefyò obejmuje 15339 ujňĺ przedstawiajŃcych przypadki, 

kt·re mogŃ byĺ interpretowane jako wkroczenie na teren zabroniony, takie jak prywatne posesje, 

obszary objňte nadzorem czy strefy zakazu wstňpu. 

Ze wzglňdu na wysokie niebezpieczeŒstwo zwiŃzane z nagrywaniem zdarzenia poŨaru w 

miejscach publicznych, zestaw ĂPoŨarò jako jedyny zostağ opracowany przy uŨyciu gotowych 

film·w pobranych z popularnej platformy internetowej YouTube. W celu ujednolicenia 

parametr·w jakoŜciowych nagraŒ w opracowanej bazie, wszystkie filmy zostağy pobrane w 

rozdzielczoŜci 1920 Ĭ 1080 px, a nastňpnie kaŨdy z nich zostağ przekonwertowany w celu 

uzyskania czňstotliwoŜci klatkowania 15 FPS.  

W zestawie ĂUpadekò znajduje siň 16577 ujňĺ przedstawiajŃcych przypadki upadk·w os·b, 

kt·re zostağy zainscenizowane w r·Ũnych lokalizacjach, takich jak ulice miejskie, chodniki, czy 

wnňtrza budynk·w. Scenariusze uwzglňdniağy upadki, kt·re mogŃ wystŃpiĺ w wyniku potkniňcia 

siň, nagğego zasğabniňcia czy obraŨeŒ ciağa nabytych wskutek atak·w napastnika. Nagrania zostağy 

zrealizowane zar·wno wewnŃtrz, jak i na zewnŃtrz budynk·w. 

Zestaw ĂKradzieŨò obejmuje 18003 ujňĺ, w kt·rych symulowano r·Ũne scenariusze zwiŃzane 

z identyfikacjŃ kradzieŨy obiektu statycznego. Poprzez pojňcie obiekt statyczny naleŨy rozumieĺ 

dowolny przedmiot, kt·ry powinien znajdowaĺ siň przez cağy czas obserwacji w tym samym 

miejscu na obrazie. Scenariusze obejmowağy nagrania realizowane zar·wno wewnŃtrz, jak i na 

zewnŃtrz budynk·w. 

Zestaw ĂPrzemocò zawiera 15900 ujňĺ, przedstawiajŃcych r·Ũne przypadki przemocy 

fizycznej, takie jak b·jki czy napady. Scenariusze symulowano w r·Ũnych miejscach publicznych 

i prywatnych, aby oddaĺ peğne spektrum sytuacji, w kt·rych moŨe dojŜĺ do eskalacji konfliktu, w 

aranŨacji zar·wno wewnŃtrz, jak i na zewnŃtrz budynk·w. 
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Realizacja nagraŒ zostağa przeprowadzona z udziağem 25 ochotnik·w (9 kobiet i 16 

mňŨczyzn) w wieku 12ï64 lat. Tak zr·Ũnicowana grupa pozwoliğa na stworzenie bazy danych 

testowych, odzwierciedlajŃcych szerokie spektrum cech demograficznych, co zwiňksza 

skutecznoŜĺ oceny opracowywanych algorytm·w. Wszystkie nagrane filmy zostağy manualnie 

oznaczone przez autora rozprawy w spos·b umoŨliwiajŃcy precyzyjnŃ identyfikacjň ujňĺ, na 

kt·rych wystňpujŃ zdarzenia alarmowe. Dziňki starannej symulacji wybranych typ·w zdarzeŒ oraz 

r·ŨnorodnoŜci warunk·w nagrywania, opracowana baza pozwala na dokğadnŃ i wszechstronnŃ 

ocenň skutecznoŜci algorytm·w w rzeczywistych warunkach operacyjnych. 

4.4.2 Symulacje 3D 

SporzŃdzenie nagraŒ wideo w realnych warunkach czňsto wymaga uzyskania zezwoleŒ, 

wynajňcia obiektu, zatrudnienia statyst·w, personelu, a takŨe montaŨu sprzňtu rejestrujŃcego i 

nagrywajŃcego. W celu obniŨenia koszt·w oraz skr·cenia czasu przygotowania materiağu do 

test·w, autor postanowiğ uŨyĺ symulacji 3D, opracowanych w popularnym programie Blender 

[128]. Blender jest darmowym oprogramowaniem umoŨliwiajŃcym opracowanie precyzyjnej 

konfiguracji symulowanej sceny, jak r·wnieŨ parametryzacjň wirtualnej kamery, w celu 

renderingu nagraŒ wideo, charakteryzujŃcych siň wysokim stopniem odwzorowania 

rzeczywistoŜci. Opracowane symulacje 3D bňdŃ uŨyte w celu wstňpnego okreŜlenia zdolnoŜci 

projektowanego systemu do realizacji trzech kluczowych zadaŒ: detekcji osoby leŨŃcej, 

identyfikacji ANPR oraz procesu analizy przestrzennej sceny. 

W celu osiŃgniňcia wysokiego stopnia realizmu odwzorowania ruchu i wyglŃdu czğowieka, 

autor postanowiğ uŨyĺ animowane modele ciağ, dostňpne w popularnym serwisie internetowym 

Mixamo [129]. Mixamo dysponuje obszernŃ bibliotekŃ gotowych do uŨycia postaci 3D oraz 

animacji, co pozwala na szybkie tworzenie realistycznych scen z udziağem ludzi, bez koniecznoŜci 

rňcznego modelowania. Postacie i animacje pobrane z Mixamo moŨna modyfikowaĺ oraz 

bezpoŜrednio importowaĺ do sceny w Blenderze, dziňki czemu proces tworzenia materiağ·w 

wideo jest szybki i efektywny. Zaimplementowane w projektowanym systemie detektory Yolo v4 

oraz OpenPose doskonale radzŃ sobie z zadaniem rozpoznawania os·b w symulacjach 3D, 

opracowanych przy uŨyciu modeli pobranych z Mixamo, co zostanie udowodnione w dalszych 

czňŜciach niniejszej rozprawy. Na Rys. 4.5 przedstawiono widok interfejsu Mixamo zawierajŃcy 

bibliotekň animacji 3D. 

W celu osiŃgniňcia wysokiego stopnia odwzorowania istotnych detali pojazd·w 

mechanicznych, autor postanowiğ uŨyĺ generatora tablic rejestracyjnych online PlatesMania [130]. 

Narzňdzie to oferuje szereg funkcji umoŨliwiajŃcych dostosowanie tablic rejestracyjnych do 

specyficznych wymagaŒ dotyczŃcych formatu oraz standardu dla wybranego kraju oraz regionu.  
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Dodatkowo pozwala na personalizacjň tekstu, wyboru stylu (klasyczne, zabytkowe, specjalne) 

oraz koloru tğa (biağe, zielone, Ũ·ğte). MoŨliwoŜĺ podglŃdu w czasie rzeczywistym, jak r·wnieŨ 

zapisu w r·Ũnych formatach graficznych (JPEG czy PNG) umoŨliwiajŃ ğatwŃ implementacjň 

wygenerowanej tablicy w Ŝrodowisku Blender. Na Rys. 4.6 przedstawiono przykğady czterech 

typ·w tablic rejestracyjnych wygenerowanych przy uŨyciu generatora PlatesMania.  

Jak moŨna zaobserwowaĺ na Rys. 4.6, wygenerowane przykğady w stopniu zadawalajŃcym 

odzwierciedlajŃ rzeczywisty wyglŃd tablic rejestracyjnych.  

4.5 Podsumowanie 

Og·lna koncepcja budowy stanowiska badawczego zakğada uŨycie wybranej kamery CCTV, 

kt·rej sygnağ wizyjny transmitowany jest bezprzewodowo do stacji roboczej przy uŨyciu 

konwencjonalnego routera Wi-Fi, dziağajŃcego w paŜmie 2.4 GHz. Stacja robocza wyposaŨona 

jest w aplikacjň przeznaczonŃ do analizowania sygnağu wizyjnego i raportowania zdarzeŒ 

alarmowych przy pomocy GUI.  

Rys. 4.5 Biblioteka animacji Mixamo [129] 

Rys. 4.6 Przykğady tablic rejestracyjnych wygenerowanych przy uŨyciu PlatesMania [130]: a) zwykğe, b) tymczasowe, 

c) zabytkowe, d) samochody elektryczne 
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Opracowana aplikacja przyjmuje 4 typy danych wejŜciowych: baza identyfikator·w pojazd·w 

(opcjonalne), obraz RGB (wymagane), wskaŦniki znieksztağceŒ kamery (opcjonalne) oraz macierz 

projekcji 3D (wymagane). Przepğyw informacji w warstwie aplikacji zdefiniowano w formie 

sekwencyjnej pracy czterech moduğ·w. SŃ to: moduğ wstňpnego przetwarzania obraz·w, moduğ 

detekcji obiekt·w oraz analiza MOT, moduğ funkcji decyzyjnych detektor·w zdarzeŒ alarmowych 

oraz GUI. Implementacja programowa algorytm·w zostanie opracowana w jňzyku C++, typ 

aplikacji ï konsolowa. Projektowany system IVSS bňdzie przeznaczony do pracy na platformach 

systemowych MS Windows oraz Mac OS, przy czym testy algorytm·w opisane w dalszych 

czňŜciach rozprawy zostanŃ przeprowadzone na platformie Ubuntu 22.04.3 LTS 64-bit. W celu 

osiŃgniňcia kompromisu pomiňdzy zğoŨonoŜciŃ implementacji a wygodŃ obsğugi aplikacji, autor 

opracowağ dedykowany interfejs GUI w oparciu o bibliotekň OpenCV. Opracowane GUI 

umoŨliwia uŨytkownikowi koŒcowemu obsğugň panelu startowego w celu parametryzacji pracy 

systemu, wğŃczajŃc w to aktywacjň bŃdŦ dezaktywacjň poszczeg·lnych funkcjonalnoŜci oraz 

nanoszenie wirtualnych granic oraz stref na analizowany obraz. 

Jako bazň stanowiska badawczego uŨyto zmodyfikowanŃ stacjň roboczŃ HP Z620. Gğ·wne 

modyfikacje to montaŨ drugiego procesora CPU IntelÈ Xeon(R) CPU E5-2660 v2, procesora 

graficznego GPU NVIDIAÈ GeForce RTXÊ 3080 10 GB oraz zewnňtrznej jednostki zasilajŃcej 

o mocy 700 W przeznaczonej do zasilania GPU. 

Gğ·wnym Ŧr·dğem sygnağu wizyjnego w celach testowych projektowanego systemu IVSS 

bňdzie baza nagraŒ wideo, opracowana przez autora przy uŨyciu wybranej kamery CCTV. Baza 

danych zawiera ğŃcznie 233786 ujňĺ, kt·re zostağy podzielone na 15 odrňbnych zestaw·w, z 

kt·rych kaŨdy odpowiada innemu typowi zdarzenia alarmowego. W celach pomocniczych uŨyte 

zostanŃ r·wnieŨ nagrania wideo, opracowane przez autora w formie symulacji 3D. Symulacje te 

bňdŃ przeznaczone gğ·wnie do celu realizacji wstňpnej weryfikacji wybranych algorytm·w, 

opracowanych w ramach projektowanego systemu IVSS.  
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5 Wstňpne przetwarzanie obrazu 

W tym rozdziale dokonano opisu technik wstňpnego przetwarzania obrazu, realizujŃcych 

nastňpujŃce zadania: kalibracja kamery, automatyczna korekta jasnoŜci obrazu, detekcja i 

Ŝledzenie obiekt·w, a takŨe kalibracja monitorowanej sceny. 

5.1 Kalibracja kamery  

Zgodnie z zağoŨeniami przyjňtymi w rozdziale 2.3, proces korekty znieksztağceŒ kamery 

zostanie zrealizowany z uŨyciem dedykowanej funkcji cv::CalibrateCamera() 

zaimplementowanej w bibliotece OpenCV. Realizacjň tego zadania naleŨy poprzedziĺ doborem 

wzorca kalibracyjnego, kt·ry stanowi graficznŃ reprezentacjň pewnej znanej geometrii. Biblioteka 

OpenCV oferuje trzy rodzaje geometrii wzorca [131]: klasyczna czarno-biağa szachownica, tablica 

ChArUco oraz siatka k·ğek, wystňpujŃca w wydaniu asymetrycznym i symetrycznym. Wzorce te 

dostňpne sŃ w formie obraz·w w katalogu biblioteki OpenCV: opencv/doc. Autor postanowiğ uŨyĺ 

wzorca czarno-biağej szachownicy z uwagi na fakt, iŨ jest to jeden z najczňŜciej stosowanych 

wzorc·w kalibracyjny w zadaniach zwiŃzanych z CV. Zgodnie ze wskaz·wkami zawartymi w 

[13], autor opracowağ nagranie wideo z uŨyciem wybranego wzorca. Wizualizacjň aranŨacji tego 

procesu przedstawiono na Rys. 5.1.  

Nagranie trwajŃce 2 minuty zostağo nastňpnie przetworzone do postaci zdjňĺ poklatkowych, z 

kt·rych wybrano 37 obraz·w charakteryzujŃcych siň najlepszŃ jakoŜciŃ wizualnŃ oraz duŨym 

zr·Ũnicowaniem ustawieŒ wzglňdem kamery.  

Rys. 5.1 Przykğad aranŨacji procedury kalibracji kamery z uŨyciem biblioteki OpenCV i wzorca szachownicy [13] 
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W ostatnim kroku zbi·r przygotowanych obraz·w zostağ uŨyty w celu realizacji algorytmu 

kalibracji kamery. Do tego celu autor uŨyğ programu dostňpnego w katalogu biblioteki OpenCV 

[132]. Program ten wyszukuje na obrazach geometriň szachownicy, a nastňpnie przetwarza wyniki 

detekcji umoŨliwiajŃc obliczenie parametr·w kalibracji kamery, po czym dokonuje ich zapisu w 

pliku konfiguracyjnym out_camera_data.xml. SpoŜr·d informacji zawartych w pliku 

konfiguracyjnym, realizacja redukcji znieksztağceŒ kamery wymaga uŨycia dw·ch parametr·w 

okreŜlajŃcych [131]: macierz kamery 

oraz wektor wskaŦnik·w znieksztağceŒ 

Wyniki uzyskane w przeprowadzonym procesie kalibracji kamery przedstawiajŃ nastňpujŃce 

wartoŜci: 

PowyŨsze wartoŜci wyraŨone sŃ w pikselach. Analiza tych wartoŜci umoŨliwia dokonanie oceny 

parametr·w wewnňtrznych kamery.  

RozdzielczoŜĺ obraz·w uŨywanych w procesie kalibracji to 1920 Ĭ 1080 px, zatem 

teoretyczny punkt centralny obrazu powinien znajdowaĺ siň w poğowie tych wartoŜci, a wiňc w 

punkcie (960,540). Parametry cx oraz cy z macierzy K wskazujŃ, iŨ w procesie kalibracji 

wsp·ğrzňdne centralnego punkt obrazu zostağy oszacowane jako (929.9073, 537.7375). WartoŜci 

te wskazujŃ na r·Ũnicň o okoğo 31 px w osi poziomej i okoğo 2 px w osi pionowej obrazu.  

WartoŜĺ ogniskowej f podana w macierzy K jest zapisana w pikselach natomiast producent 

kamery podaje tŃ wartoŜĺ w milimetrach. Aby zatem por·wnaĺ te dwie wartoŜci naleŨy ustaliĺ 

jaka wartoŜĺ w milimetrach przypada na jeden piksel zar·wno w osi poziomej jak i osi pionowej 

obrazu. ZnajŃc rozmiar czujnika kamery (1/3ò) oraz wsp·ğczynnik proporcji obrazu (16:9), 

wynikajŃcy z rozdzielczoŜci matrycy, moŨna skorzystaĺ z tabeli nominalnych rozmiar·w 

czujnik·w optycznych (zob. Rys. 5.2), zgodnie z kt·rŃ autor przyjmuje, iŨ dla uŨywanej kamery 

rozmiar sensora wynosi 5.23 mm w osi poziomej i 2.94 mm w osi pionowej.  
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Nastňpnie korzystajŃc ze wzoru 

obliczono wartoŜĺ ogniskowej w milimetrach. Wyniki obliczeŒ zrealizowanych zar·wno dla 

wysokoŜci jak i szerokoŜci piksela sŃ w przybliŨeniu takie same. WartoŜĺ ogniskowej kamery 

podana przez producenta to 3.89 mm. R·Ũnica pomiňdzy obliczonŃ wartoŜciŃ ogniskowej, a 

wartoŜciŃ podanŃ przez producenta wynosi 0.16 mm. R·Ũnica ta jest relatywnie niska. NaleŨy 

pamiňtaĺ, iŨ obliczona wartoŜĺ ogniskowej to wartoŜĺ przybliŨona, wyznaczona na podstawie 

og·lnie przyjňtych standard·w wymiarowania czujnik·w optycznych. Innym istotnym 

czynnikiem, mogŃcym wpğywaĺ na otrzymanŃ r·Ũnicň, jest funkcja automatycznego ustawiania 

ostroŜci (autofocus), kt·ra mogğa zostaĺ aktywowana w momencie realizacji nagrania z udziağem 

wzorca kalibracyjnego. 

Wyniki przeprowadzonej kalibracji wskazujŃ na minimalne znieksztağcenia styczne 

(wskaŦniki p1, p2), natomiast wskaŦniki znieksztağceŒ radialnych (k1, k2, k3) przyjmujŃ wartoŜci 

mogŃce wprowadzaĺ dystorsje szczeg·lnie zauwaŨalne w obszarach krawňdzi obrazu. 

 KorzystajŃc z opracowanych parametr·w kalibracyjnych, przeprowadzono testy redukcji 

znieksztağceŒ na zbiorze obraz·w testowych. Biblioteka OpenCV dysponuje dedykowanŃ funkcjŃ 

cv::undistort() przeznaczonŃ do realizacji procesu redukcji znieksztağceŒ. W trakcie test·w 
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ρτψχȢτφπωυȢςσ

ρωςπ
τȢπυ άά

Ὢ
ρτψχȢτφπωςȢωτ

ρπψπ
τȢπυ άά

 ( 5.4 ) 

Rys. 5.2 Tabela nominalnych rozmiar·w czujnik·w optycznych [139] 
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zauwaŨono, iŨ Ŝredni czas przetwarzania obrazu z uŨyciem tej funkcji to 31 ms. W celu skr·cenia 

czasu procesu redukcji znieksztağceŒ, autor postanowiğ uŨyĺ funkcjň cv::remap(). Funkcja ta jest 

czňsto uŨywana w aplikacjach wymagajŃcych szybkiego czasu przetwarzania, poniewaŨ uŨywa 

mapy przeksztağceŒ obliczanej tylko raz przy starcie programu, natomiast funkcja cv::undistort() 

powtarza te obliczenia dla kaŨdego przetwarzanego obrazu. Zastosowanie funkcji cv::remap() 

umoŨliwiğo redukcjň czasu przetwarzania do ok. 4 ms. Autor rozprawy przyjmuje, iŨ maksymalna 

rozdzielczoŜĺ analizowanego obrazu nie bňdzie przekraczaĺ wartoŜci 1920 Ĭ 10800 px (FHD). 

Ograniczenie to jest zasadne z uwagi na chňĺ ograniczenia konsumpcyjnoŜci obliczeniowej 

projektowanego systemu IVSS w celu osiŃgniňcia rzeczywistego czasu przetwarzania.  

Na Rys. 5.3a przedstawiono oryginalny obraz, natomiast Rys. 5.3b przedstawia wynik procesu 

redukcji znieksztağceŒ. Analiza wizualna Rys. 5.3a i 5.3b wskazuje osiŃgniňcie pewnego stopnia 

poprawy, co moŨe zostaĺ zauwaŨone na pionowych i poziomych liniach konstrukcyjnych 

budynk·w znajdujŃcych siň w prawej czňŜci obrazu. Negatywnym skutkiem realizacji redukcji 

znieksztağceŒ jest zauwaŨalna zmiana geometrii obrazu w postaci charakterystycznego zwňŨenia 

zar·wno w osi pionowej jak i poziomej obrazu. Z uwagi na chňĺ zapewnienia komfortu 

uŨytkownikowi koŒcowemu oraz w celu osiŃgniňcia wysokiej estetyki szaty graficznej 

projektowanego systemu IVSS, autor proponuje rozwiŃzanie tego problemu poprzez zachowanie 

tylko najistotniejszych pikseli obrazu. Jest to moŨliwe dziňki zmianie wartoŜci (z 1.0 na 0.0) 

argumentu alpha w funkcji cv::getOptimalNewCameraMatrix(), uŨywanej w celu obliczeŒ map 

przeksztağceŒ. Efekt koŒcowy przedstawiono na Rys. 5.3c.  

PodsumowujŃc, przeprowadzony proces kalibracji kamery wykazağ, iŨ znieksztağcenia 

radialne wprowadzajŃ zaoblenia widoczne szczeg·lnie w pobliŨu brzeg·w obrazu. Redukcjň 

znieksztağceŒ zrealizowano z uŨyciem funkcji cv::remap(), co pozwoliğo na osiŃgniňcie 

akceptowalnego czasu przetwarzania rzňdu 4 ms dla pojedynczego obrazu. KoŒcowŃ korektň 

geometrii obrazu (po redukcji znieksztağceŒ) zrealizowano poprzez zmianň argumentu alpha w 

funkcji cv::getOptimalNewCameraMatrix() do wartoŜci 0.0. Efekt tych dziağaŒ (zob. Rys. 5.3c) 

zapewnia wymagany poziom szczeg·ğowoŜci detali w dalszych funkcjach przetwarzania obrazu 

oraz oferuje uŨytkownikowi koŒcowemu klasyczny, estetyczny widok panoramicznego podglŃdu 

monitorowanej sceny. 

5.2 Korekta jasnoŜci obrazu 

Jednym z waŨniejszych czynnik·w wpğywajŃcych na dokğadnoŜĺ pracy zastosowanych 

detektor·w obiekt·w (OpenPose oraz YOLO v4) jest jasnoŜĺ obrazu. Analiza obraz·w o niskim 

poziomie ekspozycji Ŝwiatğa moŨe prowadziĺ do rosnŃcej liczby detekcji typu FN, a w 

konsekwencji pogorszenia skutecznoŜci projektowanego systemu IVSS. 
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Rys. 5.3 Wizualizacja wpğywu redukcji znieksztağceŒ na obraz: a) oryginalny, b) po redukcji 

znieksztağceŒ (alpha = 1.0), c) po redukcji znieksztağceŒ (alpha = 0.0) 
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W celu rozwiŃzania tego problemu, autor opracowağ algorytm, majŃcy na celu automatyczne 

dostosowanie jasnoŜci obrazu. WŜr·d popularnych metod realizacji tego zadania, takich jak 

korekta wsp·ğczynnika Ŭ czy ɓ, na podstawie por·wnania opisanego w [133], postanowiono 

skorzystaĺ z techniki korekty ‎. Korekta ta dziağa na zasadzie nieliniowej modyfikacji wartoŜci 

pikseli, wprowadzajŃc mniejsze zmiany w jaŜniejszych pikselach, a wiňksze w ciemniejszych. 

Pozwala to na lepsze zachowanie jasnych detali przy jednoczesnym uwydatnieniu detali, 

znajdujŃcych siň ciemniejszych obszarach obrazu. Schemat blokowy algorytmu automatycznej 

korekty jasnoŜci obrazu przedstawiono na Rys. 5.4.  

Proces rozpoczyna siň od przeskalowania obrazu wejŜciowego do mniejszej rozdzielczoŜci, w celu 

redukcji czasu przetwarzania w dalszych krokach. Nastňpnie, przeskalowany obraz zostaje 

przekonwertowany do przestrzeni barw LAB. UmoŨliwia to wydobycie precyzyjnych informacji 

dotyczŃcych natňŨenia jasnoŜci obrazu zapisanej w kanale L. W dalszym kroku dla kanağu L 

obliczany jest histogram. KaŨdy pojemnik (bin) histogramu odpowiada liczbie pikseli o danej 

wartoŜci jasnoŜci w skali 0ï255. WartoŜci te sŃ waŨone i sumowane, a nastňpnie dzielone przez 

cağkowitŃ liczbň pikseli, aby uzyskaĺ ŜredniŃ waŨonŃ jasnoŜĺ obrazu j. Do obliczenia nowej 

wartoŜci korekty uŨyto wielomianu 3-go stopnia 

gdzie: a = φȢτσωφσρςωτσϽρπ , b = ρȢωψυψτϽρπ, c = ςȢρπτσςϽρπ, d = χȢωρυτχϽρπ. 

ZaleŨnoŜĺ 5.5 przedstawiono na Rys. 5.5. ZaleŨnoŜĺ ta pozwala na automatycznŃ adaptacjň 

wartoŜci korekty na podstawie obliczonej uprzednio wartoŜci uŜrednionej jasnoŜci obrazu. 

Wsp·ğczynniki wielomianu zostağy przez autora dobrane w spos·b empiryczny. Korekta ‎ = 1 

wyznacza granicň pomiňdzy rozjaŜnianiem, a przyciemnianiem. Im mniejsza wartoŜĺ ‎ poniŨej 1 

tym intensywniejsze rozjaŜnienie, natomiast im wiňksza wartoŜĺ powyŨej 1 tym wiňksze 

zaciemnienie zostaje zastosowane na obrazie. Analiza wykresu z Rys. 5.5 pozwala zauwaŨyĺ 

obecnoŜĺ trzech kluczowych zakres·w korekty. W pierwszym zakresie dla wartoŜci Ὦ φπ 

 ‎ ὥὮ ὦὮ ὧὮὨ ( 5.5 ) 

Rys. 5.4 Schemat blokowy algorytmu automatycznej korekty jasnoŜci obrazu, gdzie: j ï Ŝrednia waŨona jasnoŜĺ 

obrazu, ‎ ɀ ×ÁÒÔÏĢç ËÏÒÅËÔÙ 
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algorytm wprowadza znaczŃce zmiany w celu rozjaŜnienia obraz·w skrajnie zaciemnionych. W 

drugim zakresie dla Ŝrednich wartoŜci j (z przedziağu 60ï160) algorytm wprowadza jedynie 

subtelne korekty rozjaŜniania. W trzecim zakresie dla wartoŜci Ὦ ρφπ algorytm wprowadza 

znaczŃce zmiany w celu przyciemnienia obraz·w o zbyt wysokiej ekspozycji Ŝwiatğa. Dalej, 

tworzona jest tablica LUT, kt·rej zastosowanie na obrazie oryginalnym umoŨliwia wprowadzenie 

wyznaczonej korekty poziomu jasnoŜci. Po zakoŒczonym procesie rozjaŜniania zmodyfikowany 

obraz zostaje zapisany do wektora o zasiňgu globalnym, umoŨliwiajŃc dostňp dla pozostağych 

algorytm·w systemu.  

Na Rys. 5.6 przedstawiono por·wnanie wynik·w detektora OpenPose, uzyskanych podczas 

analizy obrazu zar·wno przed, jak i po zastosowaniu opracowanej metody korekty jasnoŜci.  

Rys. 5.5 ‎ = f(j) 

Rys. 5.6 Wyniki detektora OpenPose uzyskane podczas analizy obrazu: a) oryginalnego o sğabym oŜwietleniu j = 73, 

b) tego samego obrazu po zastosowaniu automatycznej korekty jasnoŜci ‎ = 0.808 
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Detektor OpenPose nie jest w stanie wykryĺ osoby stojŃcej przy prawej krawňdzi obrazu (zob. 

Rys. 5.6a) z powodu zbyt niskiej ekspozycji Ŝwiatğa w tym obszarze. Zastosowanie opracowanej 

korekty spowodowağo, Ũe osoba zostağa prawidğowo wykryta przez detektor OpenPose (zob. Rys. 

5.6b).  

PodsumowujŃc, opracowany algorytm, poprzez adaptacyjny mechanizm korekty 

wsp·ğczynnika ‎, automatycznie reguluje poziom jasnoŜci, wprowadzajŃc stosownŃ zmianň 

zar·wno w przypadku obraz·w zaciemnionych jak i przeŜwietlonych. Opracowana przez autora 

zaleŨnoŜĺ 5.5 umoŨliwia automatyczne dostosowanie intensywnoŜci korekty do Ŝredniej waŨonej 

jasnoŜci obrazu, co przyczynia siň do osiŃgniňcia uniwersalnoŜci zastosowania. Niski stopieŒ 

skomplikowania algorytmu umoŨliwia szybkŃ realizacjň obliczeŒ w czasie ok. 4 ms dla 

pojedynczego obrazu FHD. Zastosowanie opracowanego algorytmu umoŨliwia zwiňkszenie 

liczby detekcji typu TP, co udowodniono na konkretnym przykğadzie (zob. Rys. 5.6). 

5.3 Detekcja obiekt·w 

W projektowanym systemie IVSS uŨyto czterech detektor·w obiekt·w: OpenPose, YOLO 

v4, YOLO v4 tiny oraz Tesseract OCR. W Tab. 5.1 przedstawiono wykaz klas obiekt·w 

rozpoznawanych przez zastosowane detektory.  

 Tab. 5.1 Wykaz klas obiekt·w rozpoznawanych przez wybrane detektory 

 

W tym podrozdziale zostanŃ om·wione szczeg·ğy dotyczŃce parametryzacji i wyboru konkretnych 

modeli detektor·w, a takŨe proces uczenia maszynowego modelu YOLO v4 tiny.  

5.3.1 OpenPose 

Autor postanowiğ uŨyĺ obecnie najnowszej dostňpnej wersji biblioteki OpenPose v1.7.0 [72]. 

W ramach struktury projektowanego systemu IVSS biblioteka ta stanowi najbardziej 

rozbudowany i skomplikowany komponent. ZğoŨona architektura biblioteki skupia w sobie 

obszerny zbi·r plik·w Ŧr·dğowych i nagğ·wkowych, definiujŃcych m.in. funkcje przetwarzania 

wielowŃtkowego i obsğugi akceleracji obliczeŒ z uŨyciem GPU. Z tego powodu autor postanowiğ, 

aby kod programu OpenPose peğniğ funkcjň szkieletu docelowej aplikacji projektowanego systemu 

IVSS, wok·ğ kt·rego konstruowana bňdzie cağa logika operacyjna. Jest to strategiczna decyzja 

projektowa, podkreŜlajŃca dominujŃcŃ rolň OpenPose w kontekŜcie analizy ruchu i zachowaŒ os·b 

Detektor Klasy obiekt·w 

OpenPose Czğowiek 

YOLO v4 Czğowiek, pies, kot, samoch·d osobowy, samoch·d ciňŨarowy, autobus, motocykl 

YOLO v4 tiny OgieŒ, tablice rejestracyjne 

Tesseract OCR Znaki alfanumeryczne 
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na obrazie. Implementacja pozostağych bibliotek i opracowanych algorytm·w bňdzie zatem 

stanowiĺ rozszerzenie funkcjonalnoŜci OpenPose, zapewniajŃc elastycznoŜĺ i skalowalnoŜĺ 

systemu.  

Autorzy biblioteki OpenPose udostňpniajŃ publicznie 4 wytrenowane modele, umoŨliwiajŃce 

detekcjň cağego ciağa [134]: BODY_25, COCO, MPI oraz MPI_4_layers. W projektowanym 

systemie IVSS autor rozprawy wybrağ model BODY_25, poniewaŨ (zgodnie z opisem tw·rc·w 

[134,135]) model ten zapewnia najwyŨszŃ dokğadnoŜĺ detekcji i najwyŨszŃ szybkoŜĺ 

przetwarzania w przypadku uŨycia GPU wspieranych technologiŃ CUDA w por·wnaniu do 

pozostağych dostňpnych modeli. Na Rys. 5.7 przedstawiono graficznŃ reprezentacjň szkieletu 

kinematycznego, wygenerowanego przy uŨyciu modelu BODY_25, wraz z numeracjŃ i opisem 

punktor·w szkieletu [136].  

Model BODY_25 umoŨliwia generowanie szkielet·w skğadajŃcych siň z 25 punktor·w. KaŨdy 

reprezentuje trzy zmienne: wsp·ğrzňdne x oraz y punktu na obrazie, a takŨe wskaŦnik 

prawdopodobieŒstwa (pewnoŜci) wykrycia tego punktu. W projektowanym systemie IVSS autor 

postanowiğ korzystaĺ tylko z 15 punktor·w oznaczonych numeracjŃ od 0 do 14. Jest to 

uzasadnione moŨliwoŜciŃ zapewnienia wymaganej szczeg·ğowoŜci analizowanego szkieletu przy 

jednoczesnej redukcji zğoŨonoŜci obliczeniowej. Punktory nie uwzglňdniane w docelowej analizie 

Rys. 5.7 Graficzna reprezentacja szkieletu kinematycznego wygenerowanego przy uŨyciu modelu BODY_25 
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szkieletu (15ï24) zostanŃ uŨyte do oszacowania pozycji punktor·w 0, 11 oraz 14 w przypadku 

wystŃpienia braku ich detekcji.  

Autor postanowiğ deaktywowaĺ domyŜlnŃ funkcjonalnoŜĺ OpenPose odpowiedzialnŃ za 

generowanie graficznej reprezentacji szkieletu na obrazie koŒcowym. Dziňki temu moŨliwy jest 

wzrost szybkoŜci przetwarzania, a kolorowe znaczniki nie zakrywajŃ os·b znajdujŃcych siň na 

scenie, co umoŨliwia ich ğatwiejszŃ identyfikacjň na obrazie. WyğŃczenie tej funkcjonalnoŜci nie 

ma wpğywu na dokğadnoŜĺ generowanych detekcji, a ma charakter jedynie ilustracyjny.  

SkutecznoŜĺ dziağania detektora OpenPose jest silnie skorelowana z odlegğoŜciŃ osoby od 

kamery. W celu okreŜlenia maksymalnej odlegğoŜci, poniŨej kt·rej pewnoŜĺ detekcji jest 

zadawalajŃca (minimum 75%), autor przeprowadziğ badanie empiryczne. Badanie te polegağo na 

analizie nagrania wideo, na kt·rym uczestnik poruszağ siň wzdğuŨ pionowej osi obrazu, oddalajŃc 

siň od kamery na dystansie 40 m. Na Rys. 5.8 przedstawiono symulacjň zaaranŨowanej sceny. 

Kamera zostağa zamontowana na wysokoŜci 2.5 m nad podğoŨem, natomiast kŃt nachylenia 

zapewniağ pole widzenia umoŨliwiajŃce realizacjň badania na dystansie od 3.5 do 40 m. 

Opracowane nagranie obejmowağo 1675 ujňĺ w rozdzielczoŜci 1920 Ĭ 1080 px. Wideo zostağo 

poddane analizie przez detektor OpenPose przy zachowaniu domyŜlnych ustawieŒ rozdzielczoŜci 

wejŜcia sieci, a wiňc 656 Ĭ 368. Na kaŨdym ujňciu testowym m·gğ zostaĺ wykryty tylko jeden 

szkielet, dla kt·rego obliczono ŜredniŃ wartoŜĺ pewnoŜci detekcji na podstawie obliczonych 

wskaŦnik·w pewnoŜci kaŨdego z rozpatrywanych punktor·w (0ï14).  

Na Rys. 5.9 przedstawiono wyniki przeprowadzonych badaŒ w funkcji pewnoŜci detekcji od 

odlegğoŜci filmowanej osoby od kamery. Z przedstawionego wykresu wynika, iŨ stabilny poziom 

pewnoŜci detekcji przekraczajŃcy 75% osiŃgany jest na dystansie poniŨej 18 m. Po przekroczeniu 

tej odlegğoŜci zauwaŨalny jest spadek pewnoŜci detekcji oraz wiňkszy rozrzut wynik·w. 

Przeprowadzone badanie potwierdza tezň, iŨ skutecznoŜĺ dziağania detektora OpenPose jest silnie 

skorelowana z odlegğoŜciŃ osoby od kamery.    

Rys. 5.8 Widok sytuacyjny przebiegu test·w detektora OpenPose 
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Na Rys. 5.10 przedstawiono fragmenty ujňĺ nagrania testowego, kt·re umoŨliwiajŃ dokonanie 

wizualnej oceny wygenerowanego szkieletu filmowanej osoby. Zgodnie z informacjŃ zawartŃ na 

Rys. 5.10, ujňcia odpowiadajŃ nastňpujŃcym odlegğoŜciom osoby od kamery: 5, 10, 15, 18, 21, 25, 

oraz 30 m. W zakresie odlegğoŜci do 10 m moŨna zauwaŨyĺ poprawnie wygenerowany szkielet, a 

w zakresie powyŨej 10 m pojawiajŃce siň bğňdy, deformacje szkieletu, nieprawidğowe lokalizacje 

punktor·w lub ich brak. W zakresie pomiňdzy 10 a 18 m wynik identyfikacji w dalszym ciŃgu 

moŨna uznaĺ za poprawny pomimo nieznacznych deformacji (np. brak symetrii) szkieletu. 

PodsumowujŃc, rezultaty przeprowadzonych badaŒ dowodzŃ, iŨ efektywnoŜĺ dziağania 

detektora OpenPose w naturalnych warunkach oŜwietlenia dziennego i dobrych warunkach 

atmosferycznych jest zadowalajŃca. PewnoŜĺ detekcji pogarsza siň wraz z odlegğoŜciŃ osoby od 

kamery. PowyŨej 18 m pr·ba analizy sylwetek os·b moŨe prowadziĺ do bğňdnych wniosk·w. 

Problem ten moŨe zostaĺ rozwiŃzany poprzez programowŃ kontrolň odlegğoŜci osoby od kamery. 

JeŨeli osoba zostanie wykryta na dystansie przekraczajŃcym ustalonŃ wartoŜĺ progowŃ w·wczas 

system nie bňdzie jej dalej analizowaĺ. Zadanie to moŨe zostaĺ zrealizowane przy uŨyciu macierzy 

rzutowania 3D, opisanej w dalszych czňŜciach niniejszej rozprawy. 

5.3.2 YOLO v4 oraz YOLO v4 tiny  

Autorzy YOLO v4 udostňpniajŃ szereg modeli, r·ŨniŃcych siň rozmiarem i liczbŃ parametr·w 

sieci. Mniejsze modele (np. yolov4-tiny) charakteryzujŃ siň mniejszŃ dokğadnoŜciŃ detekcji, 

natomiast umoŨliwiajŃ uzyskanie szybszego przetwarzania danych na urzŃdzeniach o mniejszej 

wydajnoŜci obliczeniowej. Wiňksze modele (np. yolov4) sŃ dokğadniejsze, choĺ wymagajŃ 

akceleracji sprzňtowej do osiŃgniňcia przetwarzania danych w czasie rzeczywistym. Wszystkie 

modele w wersji 4 udostňpniane przez autor·w, sŃ wytrenowane z uŨyciem popularnego zbioru 

danych MS-COCO [49].  

Rys. 5.9 PewnoŜĺ detektora OpenPose w funkcji odlegğoŜci osoby od kamery  
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Rys. 5.10 Wizualna ilustracja dziağania detektora OpenPose w funkcji odlegğoŜci osoby od kamery 
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Dziňki temu umoŨliwiajŃ detekcjň i klasyfikacjň osiemdziesiňciu klas typowych obiekt·w, takich 

jak samoch·d osobowy, pies, telewizor oraz detekcjň os·b. Adnotacja obiekt·w na obrazie 

realizowana jest za pomocŃ BB. Ponadto, autorzy udostňpniajŃ skrypty programowe, 

umoŨliwiajŃce przeprowadzenie uczenia maszynowego, zorientowanego na wğasny zestaw danych 

treningowych. Dodatkowo, proces uczenia moŨe zostaĺ zrealizowany przy uŨyciu metody TL. 

Metoda ta umoŨliwia korzystanie z uprzednio wytrenowanych modeli, co sprawia, Ũe osiŃgniňcie 

poŨŃdanego stopnia wytrenowania nowego modelu jest znacznie szybsze. W projektowanym 

systemie IVSS postanowiono uŨyĺ zar·wno oryginalnego modelu yolov4, jak r·wnieŨ specjalnie 

wytrenowanego modelu yolov4-tiny.  

W celu detekcji i klasyfikacji os·b oraz pojazd·w w projektowanym systemie IVSS, autor 

postanowiğ uŨyĺ oryginalnego modelu o nazwie yolov4. Model ten zostağ pobrany z publicznego 

repozytorium [137] i skğada siň z dw·ch plik·w: yolov4.cfg oraz yolov4.weights, z czego pierwszy 

zawiera informacje o architekturze sieci, natomiast drugi zawiera wytrenowane wagi modelu, 

bňdŃce wynikiem procesu uczenia maszynowego. Model yolov4 zostağ uŨyty do celu detekcji 

nastňpujŃcych klas obiekt·w: Ăczğowiekò, Ăkotò, Ăpiesò, Ăsamoch·d osobowyò, Ăsamoch·d 

ciňŨarowyò, Ăautobusò oraz Ămotocyklò, przy czym finalnie wyniki detekcji czterech ostatnich klas 

sŃ interpretowane jako pojedyncza klasa o nazwie Ăpojazdò.  

Dostňpne wytrenowane modele YOLO v4 nie sŃ zdolne do detekcji obiekt·w klas Ătablica 

rejestracyjnaò oraz ĂogieŒò, kt·rych detekcja jest wymagana w celu osiŃgniňcia poŨŃdanej 

funkcjonalnoŜci projektowanego systemu IVSS. Dlatego, autor rozprawy przeprowadziğ proces 

uczenia maszynowego dodatkowego modelu YOLO v4 o nazwie yolov4-tiny. Model ten w 

por·wnaniu do yolov4 charakteryzuje siň znacznie mniejszŃ zğoŨonoŜciŃ architektury sieci, co w 

konsekwencji przekğada siň na znacznie kr·tszy czas realizacji uczenia maszynowego, jak i 

przetwarzania obrazu przez wytrenowany model. W procesie uczenia, autor uŨyğ gotowe bazy 

danych, kt·re zostağy pobrane z platformy internetowej Roboflow [52]. Charakterystykň iloŜciowŃ 

bazy danych uczŃcych przedstawiono w Tab. 5.2. 

Tab. 5.2 Charakterystyka iloŜciowa bazy danych uczŃcych modelu yolov4-tiny 

Proces uczenia maszynowego zostağ zrealizowany przy uŨyciu dedykowanej biblioteki 

programistycznej udostňpnionej wraz z dokğadnŃ instrukcjŃ obsğugi przez tw·rc·w YOLO v4 w 

publicznym repozytorium [137]. Zgodnie z tŃ instrukcjŃ, trening zostağ poprzedzony 

Klasa obiekt·w 
Zbi·r uczŃcy  

[l. obraz·w] 

Zbi·r walidacyjny  

[l. obraz·w] 

Tablice rejestracyjne 37056 8824 

OgieŒ 35800 11422 
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przygotowaniem stosownych plik·w konfiguracyjnych: obj.names, obj.data, train.txt oraz 

valid.txt. Dalej, w celu dostosowania architektury sieci do realizacji detekcji dw·ch klas obiekt·w 

w pliku yolov4-tiny-custom.cfg, wprowadzono nastňpujŃce modyfikacje: batch = 64,    

subdivisions = 16, max_batches = 33000, steps = (26400,29700), width = 416, height = 416,    

filters = 21 oraz classes = 2. W celu realizacji procesu uczenia typu TL, autor uŨyğ uprzednio 

wytrenowanego modelu bazowego yolov4-tiny.conv.29, pobranego z repozytorium [137]. 

Dodatkowo, autor rozprawy dokonağ modyfikacji kodu Ŧr·dğowego realizujŃcego proces uczenia 

maszynowego w celu umoŨliwienia zapisu wag modelu co 100 kolejnych epok. Trening modelu 

zostağ zrealizowany dla 33000 epok i trwağ ok. 7.5 godziny. Przebieg procesu uczenia modelu 

YOLO v4 tiny przedstawiono na Rys. 5.11 w formie wykresu, ilustrujŃcego zmiany wartoŜci 

Ŝredniej straty w funkcji liczby epok.  

W procesie uczenia zastosowano domyŜlnŃ funkcjň strat CIoU [33], kt·ra uwzglňdnia zar·wno 

bğňdy lokalizacyjne, jak i odlegğoŜci miňdzy prognozowanymi a rzeczywistymi BB obiekt·w. We 

wstňpnym etapie procesu, wartoŜĺ Ŝredniej straty byğa stosunkowo wysoka, co wynika z 

poczŃtkowego zainicjowania wag modelu. W miarň postňpu uczenia zaobserwowano 

systematyczny spadek tej wartoŜci, wskazujŃc na poprawň jakoŜci dopasowania wag modelu. 

WartoŜĺ Ŝredniej straty osiŃgniňta po zakoŒczeniu procesu uczenia wynosi ok. 0.34. Zgodnie z 

zaleceniami tw·rc·w YOLO v4 [137], finalna wartoŜĺ Ŝredniej straty w granicach od 0.05 (dla 

niewielkich modeli i nieskomplikowanych zbior·w danych) do 3.00 (dla duŨych modeli i 

skomplikowanych zbior·w danych) wskazuje na odpowiedniŃ jakoŜĺ dopasowania wag modelu. 

OsiŃgniňta wartoŜĺ 0.34 mieŜci siň w dolnym zakresie tego przedziağu, co Ŝwiadczy o 

zadawalajŃcej jakoŜci rezultat·w procesu uczenia. OsiŃgniňty wynik moŨe wskazywaĺ, iŨ zar·wno 

zbiory danych, jak i parametry modelu zostağy dobrane w spos·b prawidğowy.  

Rys. 5.11 Przebieg procesu uczenia modelu YOLO v4 tiny 
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W wyniku przeprowadzonego procesu uczenia otrzymano 330 zestaw·w wag modelu, 

zapisywanych co 100 epok. W celu oceny zdolnoŜci modelu do generalizacji przeprowadzono 

badanie z uŨyciem zbioru walidacyjnego, kt·ry nie byğ wykorzystywany podczas uczenia. KaŨdy 

zapisany zestaw wag zostağ poddany ocenie pod kŃtem piňciu kryteri·w: mAP@50, IoU, F1, 

czuğoŜĺ, precyzja, a takŨe AP opracowane osobno dla klasy Ătablice rejestracyjneò oraz ĂogieŒò. 

Na Rys. 5.12 przedstawiono charakterystykň przeprowadzonego badania.  

Analiza opracowanych wynik·w wskazuje, iŨ model stosunkowo szybko osiŃgnŃğ wysokŃ wartoŜĺ 

AP dla klasy Ătablice rejestracyjneò r·wnŃ 95% przy 1500 iteracjach, natomiast klasa ĂogieŒò 

przy tej samej liczbie iteracji osiŃgnňğa wartoŜĺ AP na poziomie zaledwie 22%. ZnaczŃca r·Ũnica 

tych wartoŜci utrzymywağa siň w czasie cağego procesu uczenia. Powodem tego moŨe byĺ wysoki 

stopieŒ skomplikowania reprezentacji graficznej obiektu, jakim jest ogieŒ na obrazie 2D. W 

naturalnych warunkach ogieŒ moŨe wystňpowaĺ w szerokim spektrum rozmiar·w, ksztağt·w, a 

nawet kolor·w, zwğaszcza w przypadku spalania r·Ũnych materiağ·w czy okluzji wywoğanych 

towarzyszŃcym zadymieniem. Z kolei tablice rejestracyjne charakteryzujŃ siň regularnym 

ksztağtem i rozmiarem, a czňsto r·wnieŨ kolorem, co pozytywnie wpğywa na proces uczenia 

detekcji i klasyfikacji obiekt·w tego typu. Dla klasy Ătablice rejestracyjneò osiŃgniňto 

maksymalnŃ wartoŜci AP r·wnŃ 97% w epoce 6000, natomiast dla klasy ĂogieŒò maksymalnŃ 

wartoŜĺ AP r·wnŃ 49% osiŃgniňto w epoce 30000. W celu unikniňcia zjawiska tzw. 

Ăprzetrenowania modeluò, zwğaszcza w odniesieniu do klasy Ătablice rejestracyjneò, autor wybrağ 

zestaw wag zapisanych w epoce 16500. W tym zestawie AP wyznaczone dla klasy Ătablice 

rejestracyjneò przyjmuje maksymalnŃ wartoŜĺ (97%), natomiast dla klasy ĂogieŒò przyjmuje 

wartoŜĺ 46%, a wiňc zbliŨonŃ do maksymalnej. Wybrany zestaw wag zostanie nastňpnie uŨyty w 

celu opracowania algorytm·w identyfikacji pojazd·w oraz detekcji poŨaru.  

Rys. 5.12 Charakterystyka wynik·w ewaluacji zestaw·w wag przeprowadzona na zbiorze walidacyjnym 
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5.3.3 Tesseract OCR 

Detekcja znak·w alfanumerycznych przy uŨyciu Tesseract OCR moŨe byĺ realizowana w 

przy zastosowaniu jednej z czternastu metod segmentacji obrazu (PSM) [138]. Opis 

poszczeg·lnych metod zestawiono w Tab. 5.3.  

Tab. 5.3 Opis metod PSM detektora Tesseract OCR [138]  

Detektor Tesseract OCR przyjmuje PSM 3 jako metodň domyŜlnŃ. W projektowanym systemie 

IVSS rozpoznawanie znak·w alfanumerycznych bňdzie realizowane wyğŃcznie do analizy tablic 

rejestracyjnych jednorzňdowych, zawierajŃcych pojedynczŃ liniň dwuczğonowego tekstu. Na 

podstawie informacji zawartych w Tab. 5.3 moŨna stwierdziĺ, iŨ dla tekstu w takiej formie 

najbardziej odpowiedniŃ metodŃ pracy detektora jest PSM 7, dotyczŃcŃ interpretacji obrazu jako 

pojedynczej linii tekstu. 

5.4 śledzenie obiekt·w 

W projektowanym systemie IVSS implementacja algorytmu MOT zostağa realizowana przy 

uŨyciu syntezy filt ra Kalmana i logiki przyporzŃdkowania detekcji, biorŃc pod uwagň kryterium 

minimalnej zmiany poğoŨenia przez identyfikowany obiekt w sekwencji ujňĺ. Schemat blokowy 

algorytmu przedstawiono na Rys. 5.13.  

W pierwszym kroku pobierane sŃ detekcje OpenPose oraz YOLO v4 dla obiekt·w klasy 

Ăczğowiekò. Detektor OpenPose dostarcza bardziej szczeg·ğowych informacji o sylwetce 

czğowieka, dlatego peğni funkcjň detektora nadrzňdnego, natomiast YOLO v4 pomocniczego. 

Nastňpnie, dla kaŨdego modelu szkieletowego OpenPose generowana jest adnotacja typu BB. 

Metoda 

PSM 
Opis 

0 Detekcja OSD (bez OCR) 

1 Automatyczna segmentacja obrazu na bloki tekstu + OSD (bez OCR) 

2 Automatyczna segmentacja obrazu (bez OSD i OCR) 

3 Automatyczna segmentacja obrazu + OCR (bez OSD) 

4 Interpretacja obrazu jako pojedynczej kolumny tekstu o r·Ũnych rozmiarach 

5 Interpretacja obrazu jako pojedynczego bloku tekstu wyr·wnanego pionowo 

6 Interpretacja obrazu jako pojedynczego bloku tekstu 

7 Interpretacja obrazu jako pojedynczej linii tekstu 

8 Interpretacja obrazu jako pojedynczego sğowa 

9 Interpretacja obrazu jako pojedynczego sğowa uğoŨonego w ksztağcie koğa 

10 Interpretacja obrazu jako pojedynczego znaku 

11 Detekcja maksymalnej liczby tekstu rozproszonego, bez zachowania konkretnej kolejnoŜci 

12 Detekcja maksymalnej liczby tekstu rozproszonego, bez zachowania konkretnej kolejnoŜci + OSD 

13 Interpretacja obrazu jako pojedynczej linii tekstu z pominiňciem technik optymalizacyjnych Tesseract 
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Rys. 5.13 Schemat blokowy algorytmu MOT, gdzie: EOF ï znacznik koŒca wektora, i ï licznik pňtli iteracyjnych, WBB ï wektor nowych 

detekcji BB, Ws ï wektor Ŝledzonych obiekt·w, W1 ï wartoŜĺ progowa maksymalnej liczby okluzji obiektu  
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Detekcje obu detektor·w cechujŃ ramki BB o podobnym rozmiarze i lokalizacji. W celu unikniňcia 

powt·rzeŒ detekcji, w kolejnym kroku realizowana jest operacja ğŃczenia ramek obu detektor·w, 

biorŃc pod uwagň kryteria: minimalnej odlegğoŜci centroid ramek z obu detektor·w oraz stopnia 

przenikania siň ramek. Finalnie, wektor detekcji WBB stanowi kopiň ramek wygenerowanych z 

OpenPose rozszerzonŃ o detekcje YOLO v4, kt·re nie znalazğy dopasowania.  

W nastňpnym kroku przeprowadzana jest operacja przyporzŃdkowania nowych detekcji do 

Ŝledzonych obiekt·w. Polega ona na por·wnaniu lokalizacji wszystkich par Ŝledzonych obiekt·w 

i nowych detekcji w celu wyznaczenia par o najmniejszej r·Ũnicy odlegğoŜci na obrazie. 

Lokalizacja odnosi siň do wsp·ğrzňdnych Ŝrodkowego punktu g·rnej linii ramki. Wyb·r tego 

punktu jako referencyjnego pozwala uŜredniĺ szerokoŜĺ ramki poprzez wskazanie domniemanej 

osi symetrii osoby na zdjňciu, przy jednoczesnym wykluczeniu wpğyw zmian wysokoŜci ramki na 

kolejnych ujňciach. Zmiany wysokoŜci ramki, o kt·rych mowa, to powszechne zjawisko 

wystňpujŃce w sytuacji, gdy trajektoria ruchu co najmniej dw·ch os·b przecina siň po rzutowaniu, 

a scena obserwowana jest z wysokoŜci powyŨej przeciňtnego wzrostu czğowieka. Problem ten 

zostanie szczeg·ğowiej om·wiony w dalszych czňŜciach niniejszej rozprawy.  

Opracowany algorytm umoŨliwia identyfikacjň czterech przypadk·w: utworzenie nowego 

Ŝledzonego obiektu, aktualizacjň poğoŨenia Ŝledzonego obiektu nowŃ detekcjŃ, aktualizacjň 

poğoŨenia Ŝledzonego obiektu przy uŨyciu predykatora oraz usuniňcie obiektu z procedury 

Ŝledzenia w przypadku utrzymujŃcego siň braku detekcji.  

Aktualizacja Ŝledzonego obiektu nowŃ detekcjŃ ma miejsce, gdy nowa detekcja zostağa 

pozytywnie przyporzŃdkowana do kt·regoŜ z uprzednio Ŝledzonych obiekt·w. Aktualizacja 

polega w·wczas na zapisaniu nowych lokalizacji wzorcowego punktu Ŝledzenia oraz aktualnego 

BB. Nowy wzorcowy punkt Ŝledzenia jest zatem uŨywany r·wnieŨ do aktualizacji filtru Kalmana. 

Ponadto, przy uŨyciu macierzy rzutowania 3D, obliczane sŃ dystans oraz nowa szybkoŜĺ 

przemieszczania obiektu na scenie. JeŜli nowa detekcja zawiera punktory szkieletu, to r·wnieŨ sŃ 

one zapisywane.  

Aktualizacja Ŝledzonego obiektu predykcjŃ ma miejsce, gdy Ũadna nowa detekcja nie zostağa 

pozytywnie przyporzŃdkowana do uprzednio Ŝledzonego obiektu. Aktualizacja polega w·wczas 

na zapisaniu nowej lokalizacji wzorcowego punktu Ŝledzenia wyznaczonego przy uŨyciu predykcji 

filtru Kalmana. Stan braku przyporzŃdkowania nowej detekcji jest definiowany jako cağkowita 

okluzja i moŨe powtarzaĺ siň w sekwencji nie dğuŨszej, niŨ zostağo to arbitralnie okreŜlone 

wartoŜciŃ progowŃ W1. Przekroczenie wartoŜci progowej definiowane jest jako opuszczenie 

obszaru monitoringu przez obiekt i skutkuje trwağym usuniňciem obiektu z analizy Ŝledzenia w 

kolejnych ujňciach.  

Utworzenie nowego Ŝledzonego obiektu ma miejsce, gdy nowa detekcja nie zostağa 

pozytywnie przyporzŃdkowana do Ũadnego uprzednio Ŝledzonego obiektu. W·wczas zapisana 
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zostaje nowa lokalizacja wzorcowego punktu Ŝledzenia, nowa adnotacja BB oraz zostaje nadany 

nowy unikalny identyfikator obiektu. Do kaŨdego Ŝledzonego obiektu tworzony jest indywidualny 

model filtru Kalmana, majŃcy za zadanie predykcjň lokalizacji obiektu w przypadku wystŃpienia 

chwilowej peğnej okluzji, a wiňc braku przyporzŃdkowania nowych detekcji. W tym przypadku 

obliczanie dystansu oraz szybkoŜci przemieszczania obiektu na scenie jest niemoŨliwe, poniewaŨ 

istnieje tylko jedna zapisana lokalizacja. JeŜli nowa detekcja zawiera punktory szkieletu, to 

r·wnieŨ sŃ one zapisywane. 

W implementacji filtru Kalmana, uwzglňdniono specyfikň danych wejŜciowych oraz 

dynamikň ruchu obiekt·w w przestrzeni 2D. Filtr ten wykorzystuje wektor stanu, kt·ry dotyczy 

pozycji (x,y) oraz prňdkoŜĺ (vx,vy) obiektu, umoŨliwiajŃc estymacjň jego trajektorii na podstawie 

szereg·w czasowych danych pomiarowych. Macierz przejŜcia zostağa zaprojektowana tak, aby 

uwzglňdniağa ruch prostoliniowy z zağoŨeniem stağego kroku czasowego, wyraŨonego jako 

odwrotnoŜĺ liczby klatek na sekundň (1/FPS). Taka konstrukcja pozwala na efektywne 

modelowanie dynamiki ruchu przy zağoŨeniu, iŨ prňdkoŜĺ obiektu pozostaje stağa miňdzy 

kolejnymi obrazami. Macierz pomiaru odzwierciedla fakt, iŨ system pomiarowy dostarcza 

wyğŃcznie informacji o pozycji obiektu, co wyraŨono poprzez redukcjň wymiarowoŜci macierzy 

do komponent·w odpowiadajŃcych pozycjom (x,y). W celu uwzglňdnienia niepewnoŜci w modelu 

dynamiki ruchu, macierz kowariancji szumu procesu zostağa zdefiniowana jako macierz 

jednostkowa, skalowana wartoŜciŃ ρπ. Parametr ten wprowadza umiarkowanŃ dyspersjň 

modelu, pozwalajŃc na elastyczne dopasowanie do potencjalnych zakğ·ceŒ. Analogicznie, macierz 

kowariancji szumu pomiaru wyznaczono jako macierz jednostkowŃ, skalowanŃ wartoŜciŃ ρπ, 

co odzwierciedla ograniczonŃ precyzjň pomiar·w pozycji obiekt·w, generowanych przez 

detektory OpenPose oraz YOLO v4. PoczŃtkowy wektor stanu zostağ zainicjowany na podstawie 

pozycji obiektu, przyjmujŃc zerowŃ wartoŜĺ prňdkoŜci w obu osiach (vx = vy = 0). WartoŜci 

macierzy kowariancji bğňdu poczŃtkowego ustawiono jako macierz jednostkowŃ, co stanowi 

standardowe zağoŨenie w sytuacji ograniczonej wiedzy o obiekcie w momencie jego inicjalizacji. 

Opisany dob·r parametr·w filtru Kalmana umoŨliwia estymacjň trajektorii obiekt·w w warunkach 

czňŜciowo zaszumionych lub niekompletnych danych pomiarowych. Zaproponowane rozwiŃzanie 

znaczŃco zwiňksza skutecznoŜĺ Ŝledzenia w przypadkach cağkowitej okluzji obiektu. 

Na Rys. 5.14 przedstawiono wizualizacjň rezultat·w dziağania opracowanego algorytmu 

Ŝledzenia MOT. W analizowanej przestrzeni monitoringowej znajdujŃ siň trzy osoby. Opracowany 

algorytm Ŝledzenia MOT prawidğowo oznacza kaŨdŃ z nich za pomocŃ adnotacji typu BB oraz 

unikatowego identyfikatora liczbowego. W celu uğatwienia identyfikacji os·b na obrazie, algorytm 

przypisuje indywidualne kolory adnotacji dla kaŨdej Ŝledzonej sylwetki. Dodatkowo, wyŜwietlane 

sŃ ŜcieŨki przejŜcia Ŝledzonych os·b w formie znacznik·w punktowych. Znaczniki te dotyczŃ 

zapamiňtanych lokalizacji wzorcowego punktu Ŝledzenia, a wiňc Ŝrodka g·rnej krawňdzi BB.  
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PodsumowujŃc, zaprojektowany algorytm Ŝledzenia MOT opiera siň na syntezie wynik·w 

filtru Kalmana oraz detekcji najkr·tszego dystansu pomiňdzy obiektami w sekwencji ujňĺ. 

Opracowany algorytm umoŨliwia identyfikacjň czterech przypadk·w: utworzenie nowego 

Ŝledzonego obiektu, aktualizacjň poğoŨenia Ŝledzonego obiektu nowŃ detekcjŃ, aktualizacjň 

poğoŨenia Ŝledzonego obiektu przy uŨyciu predykatora (w przypadku braku dopasowania nowej 

detekcji) oraz usuniňcie obiektu z procedury Ŝledzenia w przypadku utrzymujŃcego siň braku 

dopasowania detekcji. Przeprowadzone testy w wiňkszoŜci przypadk·w wykazujŃ zadawalajŃcŃ 

skutecznoŜĺ pracy algorytmu. Obserwacje bğňdnej realizacji zadania Ŝledzenia wynikağy 

najczňŜciej z braku detekcji os·b na obrazie lub okluzji, podczas kt·rych osoba w spos·b znaczŃcy 

zmienia kierunek ruchu. Zaproponowane rozwiŃzanie jest wysoce uniwersalne, gdyŨ umoŨliwia 

realizacjň Ŝledzenie r·Ũnych klas obiekt·w. Jednak w projektowanym systemie IVSS, ze wzglňdu 

na specyficzne wymagania, algorytm ten zostanie uŨyty wyğŃcznie do Ŝledzenia os·b na obrazie. 

5.5 Kalibracja sceny 

Detekcje generowane przy uŨyciu OpenPose oraz YOLO v4 umoŨliwiajŃ oszacowanie 

lokalizacji wykrytych obiekt·w w ukğadzie wsp·ğrzňdnym obrazu 2D. Dane te sŃ jednak 

niewystarczajŃce do oszacowania rzeczywistych parametr·w ruchu wykrytych obiekt·w przy 

obserwacji sceny z r·Ũnych perspektyw, kŃt·w widzenia czy odlegğoŜci i wysokoŜci montaŨu 

kamery. Estymacja rzeczywistych parametr·w ruchu wymaga zatem implementacji metod, 

umoŨliwiajŃcych transformacjň wsp·ğrzňdnych obrazu 2D do rzeczywistego ukğadu 3D 

Rys. 5.14 Wizualizacja rezultat·w pracy algorytmu Ŝledzenia MOT 






































































































































































































































